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RESUMO 

 

Este trabalho buscou identificar se os investimentos públicos são importantes para 

explicar os investimentos privados e, a partir daí, verificar a existência dos efeitos 

crowding-in ou crowding-out entre o investimento público e privado no Brasil, para o 

período entre 2004 e 2017. Além disso, buscou-se quantificar esse impacto em âmbito 

nacional. Para isso, realizou uma estimação econométrica de seleção de variáveis, 

via técnicas de Machine Learning, utilizando o software R para as estimações. Foram 

selecionadas uma gama de variáveis macroeconômicas e séries cronológicas de 

palavras pesquisadas no Google, por meio do Google Trends, para identificar as 

variáveis mais importantes para explicar os investimentos privados. Após 

selecionadas as variáveis estimou-se um modelo de Mínimos Quadrados Ordinários 

(MQO), um modelo de Mínimos Quadrados Generalizados (MQG) e um modelo de 

Método Generalizado dos Momentos (GMM, na sigla em inglês) para verificar a 

condição de crowding-in ou crowding-out. Os resultados obtidos apontaram para uma 

relação de crowding-out (substitutibilidade) entre o investimento público e privado no 

Brasil entre 2004 e 2017, prevalecendo a disputa de recursos físicos e financeiros 

entre os setores.  

 

Palavras-chave: Investimentos Privados; Investimentos Públicos; Machine Learning; 

Google Trends. 

  



 
 

 

ABSTRACT 

 

This work sought to identify whether public investments are important to explain private 

investments and from there on to verify the existence of crowding-in or crowding-out 

effects between public and private investment in Brazil for the period between 2004 

and 2017. In addition, we sought to quantify this impact at the national level. For this, 

an econometric estimation of selection of variables was performed using Machine 

Learning techniques, using the software R for the estimations. A range of 

macroeconomic variables and time series of words searched on Google, through 

Google Trends, were selected to identify the most important variables to explain private 

investments. After selecting the variables, an Ordinary Least Squares (MQO) model, 

a Generalized Least Squares model (GLM) and a Generalized Method of Moments 

(GMM) model were used to verify the crowding-in or crowding-out condition. The 

results obtained pointed to a crowding-out (substitutability) relationship between public 

and private investment in Brazil between 2004 and 2017, with the dispute over physical 

and financial resources prevailing between the sectors.  

 

Key words: Private Investments; Public Investments; Machine Learning; Google 

Trends. 
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1. INTRODUÇÃO 

 

O investimento é de relevante importância para o desenvolvimento de 

empresas, cidades e países. Em termos gerais, é a utilização de recursos no presente 

que gera recursos no tempo futuro. Os recursos do governo têm sua origem no setor 

privado que, por sua vez, paga impostos e utiliza crédito a certa taxa de juros. Outra 

maneira de ocorrer o trade-off entre o setor público e o privado pode se dar por meio 

da política fiscal e das decisões privadas de gastos.  

Acredita-se que investimentos públicos associados com infraestrutura e na 

formação de capital humano podem aumentar a produtividade do capital privado e 

elevar a demanda por insumos e, também, a disponibilidade total de recursos, por 

meio da expansão do produto e da poupança. Essa iteração é conhecida como 

crowding-in ou complementaridade. Por outro lado, se o investimento público utilizar 

recursos financeiros e físicos que, de outra maneira, estariam sendo ofertados pelo 

setor privado, os investimentos privados tenderiam a diminuir. Esse efeito é chamado 

de crowding-out ou de substituição. 

Essa contradição acentua o interesse de pesquisadores de modo a tentar 

compreender a relação entre esses investimentos e, diante disso, dar subsídios à 

formulação de leis e políticas que impulsionem o investimento agregado. 

Os investimentos públicos são diferentes das demais despesas públicas pois 

se transformam em haveres, que, se bem alocados podem gerar um fluxo de receitas 

futuras, além de estimular a oferta e a demanda simultaneamente. 

Em que pese a reconhecida importância dos investimentos públicos, eles nem 

sempre são prioridades dos governantes e geralmente são os primeiros a serem 

cortados do orçamento durante períodos de ajuste fiscal, principalmente porque seu 

retorno é de longo prazo e, por isso, não pode ser mensurado durante o calendário 

político. 

Em casos de ajuste fiscal ocorrem cortes além do esperado nos investimentos 

públicos, o que amplifica os efeitos de crise e impacta negativamente a atividade 

econômica. Porém, a relação entre investimentos públicos e ciclos econômicos não é 

tão clara, uma vez que o volume de investimentos pode estar relacionado à orientação 

política.   

O estudo em questão tem como objetivo identificar se os investimentos públicos 

são importantes para explicar os investimentos privados e, a partir daí, verificar se 
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eles são complementares (crowding-in) ou substitutos (crowding-out). Além disso, 

buscar quantificar o impacto do investimento público sobre o investimento privado 

para o período de 2004 a 2017 em âmbito nacional. 

Para isso, realizou-se uma estimação econométrica de seleção de variáveis via 

técnicas de Machine Learning, utilizou-se o software R para as estimações. Foram 

selecionadas uma gama de variáveis macroeconômicas e séries cronológicas de 

palavras pesquisadas no Google, por meio do Google Trends, para identificar as 

variáveis mais importantes para explicar os investimentos privados, algo que até então 

não foi visto na literatura existente. Após selecionadas as variáveis estimou-se um 

modelo de Mínimos Quadrados Ordinários (MQO), um modelo de Mínimos Quadrados 

Generalizados (MQG) e um modelo de Método Generalizado dos Momentos (GMM, 

na sigla em inglês) para verificar a condição de crowding-in ou crowding-out. Além 

disso, os resultados alcançados poderão servir de uma possível revisão dos 

resultados obtidos por outros autores. 

Diante do exposto, optou-se por estruturar o trabalho em nove tópicos, 

iniciando-se por esta introdução. No segundo tópico é apresentada uma revisão da 

literatura, em seguida é mostrado uma breve história sobre Machine e Statistical 

Learning. O quarto capítulo traz a descrição da ferramenta Google Trends. No quinto 

tópico, é demonstrada a metodologia utilizada para se alcançar os resultados. No 

próximo tópico é apresentado o modelo teórico e logo após a apresentação das 

variáveis, no oitavo são mostrados os resultados obtidos. Por último, são 

apresentadas as conclusões finais do trabalho.  
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2. REVISÃO DA LITERATURA 

 

Diversos pesquisadores estudaram o tema sobre a complementaridade ou 

substitutibilidade dos investimentos públicos e privados. Os autores utilizaram vários 

modelos macroeconômicos e/ou econométricos para alcançar os resultados. 

Luporini e Alves (2010) buscaram identificar os “determinantes do investimento 

privado no Brasil para o período compreendido entre 1970 e 2005” (Luporini e Alves, 

2010, p.1). Para isso, estimaram modelos autorregressivos de defasagens distribuídas 

(ARDL) entre as variáveis: Investimento Privado, Produto Interno Bruto, Nível de 

Capacidade Instalada, Taxa de Juro Real, Volume de Crédito, Investimento Público, 

uma proxy para a Restrição Externa, Taxa de Câmbio Real e um indicador de 

Instabilidade Econômica. Chegaram à conclusão que aumentos na renda e na 

atividade econômica estimularam o investimento privado no Brasil no período em 

análise. Além disso, o volume de crédito ao setor privado também se mostrou uma 

variável importante afetando positivamente o investimento privado. Por outro lado, a 

taxa de juros real e o investimento público não se mostraram significativos. Enquanto, 

a instabilidade “econômica e as desvalorizações cambiais exerceram, em média, 

efeitos adversos sobre a formação bruta de capital fixo do setor privado na economia 

brasileira” (Luporini e Alves, 2010, p.20). 

Sanches e Rocha (2010) procuraram quantificar a relação entre os 

investimentos públicos e privados para o Brasil e seus estados durante o período entre 

1991-2004. Foram estimadas regressões, na sua maioria com variáveis instrumentais, 

em que a variável explicada foi o investimento privado e as variáveis explicativas 

foram: o PIB, o investimento público e a taxa de juros. Nos dois casos, Brasil e 

estados, constatou-se que um aumento do investimento público leva a um aumento 

no investimento privado. Assim como, o crescimento do Produto afeta positivamente 

o investimento privado. No sentido contrário, a elevação da taxa de juros afeta 

negativamente o investimento privado. 

Melo e Rodrigues Júnior (1998) discutiram o comportamento do investimento 

privado na economia brasileira no período entre 1970 e 1995. Buscaram explicar o 

investimento bruto de setor privado através do produto interno bruto, do investimento 

bruto do setor público, da taxa real de juros e da taxa de inflação anual. Estimaram 

equações lineares vai Mínimos Quadrados Ordinários (MQO) de curto e de longo 

prazo para o investimento privado no Brasil testando a existência de estacionariedade 
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e também a cointegração entre as séries de tempo. O modelo de curto prazo 

apresentou significância estatística para todas variáveis consideradas, com o 

crescimento do produto se apresentando como fator mais importante. Obtiveram a 

constatação de que as séries são cointegradas, ou seja, apresentam uma relação de 

longo prazo. No que se refere ao efeito do investimento público sobre o privado 

chegaram a conclusão da dominância do crowding-out sobre o crowing-in. Ao final, 

sugeriram a realização de testes de causalidade entre o investimento privado e o 

investimento público e a adição da variável disponibilidade de crédito para ajudar a 

explicar o investimento privado.  

Sonaglio, Braga e Campos (2010) estudaram os efeitos do investimento privado 

sobre o investimento público, se eles são complementares (crowding-in) ou substitutos 

(crowding-out) para o período de 1995 a 2006, utilizando um modelo de correção de 

erro vetorial (VECM) para verificar como o investimento se comporta diante de 

choques aleatórios. Também foi realizado um teste de cointegração para testar o 

equilíbrio de longo prazo. As variáveis utilizadas foram: investimento público, 

investimento privado, PIB, preço relativo dos bens de capital, uma proxy para 

tributação e a TJLP. Diferentemente dos outros estudos, a variável a ser explicada foi 

o investimento público. Os coeficientes encontrados foram significativos e os sinais 

ficaram de acordo com a teoria econômica. Observou-se o efeito crowding-out entre 

o investimento privado e o investimento público. 

Rocha e Teixeira (1996) estudaram se a acumulação de capital por parte do 

governo completa ou substitui os gastos privados com investimento, para o período 

entre 1965 e 1990. Para a realização do estudo foi utilizado um modelo econométrico 

estimado por Mínimos Quadrados Ordinários (MQO) onde o investimento privado é 

uma função do nível de produto, da taxa real de juros e do investimento público. Foram 

realizados testes de raiz unitária para verificar se as séries são estacionárias e 

verificou-se que elas possuem raiz unitária, porém são cointegradas apresentando 

uma relação de longo prazo. Os resultados obtidos apontaram para conclusão de que 

os investimentos públicos exercem um papel substitutivo e não complementar aos 

investimentos privados. 

Servén (1996) investigou a relação entre o investimento público e o privado na 

Índia para o período entre 1960 e 1994. Para isso, utilizou o procedimento de 

cointegração de Johansen e estimou um Modelo de Vetor de Correção de Erros 

(VECM). Chegando à conclusão que um aumento de investimento em infraestrutura 
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pública gera um aumento do lucro da iniciativa privada e consequentemente eleva o 

estoque de capital privado no longo prazo. Opostamente, o aumento do investimento 

que não está relacionado à infraestrutura gera um resultado dúbio, ou seja, tanto pode 

aumentar quanto diminuir o estoque de capital privado, estando sujeito a elasticidade 

de troca entre os bens finais dos dois setores, supondo que esses bens finais sejam 

substitutos imperfeitos. 

Em um estudo para Portugal, Loio (2010) estimou, via Mínimos Quadrados 

Ordinários, a evolução e volatilidade do investimento no setor privado nos últimos 

cinquenta anos e procurou apontar seus determinantes para os anos de 1985 a 2008. 

Para o período analisado, chegou-se à conclusão de que a variável que mais impactou 

positivamente o setor privado a investir foi o produto. Com relação ao investimento 

público, constatou-se que o efeito predominante foi a de complementaridade sobre o 

investimento privado.  

Ainda em Portugal, Andrade e Duarte (2014) analisaram o efeito do 

investimento público e privado sobre o PIB português no período de 1960 a 2013. Os 

também estimaram os efeitos diretos entre os investimentos públicos e privados em 

um sistema de equações simultâneas. Os resultados obtidos corroboraram os 

resultados de Loio (2010) ao encontrar a existência de complementariedade entre o 

investimento privado e o investimento público. Sendo que o investimento público teve 

efeitos positivos na produção e no investimento privado. 

Easterly e Rebelo (1993), por outro lado, concluíram que no período de 1970 a 

1988 em estudo feito para a economia dos Estados Unidos o investimento público e o 

investimento público das estatais se mostraram inversamente proporcionais ao 

investimento privado.  

Voss (2000) analisou os investimentos público e privado nos EUA e no Canadá 

durante o período do primeiro trimestre de 1947 até o primeiro trimestre de 1988 para 

os EUA e do primeiro trimestre de 1947 até o primeiro trimestre de 1996 para o 

Canadá. O objetivo do trabalho foi verificar se existe o efeito crowding-in nessas 

economias. A metodologia utilizada foi o Vetor Auto Regressivo (VAR) e chegou-se à 

conclusão de que os investimentos públicos têm um efeito crowding-in para essas 

economias para esses períodos. No entanto, cabe ressaltar que nos EUA e no Canadá 

os investimentos públicos, em sua ampla maioria, são feitos na área de infraestrutura 

o que corrobora a ideia de que investimentos em infraestrutura são complementares 

aos investimentos privados. 
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Perreira (2001) investigou os efeitos do investimento público de forma agregada 

e com um certo nível de desagregação na evolução dos investimentos privados nos 

EUA para o período de 1956 a 1997. O estudo teve como metodologia a função 

impulso-resposta do VAR. Chegou-se à conclusão que no nível agregado, o 

investimento público foi complementar ao investimento privado. Nos dados 

desagregados, o investimento privado mostrou que o efeito crowding-in do 

investimento público é forte para equipamentos comerciais, industriais e transportes. 

Entretanto, o investimento público exclui marginalmente o investimento privado em 

equipamento de informação. Uma análise final dos efeitos de diferentes tipos de 

investimento público sobre os diferentes tipos de investimento privado sugeriu que em 

cerca de um terço dos casos os investimentos públicos excluem variáveis do setor 

privado. 

Em um recente estudo, Bahal, Raissi e Tulin (2018) analisaram os 

investimentos públicos e privados para a economia Indiana através de um VECM 

Estrutural em vários períodos entre os anos de 1950 e 2015. Concluíram que o 

investimento público eliminou o investimento privado na Índia ao longo de 1950-2012 

e o oposto ocorre quando restringiram a amostra após 1980. Segundo eles essa 

mudança pode muito provavelmente ser atribuída às reformas políticas que 

começaram no início da década de 1980 e ganharam impulso após a crise de 1991. 

 
Tabela 1 – Revisão de Literatura 

 

Autor(es) Ano Período Método Região Resultado

Luporini e Alves 2010 1970-2005 ADRL Brasil Não significativo

Sanches e Rocha 2010 1991-2004 VI Brasil Crowding-in

Melo e Rodrigues Júnior 1998 1970-1995 MQO Brasil Crowding-out

Sonaglio, Braga e Campos 2010 1995-2006 VECM Brasil Crowding-out

Rocha e Texeira 1996 1965-1990 MQO Brasil Crowding-out

Servén 1996 1960-1994 VECM Índia Ambíguo

Loio 2010 1985-2008 MQO Portugal Crowding-in

Andrade e Duarte 2014 1960-2013 ES Portugal Crowding-in

Easterly e Rebelo 1993 1970-1988 MQO EUA Crowding-out

Voss 2000 1947-1988 VAR EUA e Canadá Crowding-in

Pereira 2001 1956-1997 VAR EUA Crowding-in

Bahal, Raissi e Tulin 2018 1950-2015 VECM Índia Ambíguo
Fonte: Tabela elaborada pelo autor
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Percebe-se que os resultados encontrados foram mistos. Para o Brasil, entre 

os estudos analisados na dissertação, 60% dos resultados apontaram para um efeito 

de crowding-out, 20% para um efeito crowding-in e o restante não achou nenhum 

resultado. Já para outros países, os autores encontraram uma relação de crowding-in 

em 57%, um resultado ambíguo em 29% e uma relação de crowding-out em 14%. 

Observa-se que a maioria dos autores encontraram um efeito crowding-out 

para estudos sobre o Brasil e crowding-in para estudos sobre os outros países. O que 

pode ser explicado pelos diferentes tipos de investimento público em cada país.          

Esse estudo se diferencia dos outros ao propor utilizar, além de variáveis 

macroeconômicas, séries de palavras pesquisadas no Google Trends como variáveis 

explicativas dos modelos utilizando técnicas de Machine Learning.   

 

3. MACHINE E STATISTICAL LEARNING 

 

Nas últimas décadas, a computação teve um avanço considerável permitindo 

cada vez mais a utilização de métodos mais complexos de estimação de modelos 

como as técnicas de Machine Learning ou aprendizado de máquina.  

De acordo com Varian (2014), técnicas de aprendizado de máquina, como 

árvore de decisão, redes neurais etc. podem permitir formas mais eficazes de modelar 

questões complexas. 

 
“In fact, my standard advice to graduate students these days is 

go to the computer science department and take a class in machine 
learning. There have been very fruitful collaborations between 
computer scientists and statisticians in the last decade or so, and I 
expect collaborations between computer scientists and 
econometricians will also be productive in the future” (Varian, 2014, 
p.2). 

 
 

De acordo com James et. al. (2013), o termo Statistical Learning é bem recente, 

porém alguns conceitos dessa literatura já se desenvolviam há várias décadas. 

Legendre e Gauss publicaram no início do século XIX artigos sobre o método 

de mínimos quadrados, que é a forma mais antiga da conhecida de regressão linear. 

Seus estudos tiveram aplicação nas mais diversas áreas como astronomia, economia, 

finanças, medicina entre outros (James et. al., 2013).  
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Devido à limitação computacional, os métodos desenvolvidos até os anos 70 

eram exclusivamente lineares. A partir da melhora da ciência da computação 

começaram a surgir os modelos não lineares (James et. al., 2013).  

Breiman et. al. (1984), desenvolveram algoritmos de classificação e árvores de 

regressão, sendo um dos primeiros a demostrar uma implementação de métodos de 

validação cruzada e seleção de modelos.  

Hastie e Tibshirani (1986), introduziram uma classe de modelos aditivos 

generalizados que teve a vantagem de ser completamente automático por parte do 

estatístico. Se trata de um método empírico de maximizar a probabilidade esperada 

do log, ou equivalente. Além disso, forneceu uma implementação prática de software. 

James et. al. (2013) afirmam que, a partir daí, com o desenvolvimento da 

inteligência artificial e do aprendizado de máquina, o Statistical Learning começou a 

contar com uma vasta gama de softwares estatísticos. Configurando em uma maior 

utilização das técnicas atuais e estimulando o surgimento de novos métodos de 

estimação e previsão. 

Economistas,  já começaram a utilizar essas técnicas para selecionar variáveis, 

verificar a importância de séries, coletar base de dados, estimar métodos estatísticos, 

realizar previsões entre outras aplicações.   

Silva et. al. (2019), empregaram técnicas de Machine Learning em conjunto 

com econometria para entender o comportamento do investidor do mercado de ações 

no Brasil. Os autores utilizaram técnicas de seleção de variáveis para identificar quais 

variáveis que melhor descrevem o comportamento dos investidores.    

Tabak et. al. (2020), escreveram sobre a aplicação de técnicas de Machine 

Learning em economia e finanças. Segundo os autores:  

 

“Machine learning goes beyond regression methods, and we 
can use them in a variety of ways. Thus, it can give new insights on 
how economics and finance data are organized. The application of 
these methods may contribute to the debate on assessing, monitoring, 
and forecasting economic and financial variables which is quite 
relevant” (Tabak et. al., 2020,p1). 

 

Vários outros profissionais utilizam as técnicas de Machine Learning em seus 

estudos nas mais variadas áreas do conhecimento.  
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No próximo capítulo, explanaremos sobre a ferramenta Google Trends que será 

utilizada para a obtenção de séries de algumas variáveis explicativas dos modelos 

que serão estimados. 

 

4. GOOGLE TRENDS 

 

O Google Trends é uma ferramenta que analisa uma amostra de palavras 

pesquisadas na plataforma do Google para determinar quantas pesquisas foram feitas 

durante um determinado período de tempo para uma determinada região ou até para 

o mundo inteiro. 

As séries cronológicas dos termos pesquisados no Google Trends não 

informam o nível bruto de consultas, uma vez que os dados coletados são 

normalizados e exibidos em uma escala de 0 a 100 (Choi e Varian, 2009).  

Portanto, se uma série está apresentando uma tendência de queda ao longo 

do tempo sua popularidade relativa está diminuindo, não necessariamente o número 

total do termo pesquisado esteja diminuindo. 

Os dados do Google Trends foram utilizados no estudo, em função de várias 

publicações encontrarem relação entre as séries de palavras ou termos do Google 

Trends e variáveis econômicas. 

Choi e Varian (2009), levantaram a hipótese de que os dados fornecidos pelo 

Google Trends podem estar relacionados com o nível de atividade econômica em 

determinados setores. Suas estimativas apontaram que modelos com dados do 

Google Trends conseguem superar modelos sem esses dados para as variáveis 

“vendas no varejo”, “vendas de automóveis”, “venda de residências” e “venda de 

viagens”.   

Woo e Owen (2019), examinaram se os dados do Google Trends são 

relacionados ao consumo privado nos EUA. A conclusão dos autores sugere que o 

Google Trends indica alterações nos comportamentos de consumo futuros e 

contemporâneos, além disso fornece informações sobre tendência.    

Preis et al. (2010), investigaram se flutuações no mercado financeiro poderiam 

ser explicadas pelo aumento do volume de pesquisas dos nomes das empresas 

listadas no S&P 500 no Google. Chegaram à conclusão que existe um vínculo claro 

entre o volume das pesquisas e os volumes transacionados na bolsa.   
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D’Amuri e Marcucci (2017), avaliou se um índice criado com base em pesquisas 

de emprego realizadas pelo Google pode prever a taxa de desemprego mensal dos 

EUA. Os autores encontraram claras evidências de que pesquisas de emprego no 

Google conseguem prever o desemprego nos EUA. 

Carriere-Swallow e Labbe (2011), construíram um índice antecedente de 

vendas de automóveis para o Chile utilizando o Google Trends. Os resultados 

mostraram que os modelos com as pesquisas do Google superam as especificações 

de benchmark dentro e fora da amostra. 

Preis et. al. (2013), sugeriram que pesquisas na internet, Google Trends, 

podem ter o poder de refletir o presente, antecedente, e de prever grandes 

movimentos no mercado de ações. Eles detectaram aumentos nos volumes de 

pesquisas de palavras relacionadas ao mercado financeiro antes da queda do 

mercado acionário.    

Kristoufek (2013), estudou a relação entre o preço da moeda digital BitCoin e 

consultas de pesquisa no Google Trends e Wikipedia. Chegaram à conclusão que as 

consultas de pesquisas e os preços da moeda digital estão relacionados e que existe 

uma assimetria acentuada. 

Yang et. al. (2015), analisou se o volume de consultas do Google Trends e 

Baidu eram capazes de prever o número de visitantes de um destino turístico da 

China. O resultado alcançado pelos autores sugere que as séries das palavras 

ajudaram a diminuir significativamente os erros de previsão.     

Após uma breve explanação sobre o Google Trends mostraremos a seguir a 

metodologia que será utilizada no estudo para se alcançar os objetivos pretendidos.    

 

5. METODOLOGIA 

  

Neste capítulo, serão apresentadas as fórmulas dos métodos utilizados neste 

estudo, assim como seus respectivos testes começando pela verificação de raiz 

unitária. 
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5.1 RAIZ UNITÁRIA 

 

Séries econômicas, geralmente, são altamente persistentes, ou seja, possuem 

raiz unitária. De acordo com Alencar (1998), quando existe uma ou mais variáveis de 

um modelo econométrico com raiz unitária, os seus resíduos tendem apresentar 

comportamento explosivo, salvo em casos de cointegração. Com isso, o resultado do 

modelo pode não ser considerável confiável, pois são violados os pressupostos de 

que a variância e a média são constantes ao longo do tempo.     

O primeiro teste para a verificação de raiz unitária foi feito por Dickey e Fuller 

(1979). O teste considerava o seguinte modelo: 

 

𝑦𝑡= 𝜙𝑦𝑡−1 + 𝜀𝑡 

 

A princípio, o objetivo do teste era estimar esse modelo e utilizar um teste t 

sobre ϕ, sendo a hipótese nula 𝐻0 : 𝜙 = 1. Em sua maioria, os pacotes estatísticos 

utilizam a hipótese nula igual a zero nos testes de coeficientes. Para isso, alteram o 

teste subtraindo 𝑦−1  dos dois lados das equações (Enders, 1995): 

 

Δ𝑦𝑡= (𝜙 − 1)𝑦𝑡−1 + 𝜀𝑡 =  𝛼𝑦𝑡−1 + 𝜀𝑡 

 

Em que: 𝛼 ≡ 𝜙 − 1. Desta forma, 𝐻0 : 𝜙 = 1 é equivalente a 𝐻0 : 𝛼 = 0.  

No entanto, após essa transformação, a distribuição não é igual a distribuição 

da estatística t, pois 𝑦𝑡 não é estacionário. 

De modo a resolver esse problema usou-se o que chamamos de Dickey-Fuller 

Aumentado (ADF).  

 
“A ideia consiste em estimar o modelo com as variáveis 

autorregressivas. Essa é uma forma de corrigir o desvio do valor 

correto da estatística, ou seja, intuitivamente trata-se de encontrar os 

desvios de 𝑦𝑡 em relação à sua “média”, para deslocar a distribuição 

de α em direção a zero, caso a hipótese nula seja verdadeira” (Bueno, 

2011, p. 119).  

 

Com isso, chegou-se a seguinte expressão: 
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Δ𝑦𝑡= 𝜇 + 𝛼𝑦𝑡−1 + ∑ 𝜆𝑖

𝑝−1

𝑖=1

Δ𝑦𝑡−1 +  𝜀𝑡  ⇔ 

 

⇔ 𝛼 = − (1 − ∑ 𝜙𝑖

𝑝

𝑖=1

) ; 𝜆𝑖 = − ∑ 𝜙𝑗+1

𝑝−1

𝑗=1

; 

 

Diante do exposto nas fórmulas anteriores, em se fazendo as correções no 

modelo considerando as defasagens das variáveis os valores críticos e a interpretação 

do modelo não mudarão. Com isso, pode-se utilizar os valores críticos encontrados 

por Dickey e Fuller. 

 

5.2 MÉTODO DE MÍNIMOS QUADRADOS ORDINÁRIOS (MQO) 

 

Segundo Gujarati e Porter (2011), o método dos Mínimos Quadrados 

Ordinários (MQO) é método linear mais utilizado para análise de regressão por ser de 

fácil aplicação. O MQO é uma técnica de otimização que consiste em estimar os 

parâmetros da regressão por meio da soma dos quadrados dos resíduos. O objetivo 

é estimar os valores da variável dependente em função das variáveis explicativas, 

dada pela seguinte equação: 

 

𝑦𝑖 = 𝛽0 + 𝛽1𝑥𝑖 + 𝜀𝑖 

 

Em que o 𝛽0 é o intercepto, o 𝛽1 é o coeficiente de inclinação e o 𝜀𝑖 é o erro da 

regressão não explicada pelo modelo. 

Em que pese sua simplicidade, o MQO tem uma performasse muito boa quando 

comparado a métodos mais sofisticados. Porém, essa metodologia possui algumas 

limitações.  

Kun e Johnson (2013) assinalam quatro situações em que o MQO são instáveis 

ou não são os mais adequados. A primeira é quando se tem a presença de 

multicolinearidade nos preditores. A segunda é que como se trata de uma 

aproximação linear em muitos casos ele não representa adequadamente a população. 
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A terceira é que o modelo é muito sensível a outliers. A quarta é que ele não pode ser 

utilizado em circunstâncias em que se tem mais preditores que observações. 

 

5.2.1 Normalidade 

 

Sem a hipótese de que os resíduos seguem uma distribuição normal no MQO, 

os testes podem ser justificados em amostras grandes com base em resultados 

assimptóticos, porém em amostras pequenas existe grande chance de o resultado do 

teste ser viesado (Gujarati e Porter, 2011). 

O teste utilizado no estudo para verificar se os resíduos da regressão seguem 

uma distribuição normal será o Jarque-Bera. De acordo com Gujarati e Porter (2011), 

as hipóteses testadas são as seguintes: 𝐻0:  o erro do modelo segue uma distribuição 

normal, contra 𝐻1: o erro do modelo segue uma distribuição não-normal. Esse teste é 

baseado nas diferenças entre os coeficientes de assimetria e curtose da distribuição 

observada e da distribuição normal teórica utilizando a seguinte estatística: 

 

𝐽𝐵 = 𝑇(
𝛼̂1

6
+

(𝛼̂2 − 3)2

24
) 

 

5.2.2 Heterocedasticidade 

 

De acordo com Wooldridge (2014), a hipótese de homocedasticidade verifica 

se a variância do resíduo é constante em relação às variáveis independentes. Quando 

essa variância muda ao longo do tempo ou com iterações com variáveis 

independentes temos o caso de heterocedasticidade.  

Para testar a homocedasticidade utilizaremos o teste de Breusch-Pagan. De 

acordo Hothorn (2019), as hipóteses testadas são as seguintes: 𝐻0: o erro é 

homocedastico, contra 𝐻1: o erro é heterocedastico. O teste de Breusch-Pagan verifica 

se os resíduos quadráticos têm relação com os regressores da seguinte forma: 

 

 

𝜀1̂
2 = 𝛿0 + 𝛿1𝑋1𝑖 + 𝛿2𝑋2𝑖 + 𝒰1 



24 
 

 

5.2.3 Autocorrelação 

 

Utilizaremos o teste de Breusch-Godfrey para testar a correlação serial entre 

os resíduos. As hipóteses testadas são as seguintes: 𝐻0: não há correlação serial até 

a ordem q, contra 𝐻1: há correlação serial até a ordem q. Se a hipótese nula for 

verdadeira, a distribuição dessa estatística converge assimptoticamente para uma 

distribuição Qui-quadrado com q graus de liberdade (Gujarati e Porter, 2011). O teste 

utiliza os resíduos do modelo estimado e realiza uma regressão MQO da seguinte 

forma: 

𝜀𝑖 = 𝛿0 + 𝛿1𝑋1𝑖 + ⋯ + 𝛿𝑞𝑋𝑞𝑖 + 𝜌1𝜀𝑖−1 + ⋯ + 𝜌𝑘𝑋𝑖−𝑘 + 𝒰𝑖 

 

5.3 ESTIMADOR DE NEWEY-WEST (HAC) 

 

Segundo Wooldridge (2014), os modelos autocorrelacionados e sem variância 

constante não violam a suposição de exogeneidade, de modo que o estimador MQO 

permanece imparcial e consistente. Entretanto, a inferência do erro padrão habitual 

pode ser enganosa, levando a uma conclusão errada da significância das variáveis. 

 Newey e West (1987), criaram o estimador de Newey-West (HAC) que corrige 

esses problemas modificando a matriz de variância e covariância produzindo um erro 

padrão consistente, ou seja, robusto. 

 

5.4 MODELOS LINEARES 

 

Segundo Hastie et. al. (2009), modelos lineares adotam que a função que 

define 𝐸(𝑌|𝑋) é linear nos parâmetros 𝑋1, 𝑋2, … , 𝑋𝑝. Os modelos lineares permitem 

transformações não lineares nos parâmetros conservando a relação linear na função. 

Além disso, os métodos lineares possuem um desempenho bastante satisfatório se 

comparado a modelos não lineares. Outra vantagem é que a relação ente as variáveis 

possam ser verificadas de forma direta, facilitando a interpretação e as inferências 

estatísticas da regressão. Hastie et. al. (2009) definem de forma geral, os modelos 

lineares em uma função 𝐸(𝑌|𝑋) da seguinte forma: 
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𝐸(𝑌|𝑋) = 𝛽0 + ∑ 𝑋𝑗𝛽𝑗

𝑃

𝑗=1

 

 

Dentre os métodos lineares o MQO é o mais comum. Entretanto, James at al. 

(2013) destacam que o MQO é limitado no que se refere a selecionar as variáveis 

realmente importantes no modelo e que diante disso, novas técnicas de Machine 

Learning sugerem métodos que automatizam esse processo (métodos de shrinkage). 

A contraparte desses métodos é que diminui a variância das estimações ao custo de 

um viés nos parâmetros. 

 

5.5 MÍNIMOS QUADRADOS GENERALIZADOS (MQG) 

 

O termo MQG ou GLM geralmente se refere a modelos de regressão linear 

convencional. Esses modelos são ajustados por mínimos quadrados ponderados. Os 

MQG’s fornecem uma maneira direta de modelar dados não normais quando as 

suposições de regressão usuais não são satisfeitas (Jorgensen, 2013). Os dois 

principais elementos para um MQG são a variância positiva 𝑉 e a função de ligação 

monotônica g. Supõe-se que 𝑉 e g sejam funções continuamente diferentes da média 

𝜇𝑖 (Jorgensen, 2013). A variância de 𝑦𝑖 assume a seguinte forma: 

 

𝑣𝑎𝑟(𝑌𝑖) = 𝜎2𝑉(𝜇
𝑖
),        𝑖 = 1, … , 𝑛, 

 

Em que 𝜎2 > 0 é o parâmetro de dispersão assumido como comum para todas 

as unidades. A função de variância descreve como 𝑌𝑖 varia em função da média 𝜇𝑖. O 

papel da função de ligação g é transformar a média 𝜇𝑖 em uma escala em que o 

modelo é linear e, portanto, o modelo de regressão definido por Jorgensen (2013): 

 

𝑔(µ𝑖) = 𝛽1𝑥1 + ⋯ + 𝛽𝑘𝑥𝑘 ,        𝑖 = 1, … , 𝑛, 

 

O caso especial em que 𝑉(𝜇) = 1 𝑒 𝑔(𝜇) = 𝜇 recupera as suposições do 

modelo de regressão linear múltipla comum. 
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5.5.1 Métodos de Shrinkage 

 

Neste estudo, utilizaremos os métodos de seleção de variáveis, shrinkage, 

dentro do pacote “caret” do R que serão estimados via modelos lineares pelo método 

de MQG.  

Segundo Hastie et. al. (2009), os métodos de seleção de variáveis são mais 

contínuos e não apresentam elevada variabilidade. Estas regressões fazem parte da 

classe de estimadores de regressão com penalidade. A penalidade limita a variância 

dos estimadores. Sendo assim, é possível conseguir resultados com variância menor 

ao custo de acrescentar viés aos estimadores. Neste estudo, utilizaremos os métodos 

lineares de Ridge, Lasso e Elastic net que serão descritos a seguir. 

 

5.5.1.1 Ridge 

 

De acordo com Hastie et. al. (2009), a remoção de variáveis explicativas de 

uma regressão pode ser analisada como se seu coeficiente estimado fosse zero, o 

que tornaria sua presença nula no modelo. No lugar de zerar seus coeficientes, a 

função de Ridge penaliza-los de forma a serem pequenos continuamente mantendo 

todas as variáveis no modelo. 

Na regressão de Ridge, a função de perda dos Mínimos Quadrados Ordinários 

(MQO) é aumentada de tal forma que além de minimizar a soma dos resíduos ao 

quadrado, também penaliza o tamanho dos parâmetros estimados, com o intuito de 

reduzi-los a zero, conforme fórmula abaixo citada em Hastie et. al. (2009): 

 

𝐿𝑟𝑖𝑑𝑔𝑒(𝛽̂) = ∑(𝑦𝑖 − 𝑥′
𝑖𝛽̂)²

𝑛

𝑖=1

+ 𝜆 ∑ 𝛽̂𝑗²

𝑚

𝑗=1

 

 

Em que o parâmetro 𝜆 é a penalização de regularização e se definirmos 𝜆 como 

0 seria o mesmo que utilizássemos o MQO. Quanto maior seu valor, mais forte será o 

tamanho da penalização dos coeficientes. 
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5.5.1.2 Lasso 

 

O Least Absolute Shrinkage and Selection Operador (Lasso) é uma variação 

de uma regressão linear, assim como a regressão de Ridge. Ele também impõe 

penalidade aos coeficientes diferentes de zero, porém, diferente da regressão de 

Ridge, que penaliza a soma dos coeficientes ao quadrado, o Lasso penaliza a soma 

de seus valores absolutos (Hastie et. al. ,2009). Isso significa que para valores altos 

de lambda muitos coeficientes são zerados, caso que não acontece na regressão de 

Ridge. A diferença entre as funções de Ridge e Lasso fica nos termos da penalidade. 

No Lasso, a função de perda, segundo Hastie et. al. (2009), é definida como: 

 

𝐿𝑙𝑎𝑠𝑠𝑜(𝛽̂) = ∑(𝑦𝑖 − 𝑥′
𝑖𝛽̂)²

𝑛

𝑖=1

+ 𝜆 ∑ |𝛽̂𝑗|

𝑚

𝑗=1

 

 

5.5.1.3 Elastic Net 

 

O Elastic Net, assim como o Ridge e o Lasso também é uma variação de uma 

regressão linear. A solução do Elastic Net é combinar as penalidades do Ridge e do 

Lasso para obter o melhor de cada modelo de regressão, uma vez que o Ridge não 

exclui nenhuma variável e o Lasso pode ser que exclua variáveis que são importantes 

para o modelo (Hastie et. al., 2009). O Elastic Net minimiza a seguinte função de 

perda: 

 

𝐿𝑒𝑛𝑒𝑡(𝛽̂) =
∑ (𝑦𝑖 − 𝑥′

𝑖𝛽̂)
2𝑛

𝑖=1

2𝑛
+ 𝜆(

1 − 𝛼

2
 ∑ 𝛽̂𝑗

2

𝑚

𝑗=1

+ 𝛼 ∑|𝛽̂𝑗|

𝑚

𝑗=1

) 

 

Em que α é o parâmetro de combinação entre o Ridge, quando α é 0, e o Lasso 

quando α for igual a 1. Então, quando o parâmetro α for 0 > 1, temos o Elastic Net. 
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5.5.1.4 Variáveis Importantes (VarImp) 

 

As definições de quais variáveis são importantes para explicar a variável 

dependente podem ser separadas em dois grupos: aquelas que utilizam as 

informações do modelo e aquelas que são amparadas pela teoria econômica. A 

abordagem que é baseada em modelo está ligada ao desempenho do próprio modelo 

e pode incorporar a correlação estrutural entre os preditores no cálculo da importância 

das variáveis.  

Segundo Ayres (2007), o uso de modelos de classificação e regressão estão 

cada vez mais comuns em ciências, finanças e inúmeros domínios. A linguagem R (R 

Development Core Team 2008) possui um grande arcabouço de funções de 

modelagem para classificação e regressão. Kuhn (2020), desenvolveu o pacote 

“caret” na linguagem R que realiza classificação e treinamento de regressão. A função 

VarImp do pacote “caret” pode ser utilizada para mensurar o efeito geral dos preditores 

em um modelo. 

Kuhn (2020), utilizou no estudo o método linear, que usa o valor absoluto da 

estatística t para cada parâmetro do modelo, para estimar a contribuição de cada 

variável. Independentemente de como é calculada a importância da variável  de todas 

as medidas de importância, aqui utilizada, são dimensionadas para ter um valor 

máximo de 100. 

  

5.6 MÉTODO GENERALIZO DOS MOMENTOS (GMM) 

 

Hansen (1982), modernizou o uso do Método Generalizado dos Momentos 

(GMM) que fundamenta-se em igualar os momentos populacionais aos momentos 

amostrais. Esse método possibilita contornar a existência de endogeneidade entre 

diferentes variáveis. Alguns estimadores, como Variáveis Instrumentais (VI) e MQO, 

podem ser considerados como situações especiais de estimadores GMM.  

Para se calcular o estimador GMM, deve se respeitar uma condição que diz 

que a quantidade de condições de momentos tem de ser igual ou maior do que a 

quantidade de parâmetros do modelo. Se esta condição não for satisfeita, o estimador 

não poderá ser estimado. 
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Segundo Barradas (2009, p.54), “uma determinada variável representa um 

instrumento 𝑧 para 𝑖 se 𝑧 é exógeno em relação ao erro 𝜍 e se 𝑧 está (fortemente) 

correlacionado com o regressor i”, conforme mostrado na equação abaixo: 

 

𝐶𝑜𝑣(𝑧, 𝜍) = 𝐸(𝑧𝜍) = 0 

 

𝐶𝑜𝑣(𝑧, 𝑖) ≠ 0 

  

De forma geral, os parâmetros estimados por GMM utilizam as defasagens das 

variáveis explicativas como instrumentos e, com menos intensidade, inserem outras 

variáveis que afetam o comportamento da variável dependente. O estimador GMM 

pode ser conhecido, Barradas (2009), utilizando a seguinte fórmula: 

 

𝜃𝑇𝐺𝑀𝑀 
= 𝑎𝑟𝑔 min

𝜃∈Θ
𝑓𝑇 (𝜃)′𝑊𝑇𝑓𝑇(𝜃)  ⇔ 

 

⇔  𝜃𝑇𝐺𝑀𝑀
= 𝑎𝑟𝑔 min

𝜃∈Θ
 [

1

𝑇
∑ 𝑓(𝑥𝑡,

𝑇

𝑡=1

𝜃)]

′

𝑊𝑇 [
1

𝑇
∑ 𝑓(𝑥𝑡,

𝑇

𝑡=1

𝜃)] 

 

Em que, 𝑊𝑇 é uma matriz de ponderação definida que leva em consideração 

uma possível autocorrelação dos momentos.  

Ainda segundo Barradas(2009), para verificar se a especificação e os 

instrumentos na estimação GMM são válidos utiliza-se a estatística J. A estatística J 

é definida por: 

 

𝐽 = 𝑇. 𝑓𝑇(𝜃)
′
𝑊𝑇𝐹𝑇(𝜃) →𝑑 𝑋𝑞−𝑝 

2 ⇔ 

 

⟺ 𝐽 = 𝑇. [
1

𝑇
∑ 𝑓(𝑥𝑡 , 𝜃)

𝑇

𝑡−1

] 𝑊𝑇 [
1

𝑇
∑ 𝑓(𝑥𝑡, 𝜃)

𝑇

𝑡−1

] →𝑑 𝑋𝑞−𝑝 
2  
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Para que a especificação do modelo e os instrumentos sejam válidos a um grau 

de confiança a 95% o resultado deve satisfazer a seguinte equação: 

 

𝐽𝑜𝑏𝑠𝑒𝑟𝑣𝑎𝑑𝑜 ≤  𝑋𝑞−𝑝
2 (95%) 

 

Na sequência, será discutido o modelo teórico dos investimentos que o estudo 

irá se basear para alcançar os resultados. O modelo do acelerador flexível e a 

abordagem neoclássica.   

 

6. MODELO TEÓRICO 

 

A abordagem empírica que utilizou-se para analisar os determinantes do 

investimento privado no Brasil baseia-se em uma versão ampliada do modelo do 

acelerador dos investimentos citada em Sonaglio, Braga e Campos (2010).  

 

 “[...] o modelo do acelerador flexível preconiza que o 

investimento é uma proporção linear das mudanças no produto, de 

modo que o investimento líquido é proporcional à variação do nível de 

produto” (Sonaglio, Braga e Campos, 2010 p. 5).  

 

Dessa maneira surge a seguinte equação: 

 

𝐼 = Δ𝐾 = 𝛼Δ𝑌 

 

Em que: 𝐼 é o investimento, 𝐾 é o capital e 𝑌 o produto.  

Os autores notam que o coeficiente da relação K/Y (relação capital-produto) α 

está empregada de maneira suposta como constante. Porém, o modelo é limitado pois 

não leva em consideração que o nível de capital do período anterior influencia no nível 

de capital do tempo presente. Diante dessas limitações foram incorporadas 

defasagens na função inicial, esse novo modelo ficou conhecido como Modelo do 
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Acelerador Flexível. A equação de investimento apresentada por Sanaglio, Braga e 

Campos (2010) é dada por: 

 

𝐼 = 𝜆[𝛼𝑌 − 𝐾𝑡−1] 

 

Outra teoria utilizada no estudo foi a abordagem neoclássica. Essa teoria, 

segundo Jorgenson (1963), diz que a demanda por estoque de capital é determinada 

pela maximização do patrimônio líquido (produto) e do custo do capital.  

 
“O estoque desejado do capital fixo seria então uma função do 

nível do produto e do custo de uso do capital, [...] por sua vez, uma 

função dos preços dos bens de capital, dos custos financeiros do 

capital líquidos de impostos, da taxa de impostos sobre os lucros e do 

valor descontado da taxa planejada de depreciação” (Luporini e Alves, 

2010, p. 3). 

 
Diante das hipóteses formuladas acima chegou-se a seguinte função: 

 

𝐼𝑡 =  𝛿𝐾𝑡−1 + ∑ 𝛼
𝐽

𝑗−1
𝛽𝑗Δ(𝑌𝑡−𝑗𝐶𝑡−𝑗

−𝜎 ) + 𝜇𝑡 

 

Em que:  𝐼𝑡 é o investimento total, 𝛿 é a depreciação, 𝜎 é a elasticidade de 

substituição entre capital e trabalho, 𝛼 é o parâmetro de distribuição, 𝛽 é a defasagem 

de entrega do equipamento, 𝑌 é a variável quantitativa (vendas), 𝐶𝑡 é o custo do capital 

e 𝜇 é o erro (Casagrande, 2002). 

 

7. APRESENTAÇÃO DAS VARIÁVEIS 

 

Neste capítulo, serão apresentadas as variáveis utilizadas para a estimação 

dos modelos, em especial a dinâmica dos investimentos públicos e privados. Também 

serão conhecidas as variáveis macroeconômicas e as séries das palavras retiradas 

do Google Trends. 
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7.1 INVESTIMENTOS 

 

Pesquisas sobre os efeitos crowding-in ou crowding-out entre os investimentos 

privado e público são limitadas pela ausência de dados desagregados de formação 

bruta de capital fixo (FBCF) privado e público. Diante disso, esse artigo utiliza a base 

estruturada pelo Instituição Fiscal Independente (IFI) do Senado Federal. O IFI 

esclarece que o indicador é uma aproximação para as aquisições de ativos fixos pelo 

setor público e que está inspirado nas recomendações do Sistema de Estatísticas 

Fiscais do Fundo Monetário Internacional (SEF/FMI), além de harmonizado ao 

conceito de FBCF do Sistema de Contas Nacionais. Os investimentos públicos 

englobam o Governo Geral, ou seja, é o somatório dos investimentos do Governo 

Central, Estadual e Municipal, além dos investimentos das Empresas Estatais 

Federais. 

 
“É comum que estudos e relatórios fiscais utilizem conceitos 

amplos que incluem despesas que não compõe a FBCF, como, por 

exemplo, capitalizações de empresas estatais, aquisições de imóveis 

não relacionados a uma obra, transferências de capital aos entes 

subnacionais e até mesmo subsídios aos investimentos privados” 

(Orair, 2016, p.11). 

 
No período entre 2004 e 2017, o investimento no Brasil passou por 

comportamentos distintos. Nos anos de 2007 e 2008 a FBCF teve um aumento em 

proporção do PIB de 2,2 pontos percentuais (p.p.) saindo de 17,2% no início de 2017 

para 19,4% ao final de 2008. Após esse período a FBCF apresentou uma leve queda, 

mas se recuperou rapidamente e alcançou o nível de 20,5% em 2010 e continuou 

entre 20,5% e 20,9% até o início de 2014. No entanto, entre o início de 2014 até o 

final de 2017, os investimentos tiveram uma queda de 5,3 p.p. Esse movimento pode 

ser explicado pela recessão que o país enfrentou nesse período.  
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Figura 1 – Formação Bruta de Capital Fixo – em % do PIB 

 

7.2 INVESTIMENTO PÚBLICO 

 

A dinâmica dos investimentos públicos no período entre 2004 e 2017 foi 

marcada por ciclos, tendo um forte momento de aceleração entre 2006 e 2010. Porém, 

no período mais recente os investimentos públicos apresentam uma tendência de 

queda, como pode ser vista no gráfico abaixo. 

 

 

Figura 2 – Investimentos Públicos – em % do PIB 
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Ainda no gráfico pode ser visto que em períodos de eleições, quatro em quatro 

anos, ocorre um aumento dos investimentos públicos e um ano antes e um ano depois 

ocorre uma redução, no período pré e pós-eleitoral. 

 
 “A ascensão dos investimentos no quinquênio 2006-2010 

reflete não somente a flexibilização da política fiscal, que removeu 

temporariamente entraves orçamentários, mas também uma mudança 

de posicionamento do governo, no sentido de reassumir seu papel no 

planejamento estratégico. Essa mudança foi consubstanciada na 

formulação de programas estratégicos e na retomada de grandes 

projetos de investimentos” (Orair, 2016, p.17). 

 

7.3 INVESTIMENTO PRIVADO 

 

Segundo Luporini e Alves (2010), o investimento em capital fixo está entre os 

principais fatores na determinação do produto, emprego e renda da economia de um 

país. No Brasil, os investimentos privados tiveram uma participação no PIB em média 

de 16,6% no período analisado e representaram 89,5% do total da FBCF. 

 Os números mostraram que entre 2004 e o 2013 os investimentos privados 

apresentaram tendência de alta alcançando o pico de 18,9%. No entanto, após esse 

período sua participação recuou 4,3% p.p. chegando a 14,4% ao final de 2017. Essa 

queda pode ser explicada pela recessão enfrentada pela economia brasileira nos anos 

de 2015 e 2016. 
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Figura 3 – Investimentos Públicos – em % do PIB  

 

Observa-se que no período em que a atividade econômica estava em expansão 

e a confiança dos empresários ainda estava em níveis aceitáveis os investimentos 

privados tiveram um aumento consistente ao longo do período. 

 

7.4 VARIÁVEIS MACROECONÔMICAS 

 

Foram escolhidas variáveis macroeconômicas, índices de confiança e alguns 

indicadores internacionais, em bases trimestrais do primeiro trimestre de 2004 ao 

quarto trimestre de 2017. Todas as séries são de domínio público e de fontes 

confiáveis. Além disso estão apresentadas em logaritmo neperiano a fim de obter 

diretamente suas elasticidades. As variáveis selecionadas e suas respectivas fontes 

estão listadas na tabela abaixo: 
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Tabela 2 – Descrição das Variáveis Macroeconômicas 

 

 

7.5 SÉRIES DO GOOGLE TRENDS 

 

Para selecionar as séries cronológicas das palavras do Google Trends, foi 

preciso adotar um critério de quais palavras poderíamos utilizar. Diante disso, 

realizou-se uma pesquisa sobre quantas vezes as palavras se repetiam em dois 

artigos que já foram citados neste estudo. Um sobre os investimentos privados 

chamado “Investimento privado: uma análise empírica para o Brasil” de Luporini e 

Variáveis Macroeconômicaas Descrição Fonte

Investimento Privado (PRIV) R$ Correntes IFI e STN

Investimento Público (IPUB) R$ Correntes IFI e STN

PIB a preço de mercado (PIB) Variação Trimestral IBGE

PIB Consumo das Famílias (Consumo) Variação Trimestral IBGE

PIB Gastos do Governo (Governo) Variação Trimestral IBGE

PIB Exportação (Exportacao) Variação Trimestral IBGE

PIB Importação (Importacao) Variação Trimestral IBGE

Depósitos Compulsórios (Compulsorios) u.m.c. (mil) Bacen

Resultado Primário (Primario) u.m.c. (milhões) Bacen

Dívida Líquida do Setor Público Consolidado (Divida) u.m.c. (milhões) Bacen

Selic acumulada anualizada (Selic) % a.a. Bacen

CDI acumulado anualizado (CDI) % a.a. Bacen

Taxa Referêncial (TR) % a.a. Bacen

Taxa de Câmbio efetiva nominal (Cambio) Índice jun/1994=100 Bacen

Valores de Garantia de Imóveis Residenciais (IVG) Índice Bacen

Saldo de Transações Correntes (TC) US$ (milhões) Bacen

Investimento Direto Líquido (ID) US$ (milhões) Bacen

Índice de Commodities Brasil (IC_Br) Índice Bacen

Índice de Confiança Empresarial (Empresario) Índice FGV

Índice de Confiança da Indústria (Industria) Índice FGV

Nível de Utilizzação da Capacidade Instalada (NUCI) % da Capacidade FGV

Índice Geral de Preços - Mercado (IGPM) % trimestral FGV

Indicador de Incerteza da Economia Brasil (Incerteza) Índice FGV

Desemprego na cidade de São Paulo (Desemprego) % Dieese

Rendimento na cidade de São Paulo (Rendimento) R$ Correntes Dieese

Risco País Brasil - EMBI+ (EMBI) Índice JPMorgan

Credit Default Swap - (CDS) Pontos Base Bloomberg

Volatility Indexes (VIX) Índice CBOE

Deflator do PCE (PCE) 2009=100 U.S. Bureau

CRB Index Spot (CRB) R$ Correntes London Metal Exchange

Tabela 2 – Descrição das variáveis macroeconômicas

Fonte: Tabela elaborada pelo autor
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Alves (2010) e o outro sobre investimentos públicos com o título “Investimento público 

no Brasil: Trajetória e relações com o regime fiscal” de Orair (2016).   

A partir daí, utilizou-se o software Iramuteq, que indica quais palavras foram 

citadas nos textos e suas frequências. Além disso, o Iramuteq nos fornece uma nuvem 

de palavras em que as palavras com maior frequência aparecem em destaque em 

relação as palavras que aparecem com menor frequência. A seguir mostraremos a 

nuvem de palavras originadas por todas as palavras dos dois textos:        

 

Figura 4 – Nuvem de Palavras  

 

Percebe-se que a palavra investimento teve maior destaque na nuvem de 

palavras, o que era de se esperar uma vez que os dois artigos tratam desse assunto. 

Nota-se também algum destaque para palavras como público, privado, fiscal, capital, 

período, taxa entre outros. 
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Encontradas as palavras, optou-se por utilizar as 50 mais frequentes na soma 

dos dois artigos, excluindo os advérbios, para realizar a captura das séries no Google 

Trends. As palavras selecionadas foram as seguintes: 

 

Tabela 3 – Palavras Selecionadas pelos artigos 

 

 
Além disso, outras 50 séries de palavras foram capturadas no Google Trends 

e adicionadas ao estudo. Porém, o critério para a escolha dessas palavras ou termos 

foi que mantivesse alguma relação com os investimentos privados ou públicos.  

Diante desse critério foram escolhidas as seguintes palavras: 

 
Tabela 4 – Palavras Selecionadas pelo critério influência 

 

 
De posse dessas variáveis, macroeconômicas e as séries do Google Trends, 

foi realizado o teste de raiz unitária e em seguida a estimação de seleção de variáveis 

investimento política país primário indicar

público crédito série orçamentário apresentar

fiscal utilizar economia produto preço

privado governo equação efeito juro

taxa brasil relação partir significativo

capital meta modelo bruto financeiro

período pib real restrição empresa

econômico setor maior medida condição

variável custo regime despesa instabilidade

resultado crescimento prazo fixo projeto

Palavras dos artigos

Fonte: Tabela elaborada pelo autor

amortizar desemprego fusão joint venture realizável

aquisição emprego garantia Holding recebíveis

ativo demanda ibovespa lucro receita bruta

bens depreciação inadimplência maquinas receita líquida

bolsa de valores desembolsos incorporação mercado financeiro renda nacional

câmbio orçamento inflação oferta risco

capital de giro equipamentos investimento fixo oport. de investimento salário mínimo

capital fixo estoque investimento privado passivo spread

commodities FBCF investimento publico patrimônio taxa de juros

matéria prima fluxo de caixa ipca produção tjlp

Palavras pelo critério de influência

Fonte: Tabela elaborada pelo autor
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para que o modelo aponte os principais determinantes dos investimentos privados no 

Brasil. Além disso, verificar se os investimentos públicos são importantes para explicar 

os investimentos privados e se a relação entre os dois é diretamente ou inversamente 

proporcional. 

 

8. RESULTADOS 

 

Neste capítulo, serão apresentados os resultados encontrados no estudo como: 

o resultado da seleção de variáveis; o resultado das estimações dos métodos MQO, 

MQG e GMM e seus respectivos testes; e conclusões preliminares do trabalho. 

 

8.1 ESTACIONARIDADE DAS SÉRIES 

 

A fim de se verificar a estacionariedade das séries optou-se por realizar o teste 

de raiz unitária de Dickey-Fuller aumentado (ADF) conforme metodologia já 

mencionada neste estudo. O número de defasagens (lags) foi selecionado por meio 

do processo Schwartz Information Criteria (SIC).  

. Os resultados do teste ADF às variáveis foram calculados pela função “ndiffs” 

do pacote “fpp2” no software R que estima o número de primeiras diferenças 

necessárias para que uma série se torne estacionária.  

As variáveis foram testadas com os componentes determinísticos de tendência 

e de intercepto. As variáveis que exibiram raiz unitária se mostraram estacionárias na 

primeira diferença tanto com tendência quanto com intercepto, com exceção da série 

da palavra “fiscal” que teve que se mostrou estacionária na segunda diferença.  

Porém, ocorreram algumas diferenças entre a estimação com intercepto e a 

com o componente determinístico de tendência. Algumas variáveis, especialmente 

nas séries das palavras, se mostraram com raiz unitária em um componente 

determinístico e em outro não e vice-versa. Por isso, optou-se em tirar a primeira 

diferença de todas as séries das palavras do Google Trends. 

Com relação as variáveis macroeconômicas, o estudo optou por utilizar as 

séries estacionárias indicadas pelo componente determinístico do intercepto, pois 
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uma das nossas principais variáveis, investimento público, se mostrou estacionária 

sem diferenciação com a tendência e apresentou raiz unitária com intercepto. 

O quadro resumo com a ordem de integração de cada série encontra-se no 

APÊNDICE C. 

Com as variáveis estacionárias, utilizou-se o pacote “caret” para estimar e 

encontrar as variáveis que tem maior poder de explicação, variáveis importantes, nos 

investimentos privados e a partir daí estimar os métodos MQO, MQG e GMM para 

verificar a condição de crowding-in ou crowding-out e aferir seus impactos.   

 

8.2 VARIÁVEIS SELECIONADAS 

 

Para definir quais variáveis são importantes para explicar a variável dependente 

foi estimado um modelo pelo método MQG via pacote “caret” do software  R, com 

todas as variáveis normalizadas, para testar quais são os parâmetros do modelo que 

apresenta a menor raiz do erro médio (RMSE, na sigla em inglês). O modelo estimado 

entre a variável a ser explicada contra todas as demais citadas neste trabalho teve o 

seguinte resultado:  

 

Tabela 5 – Resultados dos Modelos Elastic Net e Lasso 

 

 

Os resultados apontaram que o modelo que melhor explica a variável 

dependente é a estimação utilizando os parâmetros do grupo 5, com alpha igual a 

0,55 e com lambda de 0,008490659. 

alpha lambda RMSE Rsquared MAE RMSESD RsquaredSD MAESD

1 0,10 0,002685 0,051581 0,464365 0,040688 0,004934 0,146550 0,005025

2 0,10 0,008491 0,050530 0,474498 0,039980 0,005006 0,144973 0,004956

3 0,10 0,026850 0,048902 0,506129 0,039015 0,006758 0,137100 0,005685

4 0,55 0,002685 0,051166 0,482191 0,040119 0,006303 0,134377 0,006079

5 0,55 0,008491 0,046129 0,560136 0,036403 0,007670 0,137175 0,006674

6 0,55 0,026850 0,052430 0,534765 0,041370 0,010090 0,151519 0,008053

7 1,00 0,002685 0,048804 0,511853 0,038134 0,007417 0,141892 0,006961

8 1,00 0,008491 0,046627 0,570498 0,036775 0,008042 0,142269 0,006630

9 1,00 0,026850 0,059652 0,449345 0,047624 0,011674 0,153070 0,008980

Fonte: Tabela elaborada pelo autor
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Portanto, como o parâmetro alpha ficou entre 0 e 1 trata-se de uma estimação 

via Elastic Net, uma vez que a estimação do Lasso tem alpha igual a 1 e no Ridge o 

alpha é igual a 0. Com esses parâmetros chegamos ao seguinte resultado:  

 

 

Figura 5 – Variáveis Importantes 

 

Segundo o modelo, a variável que mais impacta o investimento privado é o 

aumento da importância da palavra “máquinas” no Google. Nossa variável de 

interesse, o investimento público, também se mostrou importante para explicar os 

investimentos privados.  

Entre as variáveis macroeconômicas, a confiança do empresário, a confiança 

da indústria, a taxa referencial (TR) e as transações correntes se apresentaram como 

importantes.  

Com relação as séries coletadas pelo Google Trends o modelo apontou que as 

séries das palavras ou dos termos “mercado financeiro”, “fiscal”, “resultado”, “receita 

líquida”, “fluxo de caixa”, “amortizar”, “commodities”, “capital fixo”, “estoque”, “câmbio” 

e “meta” também são importantes para explicar os investimentos privados. As demais 
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variáveis não se mostraram importantes para explicar a variável investimentos 

privados.  

 

8.3 MÍNIMOS QUADRADOS ORDINÁRIOS (MQO) 

 

Diante das variáveis selecionadas pelo método de Variáveis Importantes foram 

estimados modelos MQO combinando as variáveis selecionadas tendo como variável 

dependente os investimentos privados e os investimentos públicos como uma das 

variáveis explicativas. Após esse processo, verificou-se se as variáveis se mostraram 

significativas e a partir daí realizou-se os testes de resíduos. Os resultados 

encontrados foram os seguintes: 
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Tabela 6 – Resultados do Modelo MQO 

 

(1) (2) (3)

Constant -0,683*** -0,628*** -0,688***

(0,157) (0,173) (0,152)

Publico -0,011 -0,044***

(0,017) (0,011)

maquinas 0,314*** 0,540*** 0,387***

(0,106) (0,068) (0,071)

Empresario 0,448*** 0,448*** 0,492***

(0,113) (0,084) (0,075)

Industria 0,155*** 0,144*** 0,157***

(0,034) (0,038) (0,033)

TR 2,283* 3,168*** 3,834***

(1,243) (1,092) (0,970)

mercado_financeiro 0,068** 0,040* 0,040*

(0,027) (0,024) (0,021)

amortizar -0,009* -0,009** -0,009**

(0,005) (0,004) (0,004)

fiscal 0,023

(0,040)

resultado -0,046

(0,038)

receita_liquida -0,0001

(0,015)

fluxo_caixa -0,059

(0,040)

commodities 0,048

(0,030)

capital_fixo -0,005

(0,022)

estoque 0,039

(0,077)

cambio 0,065

(0,089)

TC 0,0002

(0,008)

meta 0,03

(0,054)

Observations 55 55 55

R2 0,882 0,788 0,841

Adjusted R2 0,827 0,761 0,817

Residual Std. Error 0,027 (df = 37) 0,032 (df = 48) 0,028 (df = 47)

Note:

Fonte: Tabela elaborada pelo autor

Dependent variable:

Investimento Privado

*p<0.1; **p<0.05; ***p<0.01



44 
 

 

O modelo estimado com todas as séries sugeridas pela seleção de variáveis 

apresentou o maior grau de ajuste. Porém, 11 das 18 séries não se mostraram 

significativas ao nível de 10%, inclusive a variável investimento público. Dessa forma, 

foi estimado um modelo somente com as variáveis significativas ao nível de 10%.  

Para verificar se os investimentos públicos conseguem explicar os 

investimentos privados, adicionamos a série de investimentos públicos na equação 

das variáveis significativas.  

Os investimentos públicos se mostraram significativos ao nível de 1% e 

aumentaram consideravelmente o grau de ajuste. Por isso, adotaremos a partir daqui 

esse modelo como sendo a base para os testes e próximas estimações.  

Com relação ao objeto de estudo, os investimentos públicos apresentaram uma 

relação de crowding-out em relação aos investimentos privados.  

 

8.3.1 Teste  de Normalidade 

 

O primeiro teste realizado nos resíduos foi o teste Jarque-Bera, utilizado para 

verificar se os resíduos seguem uma distribuição normal. O teste apresentou um  

p-valor de 0,9133 não rejeitando a hipótese nula 𝐻0:  do teste, que indica que erro do 

modelo segue uma distribuição normal. 

 

8.3.2 Teste de Heterocedasticidade 

 

Em seguida foi realizado o teste de heterocedasticidade que verificou se a 

variância dos resíduos em relação às variáveis independentes é constante. O teste de 

Breusch-Pagan testou a hipótese nula 𝐻0: se o erro é homocedastico. O p-valor ficou 

em 0,1871 indicando que ao nível de significância de 5% os resíduos são 

homocedasticos.   
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8.3.3 Teste de Autocorelação 

 

Por fim, para verificar a presença de autocorrelação dos resíduos utilizou-se o 

teste de Breusch-Godfrey, cuja a hipótese nula 𝐻0: indica que não há presença de 

correlação serial entre os resíduos. O p-valor encontrado foi de 0,1409 mostrando que 

os resíduos não são correlacionados serialmente. 

 

8.3.4 Estimador de Newey-West (HAC) 

 

Uma vez que os resíduos dos modelos estimados se mostraram distribuídos 

normalmente, foram novamente estimados com erro padrão robusto à 

heterocedasticidade e autocorrelação (HAC) para verificar a real significância das 

variáveis nos modelos: 

 
Tabela 7 – Resultados do MQO Erros Robustos 

 

S.E. Robust S.E.

(1) (2)

Constant -0,688*** -0,688***

(0,152) (0,166)

Publico -0,044*** -0,044***

(0,011) (0,012)

maquinas 0,387*** 0,387***

(0,071) (0,068)

Empresario 0,492*** 0,492***

(0,075) (0,096)

Industria 0,157*** 0,157***

(0,033) (0,036)

TR 3,834*** 3,834***

(0,970) (1,146)

mercado_financeiro 0,040* 0,040*

(0,021) (0,020)

amortizar -0,009** -0,009***

(0,004) (0,002)

Observations 55 55

R2 0,841 0,841

Adjusted R2 0,817 0,817

Residual Std. Error (df = 47) 0,028 0,028

F Statistic (df = 7; 47) 35,438*** 35,438***

Note:

Fonte: Tabela elaborada pelo autor

Dependent variable:

Investimento Privado

*p<0.1; **p<0.05; ***p<0.01
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Nota-se que, com os erros robustos, as variáveis ficaram significantes ao nível 

de 1%, com exceção da série do termo “mercado financeiro” que se mostrou 

significativo a 10%.  

 

8.4 MÍNIMOS QUADRADOS GENERALIZADOS (MQG) 

 

Para corroborar ou não o resultado encontrado pela estimação de MQO, foi 

estimado um modelo MQG com os parâmetros encontrados na etapa de seleção de 

variáveis e com as variáveis que se mostraram significantes no MQO. 

 
“para λ grande, o estimador dado pelo Lasso tem variância 

zero, mas um viés muito alto. Desta maneira, adicionar a penalização 

𝜆 ∑ |𝛽𝑗|𝑑
𝑗=1  também induz estimadores com variância menor que 

aqueles dados pelo método de mínimos quadrados” (Izbicki e Santos, 

2019, p.33). 

 
O parâmetro de combinação entre o Ridge e o Lasso encontrado pelo modelo 

foi de α =0,55 indicando que se trata de uma estimação via Elastic Net. Já o melhor 

lambda para a estimação sugerido pelo modelo foi λ = 0,008490659. Os resultados 

estão exibidos na tabela a seguir.   

 

Tabela 8 – Resultados do Modelo MQG 

 

 

Dependent variable:

Investimento Privado

Constant -0,5426

Publico -0,0297

maquinas 0,3637

Empresario 0,3997

Industria 0,1247

TR 2,5477

mercado_financeiro 0,0166

amortizar -0,0046

Observations 55

Fonte: Tabela elaborada pelo autor
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Observou-se que o modelo de Mínimos Quadrados Generalizados, utilizando 

os parâmetros sugeridos pela seleção de variáveis, apontou para uma relação de 

crowding-out entre os investimentos públicos e privados, assim como na estimação 

por MQO.  

 

8.5 MÉTODO GENERALIZADO DOS MOMENTOS 

 

Outro modelo estimado pelo estudo foi o GMM que tem como propriedade 

contornar a possibilidade de existir endogeneidade entre as variáveis do modelo.  

Foram utilizados como instrumentos as séries das palavras coletadas no 

Google Trends e as variáveis macroeconômicas selecionadas pela seleção de 

variáveis que não se mostraram significantes ao nível de 10% na equação do MQO, 

excluindo os investimentos públicos. Com isso, chegou-se aos seguintes resultados: 

 
Tabela 9 – Resultados do Modelo GMM 

 

 

Dependent variable:

Investimento Privado

Constant -1,364

(1,339)

Publico -0,065***

(0,020)

maquinas 0,352**

-(0,168)

Empresario 0,274

(0,380)

Industria 0,304

(0,292)

TR 6,522***

(2,192)

mercado_financeiro 0,018

(0,030)

amortizar 0,002

(0,009)

Observations 55

Note:             *p<0.1; **p<0.05; ***p<0.01

Fonte: Tabela elaborada pelo autor
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As variáveis, investimento público, a série da palavra “maquinas” e a taxa de 

referência ficaram significativas ao nível de 5%. A confiança do empresário, da 

indústria e as séries do termo “mercado financeiro” e da palavra “amortizar” não se 

mostraram significativas na estimação por GMM.   

A estatística do teste J apresentou um p-valor de 0,84591 validando as 

condições de momento ao se aceitar a hipótese nula de instrumentos válidos a um 

nível de 5% de significância.  

 

8.6 TABELA COM TODOS OS MODELOS 

 

A seguir é apresentado uma tabela com os resultados dos modelos estimados 

por MQO, MQG E GMM. 

 
Tabela 10 – Resultado consolidado 

 

 
O principal objeto do nosso estudo, os investimentos públicos, afetaram   

negativamente os investimentos privados entre 0,03% a 0,06%, a depender do 

método, apontando uma relação de substituição (crowding-out). 

MQG MQO GMM

Constant -0,54260 -0,688*** -1,364

(0,166) (1,339)

Publico -0,02974 -0,044*** -0,065***

(0,012) (0,020)

maquinas 0,36372 0,387*** 0,352**

(0,068) -(0,168)

Empresario 0,39967 0,492*** 0,274

(0,096) (0,380)

Industria 0,12467 0,157*** 0,304

0,036 (0,292)

TR 2,54769 3,834*** 6,522***

1,146 (2,192)

mercado_financeiro 0,01664 0,040* 0,018

0,02 (0,030)

amortizar -0,00463 -0,009*** 0,002

0,002 (0,009)

Observations 55 55 55

Fonte: Tabela elaborada pelo autor

Dependent variable:

Investimento Privado
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As variáveis confiança do empresário e da indústria apresentaram sinais 

esperados em todos os métodos, porém não se mostraram significativas na estimação 

por GMM. Nas estimações por MQG e MQO as variáveis indicaram que um aumento 

de 1% aumenta cerca de 0,40% a 0,49% e 0,13% a 0,16% respectivamente os 

investimentos privados. Com relação a taxa de referência, além do sinal esperado ela 

ficou significativa em todos os métodos.  

Já o aumento da importância da palavra “maquinas” no Google afeta 

positivamente os investimentos privados, assim como a série do termo “mercado 

financeiro”. Já a palavra “amortização” se mostrou inversamente proporcional aos 

investimentos privados. 

 

9. CONCLUSÃO 

 

Este artigo teve como objetivo principal identificar se os investimentos públicos 

são complementares (crowding-in) ou substitutos (crowding-out) dos investimentos 

privados. Como objetivo secundário buscou-se quantificar o impacto do investimento 

público sobre o investimento privado para o período de 2004 a 2017 em âmbito 

nacional.  

A diferença deste estudo em relação aos outros foi a utilização da metodologia 

de seleção de variáveis e a utilização de séries cronológicas retiradas do Google 

Trends para estimação de Mínimos Quadrados Generalizados, além do GMM e do 

tradicional MQO para responder estas perguntas. 

Os modelos estimados com a junção das séries do Google Trends com as 

variáveis macroeconômicas ficaram estatisticamente melhores do que se estimados 

somente com as séries do Google Trends ou somente com variáveis 

macroeconômicas, como pode ser visto no APÊNDICE – B.  

O estudo apresenta limitações, pois contém uma gama de 55 observações que 

é relativamente pequena (14 anos em bases trimestrais). Outra dificuldade foram as 

restrições em termos de base de dados desagregados da formação bruta de capital 

fixo. Apesar dessas limitações, os resultados alcançados oferecem uma resposta 

plausível às questões propostas. 
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Para o objetivo principal constatou-se a existência do efeito crowding-out entre 

os investimentos privados e públicos no Brasil. Tal conclusão aponta que a elevação 

dos investimentos públicos diminui os investimentos privados, prevalecendo a disputa 

de recursos físicos e financeiros entre os setores. 

Com relação ao objetivo secundário, observou-se na regressão estimada por 

MQG que os investimentos públicos afetam em aproximadamente -0,03% os 

investimentos privados. A equação em estimada por MQO apontou para uma relação 

de -0,04%.  

Outro fato que corrobora os resultados, foi a estimação feita pela metodologia 

GMM que também apontou o efeito crowding-out dos investimentos públicos e seu 

coeficiente ficou próximo de -0,06%.  

Diante disso, acreditamos que o verdadeiro parâmetro esteja no intervalo entre 

-0,03% e -0,06%, ou seja, um aumento de 1% nos investimentos públicos afeta 

negativamente os investimentos privados entre 0,03% a 0,06%.  

Adicionalmente infere-se outras conclusões ao estudo tais como: a relação de 

complementaridade entre o nível de confiança da indústria e do empresário e os 

investimentos privados, corroborando a tese de alguns autores, como Paula et. al. 

(2020) e Prates et. al (2019), que o Brasil viveu nesse período uma crise de confiança. 

A variável taxa de referência também se mostrou diretamente proporcional aos 

investimentos privados, ou seja, quanto maior for a taxa menor será o investimento 

privado. 

As séries de palavras retiradas do Google Trends também se mostraram 

importantes para explicar os investimentos privados. O aumento da importância da 

palavra “maquinas” e do termo “mercado financeiro” no Google afeta positivamente os 

investimentos privados. Enquanto que o aumento da importância da palavra 

“amortizar” afeta negativamente os investimentos privados.  

Além disso, as séries do Google Trends selecionadas pelo método de seleção 

de variáveis que não se mostraram significativas na modelagem via MQO se 

apresentaram como bons instrumentos para a estimação do GMM, validadas pela 

estatística J.  
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Os resultados alcançados neste estudo estão de acordo com os resultados 

obtidos em outros trabalhos similares como: Melo e Rodrigues Junior (1998), 

Sonaglio, Braga e Campos (2010) e Rocha e Teixeira (1996). Dessa forma, 

contribuímos para a literatura, ao confirmar a robustez das conclusões empíricas do 

efeito crowding-out dos investimentos públicos sobre os investimentos privados 

através de uma estimação econométrica utilizando técnicas de Machine Learning via 

o método de seleção de variáveis e a partir daí estimando o modelo com três 

metodologias diferentes MQO, MQG e GMM, algo que até então não foi visto na 

literatura existente. 

  



52 
 

 

REFERÊNCIAS 

 

ALENCAR, Leonardo Soriano (1998). Raízes unitárias e cointegração: uma 
introdução. Boletim do Banco Central do Brasil, Brasília, v. 34, n.4, p. 171-210.  
 
ANDRADE, João Sousa; DUARTE, António Portugal. (2014). Crowding-in and 
Crowding-out Effects of Public Investments in the Portuguese Economy, GEMF 
Working Papers 2014-24, GEMF, Faculty of Economics, University of Coimbra. 
 
BAHAL, Girish; RAISSI, Mehdi e TULIN, Volodymyr. (2018). Crowding-Out or 
Crowding-In? Public and Private Investment in India. World Development. 109. 
 
BARRADAS, Ricardo Pereira (2009). Novo Modelo Keynesiano: uma aplicação 
empírica à economia da Zona do Euro. Lisboa. 2009. 100f. Dissertação (Mestrado em 
Economia Monetária e Financeira) Instituto Universitário de Lisboa, Portugal, 2009. 
 
BUENO, Rodrigo de Losso da Silveira (2011). Econometria de séries temporais. 
Cengage Learning 2ª ed. São Paulo. 
 
CARRIÉRE-SWALLOW, Yan. LABBÉ, Felipe (2011). Nowcasting with Google Trends 
in an Emerging Market. Journal of Forecasting Vol. 32.  
 
CASAGRANDE, Elton. (2002). Modelos de Investimento: Metodologia e Resultados.  
 
CHAUSSE, Pierre (2019). Generalized Method of Moments and Generalized Empirical 
Likelihood. Cran.R-project package gmm. 
 
CHOI, Hyunyoung; VARIAN, Hal (2009). Predicting the Present with Google Trends. 
Google Inc. 
 
D’AMURI, Francesco; MARUCCI, Juri (2017). The predictive power of Google 
searches in forecasting US unemployment. International Journal of Forecasting   
Volume:  33 Edição:  4 Páginas:  81-801  
 
DICKEY, David Alan; FULLER, Wayne Arthur (1979). Distribution of the estimators for 
autoregressive time series with a unit root. Journal of the American Statistical 
Association, 84, 427–431. 
 
EASTERLY, W; REBELO, S. (1993). Fiscal policy and economic growth: an empirical 
investigation. Journal of Monetary Economics 32, 418–458. 
 
ENDERS, Walter (1995). Applied Econometric Time Series. United States: John Wiley 
& Sons, 433p. 
 
FRANÇA, Paulo A.; GRASEL, Dirceu; PEREIRA, Benedito D. (2003). A influência da 
taxa de juros nos investimentos em capital fixo do setor privado no Brasil: 1996-2002. 
Revista de Estudos Sociais 9: p. 7-22. 
 



53 
 

 

FRIEDMAN, Jerome (2020). Lasso and Elastic-Net Regularized Linear Models. 
Cran.R-project package glmnet. 
 
GUJARATI, Damodar N.; PORTER, Dawn C. (2011). Econometria Básica. 5ª Edição. 
The McGraw-Hill Companies, Inc., New York, NY, EUA. 
 
HANSES, Lars Peter (1982). Large Sample Properties of Generalized Method of 
Moments Estimators. Econometrica 50: p. 1029-1054. 
 
HASTIE, Trevor; TIBSHIRANI, Robert; FRIEDMAN, Jerome. (2009). The Elements of 
Statistical Learning: Data mining, inference, and prediction 2ª ed. Springer 
Science+Business. 
 
HLAVAC, Marek (2018). Well-Formatted Regression and Summary Statistics Tables. 
Cran.R-project package stargazer. 
 
HOTHORN, Torsten (2019). Testing Linear Regression Models. Cran.R-project 
package lmtest. 
 
HYNDMAN, Rob (2018). Data for “Forecastin: Principles and Pratice 2ªed. Cran.R-
project package fpp2. 
 
JACINTO, Paulo de Andrade; RIBEIRO, Eduardo P. (1998). Co-integração, efeitos 
crowding-in e crowding-out entre investimento público e privado no Brasil: 1973-1989. 
Teor. Evid. Econ. 11 p. 143-156. 
 
IZBICKI, Rafael; SANTOS, Tiago M. (2019). Machine Learning sob a ótica estatística: 
Uma abordagem preditiva para a estatística com exemplos em R. 
 
JAMES, Gareth; WITTEN, Daniela; HASTIE, Trevor; TIBSHIRANI, Robert (2013). An 
Introduction to Statistical Learning: with Applications in R. Springer Science+Business 
Media New York 2013.  
 
JORGENSEN, B. (2013). Modelos lineares generalizados. In AH El-Shaarawi, & WW 
Piegorsch (Eds.), Encyclopedia of Environmetrics (2 ed., Pp. 1152-1159). Chichester: 
Wiley. 
 
KRISTOUFEK, Ladislav (2013). BitCoin meets Google Trends e Wikipedia: 
Quantifying the relationship between phenomena of the Internet era. Scientific Reports 
Vol. 3. 
 
KUHN, Max. (2020). Classification and regression training. Cran.R-project package 
caret. 
. 
LOIO, Felipe P. (2010). Determinantes do Investimento Privado – Aplicação a 
Portugal. Aveiro. 2010. 76f. Dissertação (Mestrado em Economia) – Universidade de 
Aveiro, Portugal, 2010. 
 
LUPORINI, Viviane; ALVES, Joana (2010). Investimento privado: uma análise 
empírica para o Brasil. Economia e Sociedade 19: p. 449-475. 



54 
 

 

 
MASSICOTE, Philippe; EDDELBUETTE, Dirk (2020). Perform and Display Google 
Trends Queries. Cran.R-project package gtrendsR. 
 
MELO, Giovani Monteiro; RODRIGUES JÚNIOR, Waldery (1998). Determinantes do 
Investimento Privado no Brasil: 1970-1995. IPEA Texto para Discussão No 605. 
 
NAZMI, N; RAMIREZ, M. D. (1997), Public and private investment and economic 
growth in México, Contemporary Economic Policy 15. 
 
NEWEY, Whitney K.; WEST, Kenneth D. (1987). A Simple, Positive Semi-Definite, 
Heteroskedasticity and Autocorrelation Consistent Covariance Matrix. Econometrica, 
vol 55, n° 3. 
 
NEWEY, Whitney K.; WEST, Kenneth D. (1987). Hypothesis testing with efficient 
method of moments estimation. International Economic Review Vol. 28, N° 3. 
 
ORAIR, R. O, (2016), Investimento público no Brasil: Trajetória e relações com o 
regime fiscal, IPEA Texto para discussão-2215. 
 
ORAIR, R. O.; SIQUEIRA, F.F.; GOBETTI, S.W. (2016), Política Fiscal e Ciclo 
Econômico: uma análise baseada em multiplicadores do gasto público, XXI PRÊMIO 
TESOURO NACIONAL. 
 
ORAIR, R.O.; SIQUEIRA, F.F. (2018), Investimento público no Brasil e suas relações 
com o ciclo econômico e regime fiscal, Economia e Sociedade. 
 
PAULA, Luiz F.; SANTOS, Fabiano; MOURA, Rafael (2020). The Developmentalist of 
the Governments: An economic and political assessment. Latin American 
Perspectives, Issue 231, Vol. 47 No. 2, March 2020, 8–24. 
 
PERREIRA, ALFREDO M. (2001). On the effects of public investment on private 
investment: What crowds in what? Public Finance Review, Vol 29 N° 1.  
 
PRATES, Daniela M.; FRITZ, Barbara; Paula, Luiz F. (2019). O desenvolvimentismo 
pode ser culpado pela crise? Uma classificação das políticas econômica e social dos 
governos do PT ao governo Temer. Instituto de Economia UFRJ.   
 
PREIS, Tobias; MOAT, Helen S.; STANLEY, H. Eugene (2013). Quantifying Trading 
Behavior in Financial Markets Using Google Trends. Scientific Reports Vol. 3. 
 
PREIS, Tobias; REITH, Daniel; STANLEY, H. Eugene (2010). Complex dynamics of 
our economic life on different scales: insights from search engine query data. 
Philosophical Transactions of the royal society a-mathematical physical and 
engineering sciences Volume:368 Edição: 1933 Páginas 5707-5719.   
 
PINDYCK, R; SOLIMANO, A. (1993). Economic instability and aggregate investment. 
NBER Macroeconomics Annual. 1993. 
 



55 
 

 

ROCHA, Carlos H.; TEIXEIRA, Joanílio R. (1996). Complementaridade versus 
substituição entre investimento público e privado na economia brasileira: 1965-90. 
Revista Brasileira de Economia 50 p. 378-384. 
 
SANCHES, Nathalie Gimenes; ROCHA, Fabiana (2010). Investimentos Estaduais 
Públicos e Privados: “Bens” Substitutos ou Complementares? Economia Aplicada 14: 
p211-223. 
 
SANTOS, Cláudio H.; PIRES, Manoel Carlos de Castro (2007). Qual a Sensibilidade 
do Investimento Privado a Aumentos na Carga Tributária? Novas Estimativas 
Agregadas e Desagregadas a Partir dos Dados das Contas Nacionais – Referência 
2000. IPEA Texto para Discussão No 1314. 
 
SERVÉN, L. (1996). Does public capital crowd out private capital? Evidence from 
Índia, Technical report. World Bank Policy Research Working Paper Series. 
 
SILVA, Thiago C.; TABAK, Benjamin M.; Ferreira, Idamar M. (2019). Modeling Investor 
Behavior Using Machine Learning: Mean-Reversion and Momentum Trading 
Strategies. Hindawi Limited.  
 
SONAGLIO, Cláudia Maria; BRAGA, Marcelo José; CAMPOS, Antônio Carvalho 
(2010). Investimento Público e Privado no Brasil: Evidências dos Efeitos Crowding-In 
e Crowding-Out no Período 1995-2006. Revista EconomiA, 11: p. 383-401. 
 
TABAK, Benjamin M.; SILVA, Thiago C.; Zhao, Linag; Sensoy, Ahmet (2020). 
Applications of Machine Learning Methods in Complex Economics and Financial 
Networks. Hindawi Limited. 
 
TRAPLETTI, Adrian (2019). Time Series Analysis and Computational Finance. 
Cran.R-project package tseries. 
 
VARIAN, H. R. (2014). Big Data: New Tricks for Econometrics. Journal of Economic 
Perspectives.  
 
WICKHAM, Hadley (2020). Create Elegant Data Visualisations Using the Grammar of 
Grafics. Cran.R-project package ggplot2. 
 
WOO, Jaemin; Owen, Ann L. (2019). Forecasting private consumption with Google 
Trends data. Journal of Forecasting Volume:  38 Edição:  2  Páginas:  91-81  
 
WOODRIDGE, J. M. (2014). Introdução à econometria: uma abordagem moderna. 
Cengage Learning – 2ª Edição São Paulo. 
 
YANG, Xin; PAN, Bing; EVANS, James A. (2015). Forecasting Chinese tourist volume 
with search engine data. Tourism Management Vol. 46. 
 
ZEILEIS, Achim (2019). Robust Covariance Matrix Estimators. Cran.R-project 
package sandwich. 
 



56 
 

 

10. APÊNDICE A – Seleção de variáveis via validação cruzada 

 

Para corroborar ou não o resultado obtido na seleção de variáveis, o estudo 

testou outra estimação para verificar a significância das variáveis. A diferença entre 

os métodos foi como o lambda (λ) da equação do Elastic Net foi encontrado, uma vez 

que utilizamos o mesmo alpha (α) encontrado na primeira estimação, 0,55. 

O método utilizado para encontrar o λ foi a validação cruzada k-fold via pacote 

“glmnet” do R. O resultado encontrado foi o seguinte: 

    

 

O gráfico acima mostra o erro quadrado médio no eixo y e o logaritmo natural 

de λ no eixo x. Os números acima do gráfico significam quantas variáveis o modelo 

está sendo utilizada para estimar cada ponto. À medida que o λ aumenta, o erro 

quadrado médio aumenta e, eventualmente, as variáveis são descartadas. A linha 

pontilhada mais próxima do eixo y indica o λ mínimo que resulta o menor erro 

quadrático médio. Já a segunda linha pontilhada é o λ dentro de 1 erro padrão do 

mínimo.  
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Neste caso, pelo gráfico, utilizando o λ mínimo o gráfico indica que quantidade 

das verdadeiras variáveis que explicam a variável dependente está entre 19 e 16. Pelo 

λ com 1 erro padrão indica entre 11 e 8.  

O λ mínimo encontrado neste método foi de 0,008670693 e o λ encontrado na 

metodologia que está no estudo foi de 0,008490659. Percebemos que os valores são 

próximos.  

Verificamos que utilizando o λ mínimo o método de validação cruzada 

selecionou 18 variáveis, assim como o método de Importância das variáveis, e 

corroborando com nosso trabalho, as variáveis escolhidas pelo método de validação 

cruzada foram as mesmas selecionadas pela Importância das variáveis. 

Optamos por utilizar no estudo o método de Importância das variáveis, pois 

esse método traz o nível de importância das variáveis selecionadas. Já a validação 

cruzada não traz a importância das variáveis, mas nos indica os coeficientes.  
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11. APÊNDICE B – Comparação de modelos com outras variáveis 

 

Neste apêndice é apresentado as estimações com variáveis macro e com as 

séries de palavras do Google Trends. 

A metodologia foi a mesma utilizada no estudo. Primeiro, estimamos um 

modelo com todas as variáveis macro para verificar quais variáveis são importantes 

para explicar os investimentos privados.  

 

 

 

Em seguida, estimamos um modelo pelo método MQO para verificar a 

significância das variáveis. Após isso, estimamos um modelo somente com as 

variáveis significativas. O resultado encontrado para o grupo de variáveis 

macroeconômicas, foi o seguinte: 
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Para as séries cronológicas retiradas do Google Trends foram feitos os 

mesmos procedimentos citados acima. Alcançando os seguintes resultados:   

 

 

Resultado com dados macro

MQG MQO GMM

Constant -0.72317 -0.919*** -0.612

(0.211) (1.849)

Publico -0.05386 -0.066*** 0.016

(0.012) (0.051)

Empresario 0.47544 0.555*** 0.166

(0.092) (0.570)

Industria 0.16322 0.206*** 0.139

(0.046) (0.402)

TR 3.61165 4.873*** -1.089

(1.155) (6.817)

Desemprego 1.20440 1.736** 3.963

(0.673) (3.936)

Observations 55 55 55

R2 0.751

Adjusted R2 0.725

Fonte: Tabela elaborada pelo autor

Dependent variable:

Investimento Privado
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Pelo método MQO, a equação somente com as variáveis macroeconômicas 

mostrou um R2 ajustado de 0,725. Já a equação somente com as palavras do Google 

Trends apresentou um R2 ajustado de 0,499. Se compararmos com a equação 

utilizada no estudo esse indicador ficou em 0,817. A variável de interesse do estudo, 

investimentos públicos, ficou significativa somente no modelo das variáveis 

macroeconômicas e apresentou sinal igual ao encontrado no estudo. 

Na metodologia MQG, os investimentos públicos se mostraram significativos e 

com sinal coerente com o estudo no modelo com as variáveis macroeconômicas. Já 

na estimação com as palavras do Google Trends a variável não se mostrou 

significativa. 

O GMM, apontou que os investimentos públicos não foram significativos tanto 

no modelo das variáveis macroeconômicas quanto no modelo com as séries de 

Google Trends. 

A partir dos resultados obtidos, concluímos que a junção das variáveis, 

macroeconômicas e do Google Trends, produziram resultados melhores do que 

somente as variáveis macroeconômicas ou as séries do Google Trends sozinhas.   

  

Resultado com série de palavras do Google Trends

MQG MQO GMM

Constant 0.02557 0.027*** 0.025

(0.006) (0.064)

Publico . 0.015 0.543

(0.020) (4.167)

Máquinas 0.29022 0.396*** -3.459

(0.139) (38.087)

Receita Líquida -0.01243 -0.045*** 0.391

(0.016) (4.148)

Resultado -0.01535 -0.064* -1.484

(0.036) (12.462)

Fiscal 0.02348 0.095* 4.532

(0.049) (39.005)

Observations 55 55 55

R2 0.546

Adjusted R2 0.499

Fonte: Tabela elaborada pelo autor

Dependent variable:

Investimento Privado
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12. APÊNDICE C – Teste de raiz unitária 

 

Brutos Dif. Brutos Dif. Brutos Dif. Brutos Dif.

investimento 1 0 1 0 estoque 0 0 1 0

público 0 0 1 0 FBCF 0 0 0 0

fiscal 2 0 2 0 fluxo de caixa 1 0 1 0

privado 0 0 1 0 fusão 1 0 1 0

taxa 0 0 1 0 garantia 1 0 0 0

capital 1 0 0 0 ibovespa 1 0 1 0

período 1 0 1 0 inadimplência 1 0 1 0

econômico 0 0 1 0 incorporação 1 0 0 0

variável 1 0 1 0 inflação 0 0 1 0

resultado 1 0 0 0 investimento fixo 0 0 0 0

política 0 0 1 0 investimento privado1 0 0 0

crédito 0 0 1 0 investimento publico0 0 0 0

utilizar 1 0 1 0 ipca 1 0 1 0

governo 1 0 1 0 joint venture 1 0 1 0

brasil 1 0 0 0 Holding 0 0 0 0

meta 1 0 1 0 lucro 0 0 0 0

pib 1 0 1 0 maquinas 1 0 1 0

setor 0 0 1 0 mercado financeiro 1 0 1 0

custo 1 0 1 0 oferta 1 0 1 0

crescimento 1 0 1 0 oportunidades de investimento0 0 0 0

país 0 0 0 0 passivo 1 0 0 0

série 1 0 1 0 patrimônio 1 0 1 0

economia 0 0 1 0 produção 0 0 1 0

equação 0 0 0 0 realizável 0 0 0 0

relação 1 0 1 0 recebíveis 0 0 0 0

modelo 1 0 1 0 receita bruta 0 0 0 0

real 1 0 1 0 receita líquida 0 0 0 0

maior 1 0 0 0 renda nacional 0 0 0 0

regime 0 0 1 0 risco 0 0 1 0

prazo 1 0 0 0 salário mínimo 0 0 0 0

primário 0 0 0 0 spread 1 0 1 0

orçamentário 0 0 1 0 taxa de juros 1 0 0 0

produto 1 0 1 0 tjlp 0 0 1 0

efeito 1 0 1 0 instabilidade 0 0 1 0

partir 1 0 0 0 projeto 0 0 1 0

bruto 1 0 1 0 Compulsorios 1 0 1 0

restrição 1 0 1 0 Primario 1 0 0 0

medida 1 0 1 0 Divida 2 0 2 0

despesa 0 0 0 0 Selic 1 0 0 0

fixo 1 0 1 0 CDI 1 0 0 0

indicar 1 0 0 0 TR 1 0 1 0

apresentar 1 0 0 0 Cambio 1 0 1 0

preço 1 0 1 0 IVG 0 0 0 0

juro 1 0 1 0 TC 1 0 1 0

significativo 1 0 1 0 ID 1 0 1 0

financeiro 0 0 1 0 IC_br 1 0 1 0

empresa 0 0 0 0 Empresario 1 0 1 0

condição 0 0 0 0 Industria 0 0 0 0

amortizar 1 0 0 0 NUCI 1 0 1 0

aquisição 0 0 0 0 IGPM 0 0 0 0

ativo 0 0 0 0 Incerteza 1 0 1 0

bens 1 0 1 0 Desemprego 1 0 1 0

bolsa de valores 1 0 1 0 Rendimento 1 0 1 0

câmbio 1 0 1 0 EMBI 0 0 0 0

capital de giro 1 0 0 0 CDS 0 0 0 0

capital fixo 0 0 0 0 VIX 1 0 1 0

commodities 1 0 1 0 PCE 1 0 1 0

matéria prima 1 0 1 0 CRB 1 0 1 0

desemprego 1 0 0 0 PIB 1 0 1 0

emprego 0 0 0 0 Consumo 1 0 1 0

demanda 0 0 0 0 Governo 1 0 1 0

depreciação 0 0 0 0 Exportacao 1 0 1 0

desembolsos 0 0 0 0 Importacao 1 0 1 0

orçamento 1 0 1 0 IPUB 1 0 0 0

equipamentos 0 0 0 0 IPRIV 1 0 1 0

Fonte: Tabela elaborada pelo autor

Variáveis
Com Intercepto Com Tendência

Raiz unitária - Ordem de Integração

Variáveis
Com Intercepto Com Tendência
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13. APÊNDICE D – Testes dos resíduos  

 

  

 

 

 

 

 

 

  

Normalidade

Jarque Bera Test

X-squared = 0,1814

df = 2

 p-value = 0,9133

Heterocedasticidade

studentized Breusch-Pagan test

BP = 10,027

df = 7

p-value = 0,1871

Breusch-Godfrey test for serial correlation   

of order up to 1

LM test = 2,168

 df = 1 

p-value = 0,1409

                J-test    P-value 

Test E(g)=0:    0,33468  0,84591

J-Test: degrees of freedom is 6 
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14. ANEXO A – Séries em LN das regressões 

 

 

  

Privado Publico maquinas Empresario Industria TR mercado_financeiro amortizar fiscal resultado receita_liquida fluxo_caixa commodities capital_fixo estoque cambio TC meta

1 0,07 0,25 0,00 0,04 4,69 0,00 -0,18 0,00 0,00 -0,41 0,02 0,34 0,29 0,02 0,02 0,04 0,03 -0,13

2 0,07 0,26 0,07 0,04 4,73 0,01 0,02 0,00 -0,08 0,04 -1,27 -0,16 -0,17 -0,51 -0,21 -0,02 0,08 -0,01

3 -0,08 0,43 -0,11 -0,04 4,69 0,00 -0,01 3,54 0,00 0,57 0,67 0,12 0,07 0,32 0,21 -0,04 -0,10 -0,09

4 0,07 -1,14 0,05 -0,05 4,64 0,00 -0,30 -0,33 0,02 -0,28 -0,69 -0,32 0,17 -0,43 -0,09 -0,03 0,02 0,00

5 0,06 0,41 -0,04 -0,04 4,60 0,01 0,25 -0,11 -0,04 -0,39 0,78 0,34 -0,09 0,33 -0,07 -0,08 0,00 0,18

6 0,02 0,26 -0,04 -0,03 4,58 0,00 0,01 -3,09 0,09 0,21 -1,11 -0,10 -0,23 -0,79 -0,16 -0,07 0,09 -0,19

7 -0,13 0,81 -0,06 -0,03 4,55 -0,01 -0,23 2,91 -0,13 0,38 1,09 -0,08 -0,22 0,51 0,02 -0,05 -0,08 0,05

8 0,12 -0,68 0,01 0,04 4,59 -0,01 -0,04 0,00 -0,03 -0,04 -0,78 -0,45 0,05 -0,44 -0,16 -0,02 -0,05 -0,01

9 0,02 0,19 -0,05 0,03 4,63 0,00 0,06 -0,22 0,12 -0,15 0,67 0,44 0,25 0,02 0,10 0,01 -0,02 -0,15

10 0,07 0,11 0,00 0,01 4,63 0,00 0,00 -0,26 0,13 -0,26 -0,61 -0,20 -0,19 -0,22 -0,11 0,00 0,19 0,01

11 -0,03 0,23 -0,11 -0,02 4,62 0,00 -0,29 -2,43 -0,10 0,68 0,41 -0,02 0,23 -0,92 0,06 0,00 -0,12 -0,14

12 0,07 -0,54 0,02 0,04 4,66 0,00 0,05 3,61 -0,10 -0,18 -0,78 -0,21 -0,23 0,22 -0,27 -0,02 -0,10 0,14

13 0,08 0,12 0,05 0,06 4,72 0,00 -0,02 -1,62 0,13 -0,42 0,60 0,31 -0,06 0,77 0,21 -0,05 0,06 0,05

14 0,08 0,10 -0,05 0,03 4,75 0,00 0,12 0,55 -0,11 0,33 -0,60 -0,28 -0,10 -0,18 -0,02 -0,03 -0,04 -0,06

15 -0,05 0,52 -0,06 -0,02 4,73 0,00 -0,09 0,00 -0,10 0,26 0,29 -0,01 0,10 -0,25 -0,06 -0,05 -0,11 -0,04

16 0,08 -0,55 0,10 -0,02 4,71 0,00 0,13 -0,14 -0,05 -0,12 -0,26 -0,16 0,38 0,25 -0,01 -0,01 -0,38 0,04

17 0,10 0,23 0,04 0,03 4,74 0,01 0,08 0,45 -0,19 -0,15 0,44 0,49 0,08 0,02 0,10 -0,03 0,20 -0,03

18 0,12 0,26 0,03 0,01 4,75 0,01 -0,20 0,28 0,27 0,10 -0,31 -0,29 0,15 -0,74 -0,09 -0,01 -0,01 0,00

19 -0,17 0,38 -0,15 -0,27 4,44 0,00 0,03 -0,94 -0,17 0,48 0,07 0,10 -0,34 0,46 0,03 0,24 0,07 -0,09

20 -0,05 -0,72 0,11 -0,10 4,32 -0,01 -0,42 1,05 0,14 -0,20 -0,07 -0,18 -0,05 0,03 -0,04 -0,01 -0,01 0,05

21 0,08 0,17 0,03 0,15 4,49 -0,01 0,28 -0,52 -0,10 -0,07 0,00 0,25 0,01 0,05 0,12 -0,09 0,13 0,01

22 0,15 0,23 0,03 0,12 4,64 0,00 -0,22 0,08 0,08 0,15 -0,57 -0,36 -0,09 -0,24 -0,04 -0,09 -0,13 0,01

23 0,00 0,44 -0,07 0,05 4,69 0,00 -0,11 0,36 -0,05 0,11 0,41 0,21 -0,05 0,24 0,01 -0,05 -0,32 -0,10

24 0,04 -0,44 0,02 0,04 4,73 0,00 0,04 0,50 0,21 0,27 -0,20 -0,28 -0,06 -0,31 0,11 0,02 -0,72 0,07

25 0,06 0,23 0,00 0,02 4,76 0,00 -0,03 -0,89 -0,07 -0,20 0,14 0,51 0,06 0,22 -0,02 -0,04 0,38 -0,07

26 0,10 0,16 0,01 -0,01 4,75 0,01 0,04 0,38 0,16 0,05 0,03 -0,34 -0,01 -0,22 -0,12 -0,01 -0,42 -0,10

27 -0,06 0,26 -0,16 -0,01 4,71 0,00 -0,20 -0,25 -0,22 0,10 -0,17 0,01 -0,11 -0,39 -0,14 -0,01 0,36 -0,09

28 0,09 -0,78 0,02 -0,02 4,70 0,00 -0,15 -0,13 0,31 -0,06 -0,16 -0,34 0,10 0,05 -0,06 -0,01 -0,21 0,01

29 0,03 0,27 0,01 0,01 4,71 0,00 0,21 0,33 -0,27 -0,06 0,04 0,27 0,04 0,30 0,11 -0,03 0,29 0,05

30 0,07 0,08 0,01 -0,03 4,65 0,00 -0,29 0,00 0,25 0,04 -0,09 -0,30 -0,04 -0,46 -0,12 0,02 -0,13 -0,03

31 -0,06 0,36 -0,14 -0,03 4,60 -0,01 -0,02 0,00 -0,19 0,03 0,04 0,21 -0,06 0,39 0,05 0,07 -0,11 -0,07

32 0,07 -0,59 0,02 0,00 4,61 0,00 -0,08 -0,09 0,08 -0,03 -0,36 -0,27 -0,06 -0,17 -0,11 -0,02 -0,30 0,01

33 0,03 0,25 0,06 0,00 4,62 -0,01 0,21 0,35 -0,04 -0,13 0,36 0,33 0,00 0,36 0,14 0,09 0,35 0,01

34 0,05 0,14 -0,01 0,00 4,65 0,00 -0,19 -0,47 0,04 0,02 0,04 -0,29 -0,31 -0,51 -0,09 0,03 0,21 -0,07

35 -0,03 0,26 -0,14 0,00 4,64 0,00 0,18 0,00 -0,10 0,30 -0,04 0,04 0,09 0,15 -0,06 0,02 -0,97 -0,06

36 0,06 -0,72 0,06 -0,01 4,65 0,00 -0,13 0,28 0,04 -0,22 -0,25 -0,18 -0,21 -0,21 -0,06 -0,04 -0,08 0,02

37 0,06 0,39 0,07 0,00 4,66 0,00 0,24 0,25 -0,01 -0,18 0,20 0,30 0,27 0,26 0,13 0,02 1,07 0,04

38 0,03 0,14 -0,01 -0,02 4,64 0,00 -0,26 -0,12 0,12 0,03 0,17 -0,20 -0,06 0,00 -0,07 0,09 -0,42 0,05

39 -0,07 0,39 -0,11 -0,02 4,59 0,01 0,02 0,00 -0,15 0,13 -0,04 0,10 -0,22 0,00 0,02 -0,01 0,42 -0,13

40 0,07 -0,48 0,02 -0,01 4,58 0,00 0,37 0,09 0,07 0,15 -0,33 -0,20 0,03 0,17 0,01 0,01 -2,64 0,09

41 -0,05 0,26 0,02 -0,05 4,54 0,00 -0,50 0,25 -0,01 -0,14 -0,18 0,23 0,08 -0,04 0,04 -0,07 2,39 -0,02

42 0,02 0,09 0,04 -0,04 4,48 0,00 -0,07 -0,22 -0,04 -0,05 0,24 -0,16 -0,02 -0,39 -0,01 0,01 -0,61 0,00

43 -0,02 0,10 -0,10 -0,03 4,46 0,00 0,20 -0,02 -0,08 0,25 0,19 0,13 0,12 0,16 0,03 0,08 -1,34 0,06

44 0,04 -0,74 0,05 -0,07 4,42 0,00 0,38 0,37 0,12 0,09 -0,50 -0,24 -0,05 -0,29 -0,07 0,08 1,18 -0,03

45 -0,05 0,14 0,04 -0,08 4,34 0,01 -0,20 0,21 -0,08 -0,24 0,62 0,36 0,11 0,24 0,13 0,06 1,30 0,07

46 0,01 0,08 -0,02 -0,06 4,33 0,01 -0,11 -0,29 0,16 0,06 -0,12 -0,25 0,12 -0,17 -0,09 0,13 0,09 0,33

47 -0,09 0,26 -0,13 -0,01 4,32 0,00 -0,06 -0,21 -0,10 0,24 -0,09 0,03 -0,11 0,22 0,02 0,06 0,18 -0,29

48 0,02 -0,53 0,02 0,02 4,32 0,00 0,04 0,34 0,13 -0,04 0,25 -0,31 -0,07 -0,29 -0,09 -0,03 -0,08 -0,05

49 0,02 0,19 0,04 0,03 4,38 0,00 0,19 -0,01 -0,23 -0,06 -0,12 0,33 0,17 0,47 0,13 -0,09 0,26 0,10

50 0,00 0,03 -0,06 0,10 4,48 0,00 -0,21 -0,16 0,30 0,02 -0,29 -0,28 -0,29 -0,41 -0,14 -0,09 -0,16 -0,09

51 -0,05 0,18 -0,09 -0,01 4,44 0,00 -0,04 0,21 -0,30 0,16 0,20 0,17 -0,06 0,06 0,06 -0,01 -0,08 0,00

52 0,04 -0,64 0,04 0,04 4,47 -0,01 0,02 -0,07 0,14 -0,06 -0,20 -0,19 -0,07 -0,13 -0,02 -0,05 0,07 0,02

53 0,01 0,06 0,01 0,03 4,52 -0,01 0,18 0,01 -0,05 -0,01 0,37 0,22 0,18 0,43 0,08 0,04 0,32 0,03

54 0,05 0,18 0,00 0,02 4,54 0,00 -0,11 0,10 0,12 0,14 -0,31 -0,17 0,03 -0,36 -0,06 0,00 -0,24 -0,03

55 -0,01 0,34 -0,11 0,05 4,57 0,00 0,05 -0,10 -0,23 -0,02 0,15 0,12 -0,11 0,00 0,01 0,03 -0,12 0,01

Variáveis em diferença de LN utilizadas nos modelos
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15. ANEXO B – Estatísticas descritivas 

 

 

 

  

Statistic N Mean St. Dev. Min Pctl(25) Pctl(75) Max

Privado 55 0,02 0,07 -0,17 -0,02 0,07 0,15

Publico 55 0,03 0,42 -1,14 0,05 0,26 0,81

maquinas 55 -0,01 0,07 -0,16 -0,06 0,03 0,11

Empresario 55 0,00 0,06 -0,27 -0,03 0,03 0,15

Industria 55 4,59 0,13 4,32 4,50 4,69 4,76

TR 55 0,00 0,00 -0,01 0,00 0,00 0,01

mercado_fin 55 -0,02 0,19 -0,50 -0,17 0,07 0,38

amortizar 55 0,07 1,03 -3,00 -0,20 0,30 4,00

fiscal 55 0,00 0,15 0,00 -0,10 0,10 0,00

resultado 55 0,02 0,23 -0,42 -0,14 0,15 0,68

receita_liqui 55 -0,04 0,46 -1,27 -0,27 0,22 1,09

fluxo_caixa 55 -0,02 0,26 -0,45 -0,25 0,21 0,51

commoditie 55 -0,01 0,16 -0,34 -0,09 0,09 0,38

capital_fixo 55 -0,04 0,35 -0,92 -0,29 0,23 0,77

estoque 55 -0,01 0,10 -0,27 -0,09 0,05 0,21

cambio 55 0,00 0,06 -0,09 -0,04 0,02 0,24

TC 55 -0,01 0,65 -2,64 -0,13 0,18 2,39

meta 55 -0,01 0,09 -0,29 -0,07 0,04 0,33

Estatísticas descritivas
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16. ANEXO C – Códigos do R 

# abrir livrarias  
 
library(readxl) 
library(caret) 
library(fpp2) 
library(glmnet) 
library(stargazer) 
library(gmm) 
library(sandwich) 
library(tseries) 
library(lmtest) 
library(sna) 
library(ggplot2) 
library(gtrendsR) 
 
 
# palavras selecionadas 
 
palavras <- read_excel("C:/Users/c111237/Desktop/Dissertação/Banco_Trends.xlsx", sheet = 
"palavras",  
                       range = "a1:a101") 
 
 
# baixar do Google Trends 
 
for (j in c(1:100)){ 
  y <- as.character(palavras[j,1]) 
  print(y) 
  x <- gtrends(keyword = y, geo = "BR", time = "2004-01-01 2017-12-31",gprop = c("web")) 
  if (j==1){ 
    Trends <- as.data.frame(x$interest_over_time$hits) 
  } 
  else { 
    Trends <- cbind(Trends, as.data.frame(x$interest_over_time$hits)) 
  } 
   
} 
 
fin <- data.frame(palavras) 
colnames (Trends) <-  t(fin) 
 
write.csv2(Trends,"Trends.csv") 
 
# adicionar as variáveis macroeconomicas e as séries de palavras 
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Dados_Trimestrais <- 
read_excel("C:/Users/c111237/Desktop/Dissertação/Banco_Trends7.xlsx",  
                                   sheet = "Dados_Trimestral", range = "b2:ea58") 
 
# Tirar a primeira diferença  
 
Dados_novo <- read_excel("C:/Users/c111237/Desktop/Dissertação/Banco_Trends7.xlsx",  
                         sheet = "Dados_diferenca", range = "b1:ea56") 
 
# Verificar se todas as séries estão estacionárias com intercepto 
 
usq <- 0 
 
for (i in 1:130) { usq[i] <- as.matrix(Dados_Trimestrais[i]) %>% ndiffs(test = c("adf"),type = 
c("level"),max.d = c(10)) 
 
print(usq[i])   
} 
 
write.csv2(usq,"raiz.csv") 
 
usq_est <- 0 
 
for (i in 1:130) { usq_est[i] <- as.matrix(Dados_novo[i]) %>% ndiffs(test = c("adf"),type = 
c("level"),max.d = c(10)) 
 
print(usq_est[i])   
} 
 
write.csv2(usq_est,"Estacionaria.csv") 
 
# Verificar se todas as séries estão estacionárias com tendência 
 
usqT <- 0 
 
for (i in 1:130) { usqT[i] <- as.matrix(Dados_Trimestrais[i]) %>% ndiffs(test = c("adf"),type = 
c("trend"),max.d = c(10)) 
 
print(usqT[i])   
} 
 
write.csv2(usqT,"raizT.csv") 
 
 
usq_estT <- 0 
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for (i in 1:130) { usq_estT[i] <- as.matrix(Dados_novo[i]) %>% ndiffs(test = c("adf"),type = 
c("trend"),max.d = c(10)) 
 
print(usq_estT[i])   
} 
 
write.csv2(usq_estT,"EstacionariaTend.csv") 
 
# A partir daqui começa a estimação 
 
# Certificar que vamos obter o mesmo resultado 
 
set.seed(145182) 
 
# particionar os dados 
 
inTrain <- createDataPartition( 
  y = Dados_novo$IPRIV, 
  p = 1., 
  list = FALSE) 
 
# observar a estrutura dos dados 
 
str(inTrain) 
 
# dividir o grupo teste e treino 
 
training <- Dados_novo[inTrain,] 
testing <- Dados_novo[-inTrain,] 
 
# olhar quantas observações tem em cada pasta 
 
nrow(training) 
nrow(testing) 
 
# rodar a equação  
 
Modelo_en <- train(IPRIV ~ .,data = training, method ="glmnet" , preProc = c("center","scale")) 
 
# analisar os resultados 
 
Modelo_en$results 
 
# traz a melhor especificação do modelo 
 
Modelo_en$bestTune 
 



68 
 

 

# verificar quais são as variáveis importantes para explicar a variável dependente 
 
enImp <- varImp(Modelo_en) 
 
# plotar o gráfico com as variáveis importantes 
 
plot(enImp, top = 18,main="Variáveis Importantes") 
 
# Dados selecionados 
 
Privado <- Dados_novo$IPRIV  
Publico <- Dados_novo$IPUB 
maquinas <- Dados_novo$maquinas 
Empresario <- Dados_novo$Empresario 
Industria <- Dados_novo$Industria 
mercado_financeiro <- Dados_novo$`mercado financeiro` 
resultado <- Dados_novo$resultado 
fiscal <- Dados_novo$fiscal 
TR <- Dados_novo$TR 
receita_liquida <- Dados_novo$`receita líquida` 
amortizar <- Dados_novo$amortizar 
capital_fixo <- Dados_novo$`capital fixo` 
fluxo_caixa <- Dados_novo$`fluxo de caixa` 
commodities <- Dados_novo$commodities 
capital_giro <- Dados_novo$`capital de giro` 
bolsa_valores <- Dados_novo$`bolsa de valores` 
estoque <- Dados_novo$estoque 
inadimplencia <- Dados_novo$inadimplência 
oportunidade_investimento <- Dados_novo$`oportunidades de investimento` 
TC <- Dados_novo$TC 
meta <- Dados_novo$meta 
cambio <- Dados_novo$Cambio 
estoque <- Dados_novo$estoque 
oferta <- Dados_novo$oferta 
equipamentos <- Dados_novo$equipamentos 
ibovespa <- Dados_novo$ibovespa 
 
 
# criar o data frame 
 
Tabela_Escolhidas <- 
data.frame(Privado,Publico,maquinas,Empresario,Industria,TR,mercado_financeiro,amortiza
r,fiscal,resultado, 
                                  
receita_liquida,fluxo_caixa,commodities,capital_fixo,estoque,cambio,TC,meta) 
 
                             



69 
 

 

# criar a tabels de estatísticas 
 
stargazer(Tabela_Escolhidas, summary=TRUE,digits = 2, flip = FALSE, title = "Estatísticas 
descritivas", out = "Investiment.HTML") 
 
stargazer(Tabela_Escolhidas, summary = FALSE, digits = 2, title="Variáveis utilizadas nos 
modelos", out="Investiment1.HTML") 
 
# Regressões 
 
Model1 <- lm(Privado ~ Publico+ 
maquinas+Empresario+Industria+TR+mercado_financeiro+amortizar+fiscal+resultado+ 
               receita_liquida+fluxo_caixa+commodities+capital_fixo+ estoque+cambio+TC+meta) 
                
summary(Model1) 
 
Model2 <- 
lm(Privado~Publico+maquinas+Empresario+Industria+TR+mercado_financeiro+amortizar) 
 
summary(Model2) 
 
Model3 <- lm(Privado~maquinas+Empresario+Industria+TR+mercado_financeiro+amortizar) 
 
summary(Model3) 
 
stargazer(Model1, Model2,Model3, title = "Resultados Modelos MQO",  
          align = TRUE, out = "Equacoes.html",intercept.bottom = FALSE) 
 
# Modelos com erros Robustos 
 
cov1 <- vcovHC(Model1,type="HC3") 
robust_se1 <- sqrt(diag(cov1)) 
 
cov2 <- vcovHC(Model2,type="HC3") 
robust_se2 <- sqrt(diag(cov2)) 
 
cov3 <- vcovHC(Model3, type = "HC3") 
robust_se3 <- sqrt(diag(cov3)) 
 
# Tabela de Resultados 
 
stargazer(Model2, Model2, 
          se=list(NULL, robust_se2), 
          title="Resultados MQO Erros Robustos ", 
          align=TRUE, out="Tabela de Resultados.html", 
          intercept.bottom=FALSE, 
          column.labels=c("S.E.","Robust S.E.")) 
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# Realizar os testes de Heterocedasticidade no modelo escolhido pelo modelo 
 
bptest(Model2) 
 
# Realizar os testes de Autocorrelação serial 
 
bgtest(Model2) 
 
# Realizar o teste de normalidade dos resíduos 
 
jarque.bera.test(Model2$residuals) 
 
# glmnet ################# 
 
escolhidasMQO <- 
data.frame(Privado,Publico,maquinas,Empresario,Industria,TR,mercado_financeiro,amortiza
r) 
 
x_Estacionarios1 <- as.matrix(escolhidasMQO[2:8]) 
 
y_Estacionario1 <- as.matrix(escolhidasMQO[1:1]) 
 
model6 <- glmnet(x_Estacionarios1, y_Estacionario1, alpha=0.55, lambda = 0.008490659) 
 
coef(model6) 
 
# GMM 
 
Model4 <- 
gmm(Privado~Publico+maquinas+Empresario+Industria+TR+mercado_financeiro+amortizar, 
              
~resultado+receita_liquida+fluxo_caixa+commodities+capital_fixo+estoque+cambio+TC+me
ta ,vcov = "HAC") 
 
summary(Model4) 
 
stargazer(Model4,  
          title="Resultados GMM", 
          align=TRUE, out="GMM.html", 
          intercept.bottom=FALSE) 
 
stargazer(Model2, Model4, 
          se=list(robust_se2,NULL), 
          title="Results", 
          align=TRUE, out="Tabela OLS GMM.html", 
          intercept.bottom=FALSE) 


