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Resumo
Aprendizado profundo é uma subárea de aprendizado de máquinas, cujo objeto de estudo
é redes neurais e suas diversas arquiteturas. Uma rede neural possui diversos neurônios
artificiais, que recebem várias entradas e fornecem como saída uma soma ponderada dessas
entradas. O resultado obtido é passado por uma função de ativação não linear.

É desejado que a rede neural capture características dos dados, sendo capaz de generalizar
para um conjunto de dados não conhecido. De modo a ter um bom desempenho, torna-se
necessário otimizar os pesos da rede.

Um modo de otimizar a função desses pesos é aplicar métodos baseados em equações
diferenciais ordinárias (EDOs). Contudo, esses métodos utilizam características locais,
analisando o comportamento da função ao longo da trajetória de um sistema de EDOs.
Assim, tais métodos podem ficar presos em mínimos locais. Como alternativa, podemos
usar métodos que utilizam equações diferenciais estocásticas (EDEs).

Nesse contexto, o presente trabalho exibe uma revisão de literatura de equações diferenciais
estocásticas, abordando integrais estocásticas, Lema de Itô, equação de Fokker-Planck,
métodos numéricos, tipos de convergência e estabilidade. Ademais, o trabalho apresenta
um método, utilizando EDE, para otimizar funções f : Rn → R. O método é testado em
quatro funções e os resultados são satisfatórios. Em todos os cenários, o método foi capaz
de retornar o mínimo global da função.

Palavras-chave: Equação diferencial estocástica, otimização, mínimo global.



Abstract
Deep learning is a subarea of machine learning, whose object of study is neural networks
and their various architectures. A neural network has several artificial neurons, that receive
many inputs and provide a weighted sum of them as output. The result obtained is passed
through a non-linear activation function.

It is desirable that the neural network captures characteristics of the data, being able to
generalize to an unknown dataset. In order to have good performance, it is necessary to
optimize the network weights.

A way of optimizing the function of these weights is applying methods based on ordinary
differential equations (ODEs). However, these methods use local characteristics, analyzing
the behavior of the function along the trajectory of an ODE system. Thus, these methods
can get stuck in local minimum. Alternatively, we can use methods based on stochastic
differential equations (SDEs).

In this context, the present work presents a literature review of stochastic differential
equations, covering stochastic integrals, Itô’s Lemma, Fokker-Planck equation, numerical
methods, types of convergence and stability. Furthermore, the work presents a method,
using SDE, to optimize functions f : Rn → R. The method is tested on four functions and
the results are great. In all scenarios, the method was able to return the global minimum
of the function.

Keywords: Stochastic differential equation, optimization, global minimum.
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1 Introdução

Aprendizado profundo consiste em um conjunto de técnicas e ferramentas que se
tornaram vastamente populares em diversas aplicações, como reconhecimento de imagens
e processamento de linguagem natural. Atualmente, essa subárea de aprendizado de
máquinas ganhou destaque com a criação do ChatGPT.

O objeto de estudo de aprendizado profundo é redes neurais e suas variadas arqui-
teturas. Redes neurais são baseadas no sistema nervoso central de mamíferos, com ligações
entre neurônios que transmitem informações de um para o outro (SHANMUGAMANI,
2018).

De modo geral, um neurônio artificial recebe diversas entradas e realiza uma soma
ponderada delas. Esse resultado é passado por uma função de ativação não linear, gerando
a saída do modelo. A rede é treinada com um conjunto de treino e validação, e sua
performance é avaliada sobre um conjunto de teste. Nesse contexto, é desejado que o
resultado do modelo seja próximo dos dados reais e que o modelo seja capaz de generalizar
para dados não observados durante o treinamento. Assim, torna-se necessário otimizar
os pesos da rede tornando o desempenho do modelo satisfatório (IAN GOODFELLOW
YOSHA BENGIO, 2015)(ANTONIO GULLI, 2017)(CATHERINE F. HIGHAM, 2019).

Para otimizar os resultados e os pesos da rede, podemos inicialmente aplicar métodos
baseados em equações diferenciais ordinárias. Uma possível abordagem pode ser encontrada
em (ZIRILLI, 1982). Esses métodos buscam mínimos da função seguindo trajetórias de um
sistema de equações diferencias ordinárias adequado. Porém, mínimos globais satisfazem
uma propriedade global da função e os métodos citados utilizam características locais (o
comportamento da função ao longo da trajetória de um sistema de equações diferenciais
ordinárias). Desse modo, não é esperado que um método baseado em equações diferenciais
ordinárias tenham um desempenho completamente satisfatório, pois tais métodos podem
ficar presos em mínimos locais (F. ALUFFI-PENTINI V. PARISI, 1985).

Outra alternativa é obter uma equação diferencial estocástica associada ao problema
que desejamos otimizar e encontrar a distribuição estacionária da equação. Sendo assim, o
objetivo deste trabalho é explorar o uso de equações diferenciais estocásticas na otimização
de funções.

O presente trabalho possui quatro capítulos além desta Introdução. O Capítulo 2
apresenta uma breve introdução a equações diferenciais estocásticas e a métodos numéricos.
O Capítulo 3 exibe o método utilizado para otimizar funções. O Capítulo 4 os resultados
obtidos ao aplicar o método em quatro funções. Por último, o Capítulo 5 apresenta as
conclusões do trabalho.
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2 Equações diferenciais estocásticas

Equações diferenciais estocásticas são relevantes ao modelar fenômenos que possuem
ruído. Tais equações possuem a seguinte forma:

X(t) = X(t0) +
∫ t

t0
a(s, X(s))ds +

∫ t

t0
b(s, X(s))dW (s). (2.1)

Podendo ser expressa também como

dX(t) = a(t, X(t))dt + b(t, X(t))dW (t). (2.2)

A função a(t, X(t)) é comumente chamada de função de “drift” e a função b(t, X(t)) de
coeficiente de difusão. Além disso, W (t) é um movimento browniano. Quando b = 0, temos
uma equação diferencial ordinária. A segunda integral, na Equação 2.1, é uma integral de
estocástica (PLATEN, 1999).

2.1 Integrais estocásticas

Como sabemos, dada uma função f : [a, b] → R, a integral
∫ b

a f(t)dt é definida pelo
limite

lim
∆→0

N−1∑
i=0

f(τi)(ti+1 − ti) (2.3)

sendo ∆ = maxi{ti+1 − ti} e τi ∈ [ti, ti+1].

Inspirado no caso determinístico, é desejado desenvolver um cálculo estocástico de
modo que seja possível calcular integrais estocásticas. Primeiramente, podemos considerar

N−1∑
i=0

h(ti)(W (ti+1) − W (ti)), (2.4)

como uma aproximação da integral estocástica
∫ b

a h(t)dW (t), sendo h : [a, b] → R. Outra
alternativa é

N−1∑
i=0

h
(

ti + ti+1

2

)
(W (ti+1) − W (ti)). (2.5)

Após alguns cálculos, é possível perceber que as aproximações apresentadas nas
Equações 2.4 e 2.5 resultam em valores distintos e esse desencontro não desaparece quando
maxi{ti+1 − ti} → 0. Por exemplo, ao calcular a integral

∫ T
0 W (t)dW (t) de acordo com a

aproximação da Equação 2.4, obtemos:∫ T

0
W (t)dW (t) = 1

2W (T )2 − 1
2T. (2.6)
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Porém, de acordo com a aproximação da Equação 2.5, temos:∫ T

0
W (t)dW (t) = 1

2W (T )2. (2.7)

Isso evidencia uma diferença significativa entre integração determinística e estocás-
tica, sendo necessário detalhar como a soma é efetuada. Além disso, é importante pontuar
o tipo de convergência utilizada, visto que estamos lidando com variáveis aleatórias.

Ao utilizar o valor da função no ponto esquerdo do intervalo, estamos calculando
a integral de Itô. Caso consideremos o valor intermediário do intervalo para calcular a
função, estamos efetuando a integral de Stratonovich. Devido a algumas conveniências, a
integral de Itô é mais utilizada (HIGHAM, 2001).

2.1.1 Lema de Itô

Para desenvolver um cálculo estocástico, é desejável adaptar a regra da cadeia do
cenário determinístico para o estocástico. Consideremos a equação diferencial estocástica
descrita na Equação 2.2. Seja F (t, X) uma função suave. O Lema de Itô aplicado em
F (t, X), X satisfazendo a equação diferencial estocástica, resulta em (ALLEN, 2007):

dF (t, X) =
(

∂F (t, X)
∂t

+ a(t, X)∂F (t, X)
∂x

+ 1
2b(t, X)2 ∂2F (t, X)

∂x2

)
dt

+ b(t, X)∂F (t, X)
∂x

dW (t).
(2.8)

O Lema de Itô pode ser utilizado para encontrar momentos da solução da equação
diferencial estocástica e para determinar, em alguns casos, a solução exata.

A seguir temos dois exemplos. O primeiro tem como objetivo encontrar a solução
da EDE, enquanto o segundo visa calcular o primeiro e o segundo momento da solução da
EDE.

Exemplo 1. Considere a equação

dX(t) = µX(t)dt + σX(t)dW (t)

com condição inicial X(0) = X0. Seja F (t, X) = ln(X(t)). Aplicando o Lema de Itô em
F (t, X), obtemos:

d ln(X(t)) =
[
µ − 1

2σ2
]

dt + σdW (t).

Integrando:
ln(X(t)) − ln(X(0)) =

∫ t

0
(µ − 1

2σ2)ds +
∫ t

0
σdW (s).

Após alguns cálculos, encontramos a solução

X(t) = X0 exp
[(

µ − 1
2σ2

)
t + σW (t)

]
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Exemplo 2. Consideremos

dX(t) = dt + X(t)dW (t),

sendo X(0) = X0. Como
X(t) = t +

∫ t

0
X(s)dW (s),

segue que E(X(t)) = t. Aplicando o Lema de Itô em F (t, X) = X2, encontramos

d(X2(t)) =
[
2X(t) + X2(t)

]
dt + 2X2(t)dW (t).

Assim,
E(X2(t)) = E

∫ t

0

(
2X(s) + X2(s)

)
ds.

Isso leva a equação diferencial ordinária

dE(X2(t))
dt

= 2E(X(t)) + E(X2(t)) = 2t + E(X2(t)),

com E(X2(0)) = 0. Resolvendo, obtemos

E(X2(t)) = 2 exp(t) − 2t − 2.

Por último,

Var(X(t)) = E(X2(t)) − (E(X(t)))2 = 2 exp(t) − t2 − 2t − 2.

2.2 Equação de Fokker-Planck

Seja X(t) a solução da EDE descrita na Equação 2.2. A densidade de probabilidade
p(t, x) = P(X(t) ≤ x) soluciona a equação diferencial parcial

∂p(t, x)
∂t

= −∂[a(t, X)p(t, x)]
x

+ 1
2

∂2b(t, X)2p(t, x)
∂x2 . (2.9)

Através da Equação 2.9, podemos encontrar a distribuição estacionária da equação
diferencial estocástica fazendo ∂p(t, x)

∂t
= 0 e resolvendo a equação diferencial parcial

resultante. A distribuição estacionária corresponde a

lim
t→∞

p(t, x). (2.10)

Desse modo, quando t tende a infinito, a distribuição das soluções tende a distri-
buição estacionária. Em alguns casos, a equação diferencial estocástica possui solução
estacionária. A solução estacionária possui distribuição invariante ao longo do tempo
(SIMO SARKKA, 2019).
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2.3 Métodos numéricos

Apesar de existirem técnicas e artifícios para resolver equações diferenciais esto-
cásticas, frequentemente não é possível encontrar soluções analíticas. Isso ocorre, pois
tais equações podem ficar complexas e difíceis de manusear. Dessa forma, com o objetivo
de obter trajetórias e características probabilísticas das soluções dessas equações, foram
desenvolvidos métodos numéricos.

Métodos numéricos são baseados na discretização do tempo com pontos

0 = t0 < t1 < · · · < tn < · · · < tN = T (2.11)

no intervalo [0, T ]. Os incrementos tn+1 − ti são chamados de passos. Os pontos podem ser
escolhidos de modo uniforme, utilizando sempre o mesmo passo, ou de modo aleatório.

Assim como no caso determinístico, um método básico amplamente conhecido
é o método de Euler–Maruyama, baseado em passos fixos. Nesse método, obtemos a
aproximação Xn através da recorrência:

Xn = Xn−1 + a(tn−1, Xn−1)(tn − tn−1) + b(tn−1, Xn−1)(W (tn) − W (tn−1)), (2.12)

sendo tn − tn−1 fixo, ∀n.

Através de estudos teóricos e simulações, mostrou-se que nem todas aproximações
com discretização do tempo convergem para a solução quando o passo tende a zero. Logo,
é necessária uma abordagem sistemática para escolher um método eficiente e confiável
para o problema em questão (PLATEN, 1999).

2.3.1 Convergência forte e fraca

Visto que desejamos que os métodos numéricos reproduzam satisfatoriamente as
trajetórias das soluções e seus comportamentos probabilísticos, precisamos definir maneiras
de avaliar a precisão das simulações geradas. É conveniente mensurar a eficiência do
métodos numérico pela sua ordem de convergência.

Contudo, no caso estocástico, existem diversos tipos de convergência, as quais
podem ser úteis na teoria ou na prática. Os dois tipos de convergência mais conhecidos
são convergência forte e fraca. Na convergência forte, estamos interessados em aproximar
as trajetórias das soluções. Assim, uma aproximação Xn da solução exata X(tn) possui
ordem de convergência forte igual a γ se a seguinte relação é satisfeita (PLATEN, 1999):

E|Xn − X(tn)| ≤ C · max
n

{tn − tn−1}γ, (2.13)

sendo C uma constante.

Por outro lado, na convergência fraca, desejamos aproximar a distribuição das
soluções. Desse modo, uma aproximação Xn possui ordem de convergência fraca igual a γ
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se
|Ep(Xn) − Ep(X(tn))| ≤ C · max

n
{tn − tn−1}γ, (2.14)

sendo C uma constante, X(tn) a solução exata e p uma função suave com crescimento
polinomial. Pelas definições apresentadas, a simulação de um método numérico satisfazendo
o conceito de convergência fraca tem mais liberdade quando comparada a simulação
respeitando a convergência forte.

2.3.2 Método de Milstein

Outro método básico amplamente conhecido é o método de Milstein, baseado em
passos fixos. Nesse método, obtemos a aproximação Xn através da recorrência:

Xn =Xn−1 + a(tn−1, Xn−1)(tn − tn−1) + b(tn−1, Xn−1)(W (tn) − W (tn−1))

+ b(tn−1, Xn−1)b′(tn−1, Xn−1)I,

sendo
I =

∫ tn

tn−1

∫ s2

tn−1
dWs1dWs2 = ((W (tn) − W (tn−1))2 − (tn − tn−1)). (2.15)

Esse método tem ordem de convergência forte igual a 1 e ordem de convergência fraca
igual a 1,5. Para obter simulações das trajetórias (convergência forte), é necessário simular
as diferenças do movimento browniano. Contudo, para simular a distribuição das soluções
(convergência fraca), a variável aleatória W (tn) − W (tn−1) pode ser substituída por ∆Ŵ ,
satisfazendo

P (∆Ŵ ) = ±
√

tn − tn−1 = 1
2 . (2.16)

Os métodos de Euler–Maruyama e de Milstein são obtidos através do truncamento
da expansão de Taylor no cenário estocástico. Mais termos da expansão de Taylor podem
ser incluídos visando o aumento da ordem de convergência. Porém, para obter métodos
com ordem de convergência elevada, identificamos o surgimento de integrais mais extensas.
Para simulações considerando convergência forte, essas integrais devem ser calculadas
precisamente. Enquanto, ao considerar convergência fraca, elas podem ser substituídas
por expressões mais fáceis de simular.

Dessa forma, percebemos que a simulação de métodos fracos possui mais liberdade,
visto que variáveis aleatórias complicadas podem ser substituídas por variáveis mais simples,
desde que alguns momentos sejam preservados.

2.3.3 Estabilidade

Os conceitos de convergência forte e fraca são referentes a acurácia do método
numérico em um intervalo finito [0, T ]. Porém, em algumas aplicações, é interessante
saber o comportamento do sistema quando t → ∞. Nesse contexto, as desigualdades
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apresentadas em 2.13 e 2.14 não ajudam, pois a constante C cresce ilimitadamente com o
tamanho do intervalo.

Um modo de avaliar a estabilidade e o comportamento de métodos numéricos
quando t → ∞ é aplicá-los em equações com equilíbrio conhecido. Assim, consideremos

dX(t) = aλX(t)dt + µX(t)dW (t) (2.17)

com X(0) = X0. Temos que

lim
t→∞

|X(t)| = 0 ⇐⇒ ℜ
{

λ − 1
2µ2

}
< 0, (2.18)

lim
t→∞

EX(t)2 = 0 ⇐⇒ ℜ{λ} + 1
2 |µ|2 < 0, (2.19)

sendo ℜ{x} a parte real de x. O lado direito da Equação 2.18 caracteriza a estabilidade
assintótica. Enquanto o lado direito da Equação 2.19 define a estabilidade “mean-square”
(HIGHAM, 2001).
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3 Otimização de Funções

Nesta seção, apresentaremos uma abordagem envolvendo equações diferenciais
estocásticas, baseada em (F. ALUFFI-PENTINI V. PARISI, 1985), para minimizar uma
função f : Rn → R.

Visando encontrar o mínimo global de f , obteremos o valor assintótico da EDE

dξ(t) = −∇f(ξ)dt + ϵ(t)dW (t), (3.1)

ou seja, obteremos o mínimo global da função f encontrando a distribuição estacionária
de ξ(t). Na Equação 3.1, ∇f é o gradiente de f , W (t) é um movimento browniano de
dimensão n e ϵ(t) é uma função do tempo que satisfaz

lim
t→+∞

ϵ(t) = 0. (3.2)

Além disso, assumimos que:

lim
∥x∥2→+∞

f(x) = +∞. (3.3)

Para seguir as trajetórias de 3.1, precisamos determinar como calcular numerica-
mente as mesmas. Adicionalmente, é válido ressaltar que não temos interesse nas trajetórias,
apenas em seus valores assintóticos.

3.1 Método

Sejam

∆tk > 0,

tk =
k−1∑
i=0

∆ti, ∀k,

t0 = 0.

Discretizaremos 3.1, aplicando o método de Euler–Maruyama. Assim, ξ(tk) será
aproximado por ξk, obtido pela equação de diferenças finitas

ξk+1 − ξk = −∆tk∇f(ξk) + ϵ(tk)(W (tk+1) − W (tk)), (3.4)

sendo ξ0 = x0.

Para melhorar a estabilidade do método, ∆tk assumirá valores pequenos. Além disso,
substituiremos ∇f(ξk) por n⟨∇f(ξk), r⟩r, sendo r um vetor com dimensão n distribuído
uniformemente em uma esfera de dimensão (n − 1). Essa substituição será realizada, pois

n · E(⟨v, r⟩r)v = v,
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sendo v um vetor dado.

Assim, seguiremos os seguintes passos.

1. Calculamos N > 1 trajetórias, utilizando a aproximação descrita acima, com ϵ(t)
constante.

2. Calculamos o valor de f nas trajetórias obtidas e utilizamos como função de mérito,
ou seja, quanto maior o valor de f , pior a trajetória.

3. Após aplicar a aproximação citada por um número fixo de passos, comparamos as N

trajetórias, usando como critério a função de mérito. A pior trajetória é descartada
e uma das trajetórias restantes é divida em duas. A nova trajetória possui um valor
diferente de ϵ(t), mas, constante.

4. As aproximações das trajetórias são computadas por um determinado número de
passos.

5. Retornamos a etapa 2

Ao avaliar as N trajetórias, normalmente a com pior resultado possui o valor de ϵ

decrescido. Porém, esse valor pode ser aumentado, caso perceba-se que a trajetória está
presa em um mínimo local.
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4 Resultados

O método de otimização descrito no Capítulo 3 foi implementado em Python. Como
retorno, o método fornece os valores atuais de ξ(t) nas N trajetórias consideradas. Além
disso, é apresentado o maior e o menor vetor de ξ obtido ao longo da simulação, bem como
o melhor resultado e o vetor ξ∗ associado ao melhor resultado. Quando f : Rn → R, n > 1,
o maior e o menor vetor são determinados considerando-se a soma das entradas de ξ. Essa
escolha tem como objetivo identificar se vetores com entradas positivas ou negativas foram
avaliados.

O método foi aplicado em quatro funções. A Tabela 1 apresenta o valor utilizado
para cada parâmetro na simulação.

Parâmetro Valor Utilizado
Número de trajetórias avaliadas (N) 7

Taxa de aumento do ϵ 3
2

Taxa de diminuição do ϵ 10−3

Tabela 1 – Valores dos parâmetros utilizados nas simulações.

A primeira função utilizada é

f1(x) = x6 − 15x4 + 27x2 + 250. (4.1)

A função possui três mínimos, sendo dois globais, f1(−3) = f1(3) = 7 e um local,
f1(0) = 250. O gráfico dessa função pode ser visualizado na Figura 1.

Figura 1 – Gráfico da função descrita na Equação 4.1.

O resultado das simulações pode ser visto na Figura 2.
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Figura 2 – Resultados observados ao aplicar o método na otimização da função descrita
na Equação 4.1, utilizando-se N = 7.

O segundo teste realizado utilizou a função

f2(x, y) =
(

4 − 2, 1x2 + x4

3

)
x2 + xy + (−4 + 4y2)y2. (4.2)

Essa função possui seis mínimos, sendo apenas dois globais nos pontos (−0, 0898; 0, 7126)
e (0, 0898, −0, 7126). As curvas de níveis da função estão representadas na Figura 3.

Figura 3 – Gráfico da função descrita na Equação 4.2.

A Figura 4 exibe o resultado obtido através do método.

Figura 4 – Resultados observados ao aplicar o método na otimização da função descrita
na Equação 4.2, utilizando-se N = 7.
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A terceira função considerada foi

f3(x) = x4

4 − x2

2 + 0, 1x. (4.3)

A função possui dois mínimos, x ≈ −1, 04668 e x ≈ 0, 945649. O primeiro mínimo
é global e o segundo é local. O gráfico da função está exibido na Figura 5.

Figura 5 – Gráfico da função descrita na Equação 4.3.

A Figura 6 apresenta o resultado das simulações.

Figura 6 – Resultados observados ao aplicar o método na otimização da função descrita
na Equação 4.3, utilizando-se N = 7.

O último teste é em relação a função

f4(x, y) = x2

2 + 1
2 (1 − cos(2x)) + y2. (4.4)

Esta função possui diversos mínimos, sendo a origem o mínimo global. As curvas
de nível da função podem ser visualizadas na Figura 7.
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Figura 7 – Gráfico da função descrita na Equação 4.4.

O resultado obtido pelas simulações está exibido na Figura 8

Figura 8 – Resultados observados ao aplicar o método na otimização da função descrita
na Equação 4.4, utilizando-se N = 7.

É possível notar que o método foi capaz de retornar o mínimo global em todos os
testes, mesmo quando a função possuía diversos mínimos.
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5 Conclusão

É evidente que a otimização de funções desempenha um papel crucial em várias áreas,
sendo fundamental, por exemplo, em aprendizado profundo. Nessa área, é fundamental
otimizar os pesos da rede neural de modo a garantir um bom desempenho e assegurar que
o modelo seja capaz de generalizar para um conjunto de dados não observados.

Conforme discutido na Introdução, uma abordagem comum para otimização de
funções é a aplicação de métodos baseados em equações diferenciais ordinárias (EDO). No
entanto, em muitos cenários, esses métodos podem enfrentar desafios ao buscar o mínimo
global, permanecendo, muitas vezes, presos em mínimos locais. Diante dessa limitação, o
presente trabalho ofereceu uma breve apresentação das equações diferenciais estocásticas,
explorando conceitos como Lema de Itô, equação de Fokker-Planck, métodos numéricos,
tipos de convergência e estabilidade.

Adicionalmente, o trabalho explorou um método, baseado em equações diferenciais
estocásticas, para a otimização de funções. Ao aplicar esse método em quatro funções com
múltiplos mínimos, sendo alguns globais, os resultados obtidos foram satisfatórios. Em
todos os testes realizados, o método demonstrou sua eficácia ao alcançar o mínimo global.
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