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RESUMO  
 

 
A inserção de criptomoedas nas carteiras de investimento, sobretudo o Bitcoin, tem 

sido um assunto cada vez mais em voga na mídia e despertado interesse não só entre 

investidores pessoas físicas como atualmente nas grandes corporações e instituições 

financeiras. Diante desta popularização e mudança de discurso por parte de tais 

entidades, hoje já se fala sobre o suposto papel destes ativos na diversificação e 

proteção (hedge) de portfólios. Uma extensa literatura a respeito destas propriedades 

foi desenvolvida nos últimos anos, principalmente para o mercado americano. 

Contudo, os estudos são escassos para economias emergentes, sobretudo para o 

mercado brasileiro. Diante do exposto, o objetivo deste trabalho é preencher esta 

lacuna, verificando o efeito da adição de um índice de criptomoedas a uma carteira de 

ações brasileiras. Para tal, fez-se uso de modelos da família GARCH para obtenção 

das volatilidades, mais especificamente os modelos univariados EGARCH e 

TGARCH. Para a obtenção das covariâncias utilizou-se o modelo multivariado ADCC-

GARCH, todos eles com extensão quanto à captura dos efeitos da assimetria. Foram 

obtidos dois portfólios: variância mínima e carteira ótima maximizando a relação 

retorno/risco, composto inicialmente pelos ETFs BOVA11 e SMAL11 sendo 

incorporado, após isso, um índice de criptomoedas, criado para tal fim. Definidas as 

carteiras, foi calculado o VaR (Valor em Risco) e a contribuição percentual de cada 

posição para o VaR total. Intuitivamente, dada a extrema volatilidade das 

criptomoedas, a ideia de hedge pode ser controversa. De fato, este estudo conclui que 

a sua adição não reduz o risco em média, sendo o foco nas correlações insuficientes 

para altos níveis de volatilidade. Tal inclusão mostrou-se mais benéfica do ponto de 

vista da melhoria da rentabilidade dos portfólios do que para diversificação dos riscos.  

 

 

Palavras-chave: criptomoedas; diversificação; rentabilidade; riscos 

 
 
 

  



 
 

 
 

ABSTRACT 
 
 
The inclusion of cryptocurrencies in investment portfolios, especially Bitcoin, has been 

an increasingly popular subject in the media and it has aroused interest not only among 

individual investors but also in large corporations and financial institutions. Considering 

this popularization and change of discourse on the part of such entities, nowadays 

there is already talk about the role of these assets in diversifying and hedging 

portfolios. A large literature on this topic has been developed in recent years, mainly 

for the American market. However, studies are scarce for emerging economies, 

especially for the Brazilian market. Given the above, the objective of this work was to 

fill this gap, by verifying the effect of including a cryptocurrency index to a portfolio of 

Brazilian stocks. For this purpose, models from the GARCH family were used to obtain 

volatilities (more specifically the univariate models EGARCH and TGARCH). The 

ADCC-GARCH multivariate model was used to obtain the covariances (all these 

models are capable of capturing asymmetries effects). Two portfolios were obtained: 

The global minimum variance and the optimal risky, initially composed of the ETFs 

BOVA11 and SMAL11. Then, a representative index of the cryptocurrencies was 

created and introduced to these portfolios. Once they were defined, the VaR (Value at 

Risk) and the percentage contribution of each position to the total VaR were calculated. 

Intuitively, given the extreme volatility of cryptocurrencies, the idea of hedging might 

be controversial. In fact, this study concludes that the addition of cryptocurrencies to 

these stocks’ portfolios does not reduce risk on average, it indicates that a focus on 

correlations is insufficient for high levels of volatility. Such addition proved to be more 

beneficial for increasing the profitability of the portfolios than for risk diversification. 

 
 
Keywords: cryptocurrencies; diversification; profitability; risks 
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1. INTRODUÇÃO 
 

A procura por maximização de rentabilidade e minimização dos riscos leva cada 

vez mais os investidores a buscarem investimentos alternativos. O estudo em questão 

busca analisar o comportamento das criptomoedas como elemento alternativo a ser 

incluído em uma carteira de ações brasileiras, a ser composta pelos ETFs BOVA11 e 

SMAL11.  

Nos últimos anos, as criptomoedas tem ganhando popularidade e se 

estabelecido como uma nova classe de ativos. Segundo Flitter (2021), o que até 

recentemente era considerado ameaça ao setor financeiro, dado a característica 

descentralizada das criptomoedas, hoje é visto como oportunidade de negócios para 

os grandes bancos.  

As instituições financeiras não só ofertam investimentos em criptomoedas por 

meio de fundos como alguns até iniciaram sua própria moeda digital – como é o caso 

da JP Coin, criada pelo maior banco americano, JP Morgan. 

De acordo com Shrivastava (2022), até o final de 2021, o mercado global de 

criptomoedas tinha cerca de 300 milhões de usuários. Diante desta popularização e 

mudança de discurso por parte destas entidades, hoje já se fala sobre o suposto papel 

destes ativos, sobretudo do Bitcoin, como diversificador de portfólio, hedge de 

proteção contra inflação e porto seguro durante choques nos mercados de ação 

(WANG et al., 2019, URQUHART e ZHANG, 2019, COLON e MCGEE, 2020).  

De acordo com o banco JP Morgan1, os investidores institucionais e 

corporações poderiam estar considerando o Bitcoin2 como um hedge de inflação 

melhor do que o ouro. Intuitivamente, dada a sua alta volatilidade, ter o ativo como 

hedge pode ser questionável.  

 
1 QUIROZ-GUTIERREZ, Marco. Bitcoin—not gold—is the new inflation hedge, says JPMorgan. Revista 
Fortune, em 08 de outubro de 2021. Disponível em: < https://fortune.com/2021/10/08/bitcoin-not-gold-
is-the-new-inflation-hedge-says-jp-morgan/>. Acesso em: 17/03/2022. 
 
2 Para fins desse trabalho, assume-se que o bitcoin, bem como as demais criptomoedas, são 
percebidos pelo participantes do mercado como ativos, não como moeda dado seu caráter 
especulativo, volatilidade e velocidade de processamento das transações (GLASER et al., 2014; BAEK 
e ELBECK, 2015 apud KLIBER, 2019, WILLIAMSON, 2018). 
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Diversos trabalhos foram desenvolvidos nos últimos anos com o intuito de se 

testar as referidas propriedades de hedge e diversificador do ativo, sobretudo para o 

mercado americano. Entretanto, a literatura é escassa para economias emergentes, 

principalmente para o mercado brasileiro.  

Diante do exposto, o objetivo deste trabalho é verificar o efeito da adição de 

uma carteira de criptomoedas a um portfólio de ações brasileiras, no que diz respeito 

ao benefício da diversificação. Tal análise considera o contexto pós pandemia COVID-

19, crise da Ucrânia e alta da inflação, testes oportunos das supostas propriedades 

de diversificação e hedge.   

Serão obtidas as fronteiras de variância mínima e uma carteira ótima que 

maximize a relação retorno/volatilidade (Índice de Sharpe) para o portfólio inicial, 

composto pelos ETFs BOVA11 e SMAL11 sendo incorporado, após isso, um índice 

de criptomoedas representativo do mercado, visando análise do seu impacto nos 

retornos e riscos das carteiras.  

Tal índice será formado majoritariamente por Bitcoin (BTC), além de Ether 

(ETH) e Binance Coin (BNB), criptomoedas que juntas representam cerca de 65% da 

capitalização do mercado.  

Definidas as carteiras, será calculado o VaR (Valor em Risco) e a contribuição 

percentual de cada posição para o VaR total, relevante na identificação das fontes de 

exposição ao risco da carteira. 
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2. FUNDAMENTAÇÃO TEÓRICA 
 
2.1. Contextualização da pesquisa 

Na literatura existente, há diversos estudos desenvolvidos acerca das supostas 

propriedades de hedge, porto seguro e diversificador das criptomoedas, em especial 

o Bitcoin, que apresenta a maior capitalização de mercado. Tais análises consideram 

majoritariamente o mercado americano. Contudo, os resultados são muitas vezes 

antagônicos. 

Wang et al. (2019) e Tiwari et al. (2019) por exemplo, concluem pela 

propriedade de hedge das criptomoedas para o mercado acionário chinês e 

americano, respectivamente.  

Através de um modelo VAR-GARCH-BEKK, Wang et al. (2019) constatam que 

o Bitcoin pode servir de hedge contra ações, títulos e juros no mercado chinês, sendo 

também um porto seguro quando ocorrem mudanças extremas de preços no mercado 

monetário.  

Tiwari et al. (2019) examinam as correlações variáveis no tempo entre seis 

criptomoedas e S&P500 usando um modelo copula-ADCC-EGARCH, concluindo por 

suas propriedades de hedge, em especial para a criptomoeda Litecoin.  

Já outros estudos chegam a conclusões opostas, como é o caso das análises 

desenvolvidas por COLON e MCGEE, (2020), WANG et al. (2021) e KLEIN et al. 

(2018). 

Choi e Shin (2022), por meio de uma modelagem de vetor autorregressivo, 

fornecem evidências sobre a relação do Bitcoin contra a inflação, incertezas e preços 

do ouro, atestando que o Bitcoin aprecia contra a expectativa de inflação. No entanto, 

ao contrário do ouro, concluem que os preços do Bitcoin caem em resposta à choques 

decorrentes de incerteza financeira, baseada no indicador VIX, rejeitando a qualidade 

de porto seguro.  

Os autores também concluem que o mesmo não pode ser intitulado hedge, 

uma vez que os preços do Bitcoin acompanharam as oscilações do mercado de ações, 

representado pelo S&P500.  
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Baur et al. (2022), através do cálculo do peso ideal do Bitcoin em um portfólio 

de variância mínima com o S&P500, concluem que o ativo não reduz o risco, 

considerando não só a média, mas também subamostras, incluindo o período de crise 

do COVID-19. Suas  descobertas indicam que os investidores ganham mais ao incluir 

o Bitcoin em suas carteiras para aumentar os retornos do que para diversificar o risco. 

Entretanto, a literatura é escassa para economias emergentes, sobretudo para 

o mercado brasileiro. Kliber et al. (2019) analisam as referidas propriedades em 

diferentes mercados, quais sejam: Japão, Venezuela, China, Estônia e Suécia, 

usando dados diários durante o período de 2014-2017. Foi utilizado como base o 

modelo DCC (Correlação Condicional Dinâmica) entre os principais índices de ações 

e preço do Bitcoin em moedas locais.  

Seus estudos concluem que o Bitcoin seria porto seguro no caso da Venezuela 

e investimentos em bolívares. No caso de investimentos locais no Japão e na China, 

o Bitcoin se comportou como um diversificador. Já na Suécia e Estônia atuou como 

um hedge fraco. No caso da negociação em dólares, os resultados sugerem que o 

Bitcoin é um hedge fraco em relação a todos os mercados analisados. 

No Brasil, foi identificado apenas um estudo3 com este foco, desenvolvido em 

2019 - anterior ao bear market decorrente da pandemia de COVID-19. Para tal, foi 

utilizado o modelo GARCH 1,1. Os resultados obtidos são que o Bitcoin poderia ser 

usado com um hedge forte contra o Ibovespa em frequências diárias e como hedge 

fraco em frequências mensais. 

Diante disso, o presente estudo busca preencher esta lacuna, analisando as 

supostas propriedades de hedge, diversificador e porto seguro das criptomoedas para 

o mercado de ações brasileiro, considerando o cenário pós-covid, crise da Ucrânia e 

alta da inflação. 

Além disso, considera o contexto atual do mercado de criptomoedas, onde o 

Bitcoin vem reduzindo sua participação e abrindo espaço para outros ativos, o que 

 
3 TEOTÔNIO, Cícero Emanuel. Bitcoin como hedge e diversificador: efeitos no mercado de ações 
do Brasil.  Serra Talhada: UFRPE, 2019.  
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será representado por um índice a incluir os criptoativos Ether (ETH) e Binance Coin 

(BNB).  

Para tal análise, serão utilizados modelos de volatilidade com capacidade de 

se captar os efeitos das assimetrias, observadas frequentemente quando diferentes 

volatilidades são registradas nos casos de “boas notícias” ou de “más notícias”. 

 
2.2. Criptomoedas 

Criptomoeda se refere a uma moeda virtualmente criada e gerenciada por 

criptografia. Sua popularização cresceu significativamente após a introdução do 

Bitcoin, em 2008, na época da crise financeira global, tendo emergido como uma nova 

forma de moeda digital e estrutura de pagamento.  

É projetada como um sistema de pagamento peer-to-peer (p2p, que significa 

par-a-par), com uma rede de computadores descentralizada, ou seja, sem 

intermediários financeiros, onde o computador do usuário exerce funções de servidor 

e cliente ao mesmo tempo. 

Ao contrário das moedas fiduciárias “tradicionais”, as criptomoedas 
independem de autoridade central e não tem representação física. Seu 
valor não é fundamentado em um ativo tangível ou economia de 
qualquer país - em vez disso, baseia-se na segurança de um algoritmo 
que rastreia todas as transações (URQUHART et al., 2019).  

Segundo KLIBER (2019), seu status legal varia substancialmente entre os 

países. Japão, Austrália, Suíça e União Europeia por exemplo regulamentaram o uso 

de criptomoedas. Já na China, seu uso foi banido em 2017. Estados Unidos e Brasil 

encontram-se com a regulamentação em tramitação.  

De acordo com URQUHART et al. (2019), as criptomoedas apresentam como 

limitações a falta de confiança no sistema por parte de uma parcela da população bem 

como a sua aceitação restrita para transações. Outro ponto se refere às altas 

volatilidades observadas. Entretanto, sua popularização como um meio de troca se 

deu devido aos seus baixos custos de transação, abrangência global e 

descentralização governamental. 
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De acordo com KLEIN et al. (2018), o que começou como um experimento de 

entusiastas da governança descentralizada, passou a ser um modelo de negócio para 

empresas como uma nova forma de pagamento e uma alternativa para investidores. 

Anteriormente tidas como ameaça para o sistema financeiro, hoje as criptomoedas 

estão disponíveis nos grandes bancos por meio de fundos ou até mesmo através de 

suas próprias moedas digitais.  

Atualmente a capitalização de mercado das criptomoedas é de 1,14 trilhões de 

dólares4. O mercado conta hoje com 9,6 mil criptomoedas, cuja dominância é do 

Bitcoin, com cerca de 40% do valor de mercado, seguido por Ether, com 20%. 

 

2.3. Bitcoin 

Bitcoin (BTC) é um tipo de criptomoeda, projetada em 2008 por Satoshi 

Nakamoto (supostamente um pseudônimo de uma pessoa ou grupo de pessoas) para 

funcionar como um meio de troca, sem necessitar de uma instituição financeira para 

tal. 

Selmi et al. (2018) afirmam que a incerteza global em torno do colapso 

financeiro global de 2008 facilitou o surgimento do Bitcoin e fortaleceu sua 

popularidade. Trata-se da criptomoeda com maior valor de mercado, representando 

40%. 

Ainda de acordo com os autores, seu uso como alternativa a moedas locais em 

países como a Grécia, durante sua crise financeira, bem como na Venezuela e Índia 

(cujos governos adotaram políticas de desmonetização e restrição de remessa de 

capital para o exterior) remete ao seu comparativo com o ouro, comumente tido como 

porto seguro em períodos de crises financeiras e incertezas políticas.  

Entretanto, Baur et al. (2018) atestam que o Bitcoin deve ser enquadrado como 

ativo, não moeda ou meio de troca, uma vez que é majoritariamente transacionado 

para fim especulativo. Alguns estudos também questionam seu papel como moeda 

 
4 Para fins de referência, similar ao valor de mercado das empresas Google (Alphabet) e Amazon. 
Supera o valor de todas as ações listadas na bolsa brasileira, que juntas somam cerca de 884 bilhões 
de dólares (dados de 29/07/2022).  
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devido à sua volatilidade e velocidade de processamento das transações 

(WILLIAMSON, 2018).  

Já Dyhrberg (2016) afirma que o Bitcoin tem muitas semelhanças com o ouro 

e o dólar, tais como suas capacidades de hedge e, portanto, sua posição no mercado 

estaria entre os dois ativos.  

De acordo com Baur et al. (2017), as criptomoedas, mais especificamente o 

Bitcoin, seriam similares ao ouro devido à sua escassez por definição e pela sua 

descentralização, mas não tem valor “intrínseco” semelhante ao dólar. A ausência de 

risco de contraparte para o ouro, no entanto, não é correspondida pela rede de 

pagamentos das criptomoedas. 

Segundo Kliber et al. (2019), o Bitcoin é muito diferente do ouro e das moedas 

fiduciárias, por possuir características únicas de risco-retorno, por seguir um processo 

de volatilidade diferente e não estar correlacionado com outros ativos.  

Os autores também citam o caráter altamente especulativo do Bitcoin, bem 

como das outras criptomoedas no geral, diferindo do ouro ou do dólar americano e, 

sendo percebido pelos participantes do mercado como um ativo, não como moeda 

stricto sensu, o que será assumido para fins deste trabalho.  

 

2.4. Hedge, porto seguro e diversificador 

Baur e Lucey (2010) estabelecem uma diferenciação de nomenclatura que 

considera a correlação e o efeito da adição de um ativo no portfólio em termos de 

redução de perdas em tempos de turbulência de mercado: 

2.4.1. Hedge 

Um hedge é definido como um ativo que é não correlacionado ou é 
negativamente correlacionado com outro ativo ou portfólio em média, 
não apresentando a propriedade específica de reduzir perdas em 
tempos de estresse ou turbulência do mercado - uma vez que o ativo 
pode apresentar uma correlação positiva em tais períodos e uma 
correlação negativa em tempos normais, com uma correlação negativa 
em média. 
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2.4.2.  Diversificador 

Um diversificador é definido como um ativo que é positivamente (mas 
não perfeitamente correlacionado) com outro ativo ou carteira em 
média. Semelhante ao hedge, o diversificador não possui a 
propriedade (específica) de reduzir perdas em condições de mercado 
extremamente adversas. 

2.4.3. Porto seguro 

Um porto seguro é definido como um ativo não correlacionado ou 
correlacionado negativamente com outro ativo ou carteira em 
momentos de estresse ou turbulência no mercado. Assim, em tempos 
normais ou condições de mercado de alta, a correlação pode ser 
positiva ou negativa.  

Portanto, ou autores afirmam que se o ativo estiver correlacionado 

negativamente com o outro ativo ou carteira em condições de mercado extremamente 

adversas, está compensando o investidor pelas perdas, pois o preço do mesmo 

aumenta quando o preço do outro ativo ou carteira cai. 

 

2.5. Risco e Volatilidade  

Intuitivamente, quanto mais volátil for a série de preços (ou retornos) 

associados a determinado ativo, maior será a incerteza quanto ao seu comportamento 

e, portanto, maior o risco incorrido na sua negociação (SANTOS, 2015). 

Segundo Cerchiari et al. (2009), a análise da volatilidade torna-se um elemento 

essencial para a aferição, controle e minimização dos riscos relacionados aos retornos 

esperados dos ativos negociados nos mercados de renda variável. 

Diante disso, a correta previsão da volatilidade é importante não só no esboço 

de estratégias de hedge como também na identificação de momentos de grande 

incerteza no mercado. Quanto mais incerto, mais os preços variam e maior a variância 

dos retornos, implicando a possibilidade de grandes ganhos ou perdas (MORAIS et 

al.,1999).    

Segundo Santos (2015), os modelos de volatilidade têm como principal objetivo 

prover uma métrica que pode ser utilizada na gestão de ativos, auxiliando na tomada 

de decisões financeiras, na montagem de carteiras e na formação de preço de 
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derivativos, uma vez que serve como instrumento de orientação e mensuração dos 

riscos associados aos investimentos.  

Milach (2010) afirma que desde o trabalho de Markowitz (1952) a volatilidade 

ocupa um papel importante na moderna teoria de finanças, transformando o risco em 

peça central na gestão de portfólio. Contudo, seu modelo está baseado em algumas 

premissas restritivas, ao considerar a variância dos retornos constante ao longo do 

tempo.  

Entretanto, sabe-se empiricamente que tal premissa acaba não se verificando 

para séries financeiras, caracterizadas pela heterocedasticidade, com variância 

flutuante ao longo do tempo. Segundo Morettin (2004), os principais fatos estilizados 

relativos a retornos financeiros estão relacionados com a volatilidade e podem ser 

resumidos como:  

1. Retornos são em geral não auto correlacionados;  

2. Os quadrados dos retornos são auto correlacionados;  

3. Retornos apresentam agrupamentos de volatilidade ao longo do tempo;  

4. A distribuição (incondicional) dos retornos, embora aproximadamente 

simétrica, é em geral leptocúrtica;  

5. Algumas séries de retornos são não-lineares. 

De acordo com Morais et al. (1999), a determinação desta volatilidade pode ser 

feita com base no conhecimento da variância passada (processo determinístico), ou 

ainda quando esta variância não é conhecida (processo estocástico). Um terceiro 

método, não paramétrico, seria através de redes neurais. 

Segundo os autores, estes modelos apresentam diversas formulações que 

captam diferentes efeitos observados em séries financeiras, tais como a aglomeração 

da variância e a persistência na volatilidade. 

Dentre os vários modelos, um dos mais utilizados é o Generalized 

Autoregressive Conditional Heteroskedastic (GARCH), que será utilizado para fins 

deste trabalho. Trata-se de um modelo generalizado da família ARCH (Autoregressive 
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Conditional Heteroskedastic) de Engle (1982). Tal extensão foi desenvolvida por 

Bollerslev (1986). 

O modelo ARCH, juntamente com outras contribuições, rendeu a Robert Engle 

um Prêmio Nobel de Economia em 2003. Modelos de volatilidade como ARCH e 

GARCH incorporam a característica de caudas longas (ou pesadas) para retornos, 

implicando em estimativas de curtose significativamente maiores do que 3 e indicando 

a não-normalidade dos retornos (MORETTIN, 2004). 

Nos tópicos a seguir será apresentado um breve contexto dos modelos ARCH 

e GARCH. 

 

2.6. Modelo ARCH (Autoregressive Conditional Heteroskedasticity) 

De acordo com Santos (2015), o processo ARCH modela não só a média, como 

também captura a heterocedasticidade condicional dos retornos financeiros admitindo 

que a variância condicional de hoje seja a média ponderada dos retornos não 

esperados5 ao quadrado. 

“Na prática, as implicações da volatilidade dinâmica são como segue: os 

retornos financeiros irão resultar em grandes perdas com frequência superior à 

esperada – o efeito “cauda gorda6”; períodos incertos tendem a se aglomerar, com 

grandes variações de preços em poucos dias.” (PERLIN et al., 2021) 

Como um exemplo recente e prático, PERLIN et al. (2021) citam que em 

09/03/2020 o Ibovespa perdeu 13,98% de seu valor em um único dia devido 

principalmente ao episódio do COVID-19. O índice recuperou 13% do seu valor 

apenas alguns dias depois, em 13/03/2020. Quando considerada sua distribuição 

histórica de variações de preços, ambos os eventos são altamente inesperados e 

aconteceram com poucos dias de diferença. 

Quanto ao modelo, a série de retornos rt é representada pelo modelo de média 

constante C com retornos não esperados εt : 

 
5 sendo “retornos não esperados” composto pelos resíduos da série e pelo erro aleatório 
6 ou leptocúrtica 
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𝑟௧ = 𝐶 + 𝜀௧ 

Já a equação da variância condicional é especificada a seguir:  

𝜎௧
ଶ = 𝛼଴ + ෍ 𝛼௜ × 𝜀ଶ

௧ି௜

௤

௜ୀଵ

 

Onde: εt | It ~ N(0;σ2); erro com distribuição normal, média nula e variância σ2  
α0 >0, αi ≥ 0, i=1,...,q 

 
Como se observa na equação, tais modelos procuram captar a volatilidade de 

autocorrelações, onde o risco de hoje é dependente do risco observado no passado. 

Pela própria definição, altos valores de rt são seguidos por outros valores 

grandes das séries e, devido ao modelo fazer uso dos retornos ao quadrado, alguns 

retornos grandes e isolados podem conduzir a super previsões (SANTOS, 2015). 

Uma desvantagem do modelo é que trata retornos positivos e negativos de 

forma similar, já que retornos estão elevados ao quadrado. Na prática, sabe-se que a 

volatilidade reage de modo diferente a cenários de alta ou baixa (MORETTIN, 2004). 

Relevante citar que os modelos ARCH não são frequentemente usados nos 

mercados financeiros porque o modelo GARCH é mais parcimonioso, isto é, pelo fato 

de usar menos parâmetros, minimiza a carga computacional. 

Devido à dificuldade para se estimar os coeficientes do modelo ARCH, 

resultado da recorrente necessidade de uma ordem q elevada, os modelos GARCH 

adicionam a dependência da variância em relação à variância passada (MORETTIN, 

2004). 

 
2.7. Modelos GARCH (Generalized Autoregressive Conditional 

Heteroscedasticity)  

Nos modelos ARCH, a variância de um retorno em um dado instante de tempo 

t depende de seus retornos passados por meio de uma função quadrática. Já o modelo 

GARCH depende não somente de perturbações passadas ao quadrado, mas também 

de variâncias condicionais passadas, ou seja, são heterocedásticos condicionais, e 

têm uma variância incondicional constante (SANTOS, 2015).  

A equação da variância condicional é apresentada a seguir:  
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𝜎௧
ଶ = 𝛼଴ + ෍ 𝛼௜ × 𝜀ଶ

௧ି௜

௤

௜ୀଵ

+ ෍ 𝛽௜ × 𝜎ଶ
௧ି௜

௣

௜ୀଵ

 

onde p é a ordem da dependência da variância com a variância passada, sendo 

os coeficientes α0 >0, αi ≥ 0 e βi ≥ 0. 

BOLLERSLEV (1986) afirma que para que o modelo apresente covariância 

estacionária e, portanto, variância incondicional ou uma tendência de convergência, 

os coeficientes das ordens p e q devem atender à seguinte condição: 

෍ 𝛼௜

௤

௜ୀଵ

+ ෍ 𝛽௜ < 1

௣

௜ୀଵ

 

Há modelos GARCH distintos em decorrência de diferentes especificações das 

equações da variância condicional. O modelo mais comum é o GARCH (1,1), que 

também foi executado usado para fins deste trabalho. Sua especificação para a 

variância é representada pela seguinte equação: 

𝜎௧
ଶ = 𝜔 + 𝛼௜ × 𝜀ଶ

௧ି௜
+ 𝛽௜ × 𝜎ଶ

௧ି௜
 

onde os parâmetros são estimados por máxima verossimilhança. 

Segundo Marques (2017), apesar do modelo GARCH padrão conjugar diversas 

características observadas nas séries históricas, não apresenta capacidade de captar 

o efeito de assimetria, observada com frequência quando diferentes volatilidades são 

registradas nos casos de “boas notícias” ou de “más notícias”. 

A inexistência de uma estrutura assimétrica para a volatilidade gera 

distribuições enviesadas e com efeito sorriso (skewed distributions). Diante disso, 

foram executados outros modelos que incluem o efeito da assimetria, quais sejam: 

EGARCH, TGARCH e GJR-GARCH.  
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2.7.1. Modelo EGARCH (Exponential Generalized Autoregressive 
Conditional Heteroscedastic) 

Para que fosse possível ultrapassar as dificuldades dos modelos anteriormente 

apresentados, Nelson (1991) introduz o modelo EGARCH, que apresenta a 

capacidade de descrição das diferentes respostas da taxa de retorno aos choques 

positivos e negativos, sem necessidade de qualquer restrição paramétrica 

(MARQUES, 2017).  

Tal modelo é expresso pela equação onde a variância condicionada, σt
2, é uma 

função assimétrica dos valores passados de εt, ou seja:   

𝐿𝑛 𝜎௧
ଶ = 𝛼଴ + ෍ 𝛼௜ × ൬

|𝜀௧ି௜|

𝜎௧ି௜
൰

௤

௜ୀଵ

+ ෍ 𝛾௜ × ൬
|𝜀௧ି௜|

𝜎௧ି௜
൰

௣

௜ୀଵ

+ 𝛽௜ ×  ln(𝜎௧ି௜
ଶ) 

Onde, α0: Valor constante  

βi, αi, 𝛾௜: Parâmetros do modelo   

εt-i: Erro observado em t-i   

σ t-i : Desvio-padrão observado em t-i 

Neste modelo, a equação associada indica-nos que a variância condicionada é 

uma função exponencial das variáveis, garantindo desta forma os seus valores 

positivos e que a natureza exponencial orienta a que os impactos externos 

imprevisíveis tendem a ter uma forte consequência na volatilidade prevista (LEMOS, 

2015). 

Na generalidade dos casos o parâmetro 𝛾, que é referente à assimetria, é 

negativo. Se menor que 0, significa que choques negativos aumentariam a volatilidade 

dos retornos. Se 𝛾 > 0, choques positivos diminuiriam as volatilidades dos retornos.  

Se 𝛾 = 0, significa que um choque positivo terá um efeito semelhante na 

volatilidade ao de um choque negativo da mesma amplitude.  

Como desvantagem do modelo, tem-se que a variância futura esperada para 

além de um período não poder ser calculada analiticamente (MARQUES, 2017). 
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2.7.2. TGARCH (Threshold Generalized Autoregressive Conditional 
Heteroscedastic) 

Desenvolvido por Glosten et al. (1993) e Zakoian (1994), o modelo TGARCH 

também visa captar assimetrias, sendo dado pela seguinte expressão: 

 𝜎௧
ଶ = 𝛼଴ + ෍ 𝛼௜ × 𝜀௧ି௜

ଶ

௤

௜ୀଵ

+ ෍ 𝛽௝ × 𝜎௧ି௜
ଶ

௣

௝ୀଵ

+ ෍ Ι௧ି௞𝛾௞ ×

௥

௞ୀଵ

𝜀௧ି௞
ଶ  

Onde It-k é uma variável dummy, que toma o valor de 1, se 𝜀௧ > 0 (boa notícia) 

e anula-se para 𝜀௧ ≤ 0 (má notícia).  

Perante “boas notícias” existe um impacto direto em α, por outro lado, nas “más 

notícias” esse impacto é igual a (α+ 𝛾).  

Se 𝛾 >0, verifica-se o chamado efeito alavanca. De acordo com Lemos (2015), 

os autores pioneiros nesta matéria foram Black (1976) e Christie (1982), ao explanar 

a assimetria com o efeito alavanca, exprimindo que uma queda no valor das ações 

aumentava o efeito de alavanca financeiro, que, consequentemente elevará o risco 

das suas ações assim como a sua volatilidade.  

Ainda segundo o autor, existiam algumas limitações identificadas na maior 

parte dos estudos quando tentavam explicar a variação temporal dos retornos. Os 

preços das ações, em muitos casos, não refletiam corretamente os riscos previsíveis, 

especialmente em situações que envolvessem “más notícias”. Já os padrões de 

retorno tendiam a reverter mais rapidamente após uma “má notícia” do que após uma 

“boa notícia”. Desta forma, designaram esta situação como o efeito alavanca. 

Quando o coeficiente 𝛾 ≠ 0, o impacto da divulgação de novas notícias 

apresenta um efeito assimétrico, onde as “más notícias” tem um maior impacto que 

as positivas. 

 

2.7.3. GJR-GARCH (Glosten Jagannatan Runkle - Generalized 
Autoregressive Conditional Heteroscedastic 

Desenvolvido por Glosten, Jagannathan e Runkle (1993), o modelo também 

busca incorporar o efeito de alavancagem e é expresso pela seguinte equação: 



 
 

15 
 

𝜎௧
ଶ = 𝛼଴ + ෍(𝛼௜ × 𝜀௧ି௜

ଶ + 𝛾௜

௤

௜ୀଵ

× S௧ି௜ × 𝜀௧ି௜
ଶ ) + ෍ 𝛽௝ × 𝜎௧ି௜

ଶ

௣

௝ୀଵ

 

O efeito alavanca também é captado por 𝛾, caso a variável dummy S௧ି௜ seja 

igual a 1, que se dá quando o retorno é negativo. Trata-se de um modelo bastante 

similar ao TGARCH, citado anteriormente.  

 

2.8. Moderna Teoria de Portfolio 

No que tange à alocação eficiente de capital, a análise e o domínio do risco na 

gestão de investimentos são desafios permanentes para o meio acadêmico e para os 

administradores de ativos que atuam nos mercados financeiro e de capitais (ZANINI 

e FIGUEIREDO, 2005). 

Contudo, somente com o trabalho de Markowitz (1952), que lhe rendeu um 

prêmio Nobel em Economia de 1990, foram lançadas as bases da que ficou conhecida 

como Moderna Teoria de Portfólios.  

De acordo com Zanini e Figueiredo (2005), em contraposição ao pensamento 

dominante à época de que a melhor situação para a alocação de recursos era a 

concentração dos investimentos nos ativos que ofereciam os maiores retornos 

esperados, Markowitz demonstra que seria possível obter combinações mais 

eficientes de alocação de recursos, com melhor relação retorno esperado versus risco 

incorrido. 

Uma das consequências mais relevantes de seu trabalho foi a análise do efeito 

da diversificação, onde a inclusão de diferentes ativos em um portfólio tende a resultar 

em uma carteira com risco inferior ao dos ativos individuais. Sua teoria adicionou um 

nova e importante variável na análise da composição das carteiras: a correlação entre 

os ativos. 

De acordo com O’Sullivan e Sheffrin (2003), o conceito da diversificação resulta 

da constatação de que cada ativo contribui para a volatilidade do portfólio de acordo 

com seu risco total ponderado por sua correlação com a carteira - quanto menor a 

correlação entre uma ação e a carteira remanescente, menor a volatilidade da carteira.  
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Portanto, segundo os autores, para uma carteira ampla, a menos que todos os 

ativos sejam perfeitamente correlacionados, o risco da mesma será menor do que a 

volatilidade média ponderada (risco total) dos ativos individuais. Em contrapartida, o 

retorno esperado da carteira será igual ao retorno esperado ponderado dos ativos 

individuais. Desta forma, uma carteira diversificada pode gerar retornos maiores, mas 

ter uma volatilidade menor do que o ativo menos volátil do portfólio.  

Importante ressaltar que o risco da carteira não é totalmente eliminado por meio 

da diversificação, uma vez que os ativos estão expostos ao risco sistêmico (ou de 

mercado), ou seja, são influenciados por fatores macroeconômicos em comum.  

As premissas do modelo de Markowitz (1952) se encontram resumidas a 

seguir:  

i) As únicas variáveis a serem utilizadas pelos investidores para avaliar um 

portfólio seriam retorno esperado e a variância das taxas de retorno sobre 

o horizonte de um período, esta última representando o risco. 

ii) Os investidores apresentam aversão aos riscos: quando postos diante de 

dois portfólios de mesmo retorno, os investidores fazem a escolha pelo de 

menor risco. 

iii) Os investidores estariam sempre insatisfeitos em termos de retorno. 

Instados a escolher entre duas carteiras de mesmo risco, sempre 

escolheriam a de maior retorno; 

iv) Os ativos individuais são infinitamente divisíveis, isto é, os investidores 

podem comprar ou vender qualquer fração deles; 

v) Existe uma taxa livre de riscos, à qual o investidor tanto poderia emprestar 

quanto tomar emprestado; 

vi) todos os impostos e custos de transação seriam considerados irrelevantes; 

vii) todos os investidores estariam de acordo em relação à distribuição de 

probabilidades das taxas de retorno dos ativos, ou seja: existiria um único 

conjunto de carteiras eficientes. 

Embora pareçam, à primeira vista, restrições rigorosas, não são irrealistas a 

ponto de inviabilizar o modelo, que é extensivamente usado tanto no mercado 

financeiro quanto no ambiente acadêmico.   
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2.8.1. Fronteira eficiente 

Uma vez estimados os retornos, as variâncias e as covariâncias para cada par 

de ativos, podem ser construídas, variando-se os pesos dos ativos, todas as carteiras 

possíveis com o conjunto de ativos selecionado.  

Dentre estas possíveis combinações de ativos, os portfólios que atendem ao 

requisito dos níveis ótimos (ou seja, que apresentam o  maior retorno dentre todas as 

possíveis carteiras para um determinado nível de risco) fazem parte do que Markowitz 

chama de “fronteira eficiente”.  

2.8.2. Limitações do modelo de Markowitz 

Segundo Lichtman (2019), para a devida implementação da otimização da 

carteira é relevante o entendimento das limitações do modelo de Markowitz, quais 

sejam:  

 Assumpção de normalidade dos retornos, negligenciando informações sobre 

características específicas da distribuição como a assimetria e eventos de 

cauda; 

 Outra questão associada a essa suposição é que a variância é uma medida de 

risco simétrica, que não distingue entre movimentos de baixa ou de alta 

(ASHVIN, 2015). 

 Estaticidade dos dados de entrada, uma vez que a correlação dos ativos varia 

ao longo do tempo e momentos de maior volatilidade podem desviar 

substancialmente dos níveis de correlação de longo prazo7; 

No entanto, apesar das diferenças de curto prazo, as correlações de longo 

prazo tendem a ser significativamente menores, possibilitando tangenciar a 

limitação dos dados de entrada estáticos estendendo o horizonte temporal 

(SIEGEL, 2014); 

 Erros de estimação: Em função do uso de dados esperados como parâmetros 

de entrada, é normal que surjam erros de estimação na otimização do portfólio; 

 Horizontes temporais: utiliza-se uma estrutura de otimização de período único, 

comumente empregando o período de um ano. Os investidores, no entanto, 

 
7 Especificamente, em momentos de crise, estudos mostram que a correlação tende a aumentar, 
fazendo com que os ativos se tornem cada vez mais correlacionados com o mercado, o que por sua 
vez representa um aumento do risco sistêmico (SANDOVAL; FRANÇA, 2012). 
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podem ter objetivos abrangendo vários horizontes temporais, discrepância esta 

que pode levar a portfólios indesejados (SWENSEN, 2009). 

 

2.9. Valor em Risco (VaR) 

Depois de 70 anos da sua publicação, pode-se afirmar que não houve 

mudanças significativas na teoria de Markowitz. Com a introdução do conceito de 

Valor em Risco (ou Value-at-Risk, em inglês), na década de 1990, ocorre uma 

evolução teórica na mensuração dos riscos.  

De maneira resumida, o VaR é valor monetário das perdas a que uma carteira 

está sujeita, a um dado nível de probabilidade e dentro de um horizonte de tempo.  

Formalmente, tem-se que 𝑃(ΔΠ௧ ≥ VaR) = α, onde α é o nível de significância 

adotado, ΔΠ௧ é a mudança no valor dos ativos na posição financeira, ao longo do 

período t.  

Considerando o W0 como valor inicial de uma carteira de investimento e Rt seu 

respectivo retorno, o valor esperado da carteira no final do período será: 

𝑊௧ = 𝑊଴(1 + 𝑅௧ ) 

Como o interesse é descobrir o menor valor da carteira associado ao nível de 

confiança dado por (1- α)%, a taxa de retorno 𝑅௧
∗  resultante neste menor valor (𝑊௧

∗) 

pode ser dado por: 

𝑊௧
∗ = 𝑊଴(1 + 𝑅௧

∗) 

Define-se o VaR relativo como sendo a perda relativa à média, µ, 

matematicamente expresso como: 

𝑉𝑎𝑅௥௘௟ = 𝑊଴(1 + 𝜇) − 𝑊଴(1 + 𝑅௧
∗) 

Simplificando a equação, tem-se que:  

𝑉𝑎𝑅௥௘௟ = −𝑊଴(𝑅௧
∗ − 𝜇) 

Entretanto, o VaR é comumente definido como a perda absoluta da carteira, ou 

seja, relativa à zero, portanto representado pela seguinte equação:  
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𝑉𝑎𝑅 = −𝑊଴𝑅௧
∗ 

A ideia principal na obtenção de uma estimativa concisa do VaR reside na 

capacidade e possibilidade de mensurar com precisão o retorno 𝑅௧
∗  associada ao 

valor da carteira 𝑊௧
∗  .  

Do ponto de vista matemático, no geral classifica-se os diferentes métodos para 

exprimir o conceito do VaR entre modelos paramétricos e os não paramétricos. 

Os modelos paramétricos podem ser simplificados ao se assumir que a 

distribuição de probabilidade dos retornos dos ativos pertence à uma família 

paramétrica, tais como Normal e a t-Student. 

Para este tipo de modelo, o VaR para um único ativo é simplesmente o produto 

da posição marcada a mercado pelo valor crítico (para uma dada probabilidade de 

cobertura) pelo previsor do desvio padrão.  

Métodos não paramétricos (tais como a simulação histórica) não requerem que 

a população seja analisada e algumas características da mesma sejam assumidas, o 

que é uma solução para ativos não lineares, como é o caso das opções, por exemplo. 

Também se aplica a mercados que apresentem distribuições com caudas gordas 

(leptocúrticas).  

De forma sucinta, a simulação histórica incide em recuar no tempo, com o 

objetivo de calcular o quantil apropriado ao nível de confiança (1- α) desejado.  

A grande vantagem do modelo de VaR e o que motivou sua adoção em larga 

escala no mercado financeiro é o fato dele capturar o efeito combinado de volatilidade 

e exposição aos fatores de risco incorridos em um investimento (SOUZA et al., 2017). 

Porém, segundo Jorion (2000 apud Souza et al., 2017), ao tratar do VaR de 

uma carteira de múltiplos ativos, é necessário destacar que este não é tão somente a 

soma dos VaR individuais, mas sim uma correlação entre seus ativos de modo a gerar 

um ganho potencial, a partir de modelos estruturados de seus ganhos marginais. 

O autor ainda afirma que o VaR tem como ponto positivo a capacidade de 

compilar em um único número, de fácil entendimento, a exposição total do risco de 



 
 

20 
 

mercado de uma instituição. Essa provável perda é então comparada ao capital 

disponível e às reservas de caixa para garantir sua cobertura.  
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3. METODOLOGIA 
 

O trabalho objetiva a avaliação dos efeitos decorrentes da introdução das 

criptomoedas em uma carteira de ativos arriscados (renda variável) relativas ao 

mercado de ações brasileiro.  

Para tal, foi construído um índice representativo do mercado das criptomoedas, 

composto pelas criptomoedas com maior capitalização de mercado - a exceção das 

stablecoins Tether e USD Coin, que apresentam uma proposta de paridade com o 

dólar americano.  

Tal índice, composto por majoritariamente por Bitcoin (BTC), além de Ether 

(ETH)8 e Binance Coin (BNB)9, criptomoedas que juntas somam atualmente cerca de 

65% da capitalização do mercado, foi introduzido nos portfólios de renda variável, de 

modo a se avaliar seus efeitos em termos de risco/ retorno.  

Para definição dos pesos dos ativos nas carteiras, utilizou-se como base a 

teoria de Markowitz, onde a relação que os ativos têm entre si é o principal fator 

decisório.  

Foram obtidas a carteira de variância mínima e uma carteira ótima que 

maximiza o Índice de Sharpe para o portfólio inicial, tendo sido incorporado, após isso, 

o índice de criptomoedas para análise do seu impacto nas rentabilidades e risco.  

 
3.1. Base de dados 

 
1) Ações: 

a. ETF BOVA11, que busca refletir a performance do Índice Bovespa 

(IBOV), composto pelos principais papéis do mercado brasileiro de 

capitais, que correspondem a cerca de 80% do número de negócios e 

do volume financeiro. 

 
8 Ethereum (ETH) é uma plataforma de blockchain onde os seus utilizadores podem monetizar, criar e 
utilizar aplicações da plataforma, utilizando a criptomoeda da plataforma, Ether, como meio de 
pagamento. 
9 Binance (BNB) é a criptomoeda que fomenta o ecossistema da Binance, maior corretora de 
criptomoedas do mundo.  
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b. ETF SMAL11, que busca acompanhar o Índice Small Cap (SMLL), que 

é composto por ativos das empresas de menor capitalização na B3. Para 

compor o índice, os ativos devem estar fora da lista dos que representam 

85% do valor de mercado de todas as empresas na B3. Contudo, o ativo 

deve estar entre os 99% mais negociados na bolsa. 

2) Índice de criptomoedas, composto por Bitcoin (BTC), Ether (ETH) e Binance 

(BNB). 

As séries temporais utilizadas apresentam-se em cotações diárias, relativas 

aos últimos 8 anos (que compreendem os dados disponíveis das criptomoedas), 

sendo necessário ajuste para o mesmo número de dados, uma vez que as 

criptomoedas são negociadas diariamente, diferentemente dos ETFs, negociados em 

dias úteis. Os dados compreendem o período de 17/09/2014 a 06/10/2022. 

As fontes dos dados são a plataforma Bloomberg, CoinMarketCap e Yahoo 

Finance. Os dados de preços diários dos criptoativos foram obtidos originalmente em 

dólares, sendo necessária sua correção para reais, pela cotação do câmbio (PTAX) 

do dia útil analisado, sob premissa de exposição às variações cambiais pela 

impossibilidade de hedge perfeito por parte do investidor.   

 

3.2. Elaboração do índice de criptomoedas 

Para estudo da hipótese em teste, foi necessário criar um índice representativo 

do mercado das criptomoedas. Este índice foi calculado a partir das 3 criptomoedas 

selecionadas, sendo os dados recolhidos em uma base diária. 

A composição do índice de criptomoedas não é igual em todos os anos, na 

tabela seguinte pode-se observar a composição do índice para cada período em 

análise: 

Ano BTC ETH BNB 

2014 x     

2015 x     

2016 x 
 

  

2017 x 
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Ano BTC ETH BNB 

2018 x x 
 

2019 x x x 

2020 x x x 

2021 x x x 

2022 x x x 

 

A construção do índice se deu através de uma ponderação pela capitalização, 

em que os pesos dos ativos individuais são calculados de acordo com seu valor de 

mercado em relação ao somatório da capitalização de todos os ativos que constam 

no índice.  

Tal metodologia é largamente utilizada no mundo, com destaque para os 

índices de referência mais populares do mercado de ações, tais como o S&P 500 e o 

Nasdaq Composite (IXIC). Também é utilizada para obtenção do Ibovespa (IBOV), 

bem como os demais índices da B3. 

Os dados de valor de mercado foram obtidos no site coinmarketcap.com. O 

rebalanceamento do índice foi efetuado a cada quadrimestre, na primeira segunda-

feira de janeiro, maio e setembro, como é realizado para o índice IBOV. 

 

3.3. Estimação das rentabilidades e riscos  
 

3.3.1. Retornos diários logarítmicos dos ativos 

Para os cálculos dos retornos das séries temporais, fez-se uso do log-retorno 

devido a suas propriedades estatísticas, tais como a estacionariedade.  

 

𝑟௧ = ln (
𝑃௧

𝑃௧ିଵ
) 

Sendo:  
𝑟𝑡 = Retorno diário do ativo;  
𝑙𝑛 = Logaritmo natural;  
P𝑡 = Preço no momento t;  
P𝑡−1= Preço no momento t−1. 
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Em sendo o retorno pequeno, próximo de zero, como são em geral os retornos 

diários, há uma convergência com o cálculo do retorno simples. Contudo, aproximam 

satisfatoriamente a variação relativa de preços, para frequência de amostragem 

elevada.  

Aplicou-se os testes ADF (Dickey-Fuller aumentado) e Phillips-Perron para se 

verificar a ausência de raiz unitária e se atestar a estacionaridade das séries. Também 

se verificou a normalidade por meio da estatística de Jarque-Bera, a assimetria e a 

curtose das séries. 

3.3.2. Estimação das volatilidades dos ativos 

Para estimação das volatilidades, além do modelo GARCH, também foram 

aplicadas algumas de suas extensões assimétricas - os modelos GARCH Exponencial 

(EGARCH), GARCH com limiar (TGARCH) e o GARCH Glosten-Jaganathan-Rukle 

(GJR-GARCH), com o objetivo de considerar o efeito alavanca, geralmente presente 

em séries financeiras. 

Tais modelos apregoam mais peso aos dados mais recentes e apresentam a 

capacidade de capturar aglomerações, ou clusters de volatilidade, que ocorrem nas 

séries financeiras.  

Na prática, os parâmetros do modelo GARCH são estimados a partir dos dados. 

O método padrão de estimação de parâmetros de um modelo GARCH é chamado 

Máxima Verossimilhança (ML). A ideia principal do método é encontrar parâmetros 

que correspondam, o mais próximo possível, à distribuição de previsões do modelo 

contra a distribuição dos dados reais.  

Para a seleção do modelo mais adequado dentre GARCH, TGARCH, EGARCH 

e GJRGARCH e suas diferentes distribuições (normal, t-student e distribuição 

generalizada do erro- sigla GED em inglês) fez-se primeiramente uso do critério de 

menor AIC, o critério de informação Akaike. 

Akaike estende o paradigma de máxima verossimilhança ao considerar uma 

estrutura em que a dimensão do modelo também é desconhecida, a ser determinada 

a partir dos dados.   



 
 

25 
 

Contudo, para os casos em que o modelo pré-selecionado não apresentou 

aderência ao(s) teste(s) ou convergência após ajustes (caso de não significância de 

alguns parâmetros ao IC de 5%), fez-se a opção por modelos de AIC próximos, porém 

mais parcimoniosos.  

Para sua execução, foi utilizado o RStudio, ambiente de desenvolvimento 

integrado que permite uma interface de trabalho mais amigável para rodar R, 

linguagem de programação estatística escolhida para fins deste trabalho.  

Todos os modelos foram implementados através do pacote rmgarch, 

desenvolvido por Ghalanos (2014), que inclui modelos multivariados apresentando 

como saídas as matrizes de covariância e correlação, resíduos dos modelos, predição 

das variâncias e retornos, dentre outras estimativas.  

O teste de Ljung-Box foi usado para se avaliar a existência de autocorrelação 

na série de ajuste dos modelos. Também foi realizado o teste ARCH LM, usado para 

verificar a presença do efeito ARCH, ou seja, se a relação entre os valores defasados 

dos erros quadráticos e a variância do modelo seria significativa. 

O pacote rmgarch ainda apresenta o teste de estabilidade Nyblom, que fornece 

um meio de testar a mudança estrutural dentro de uma série temporal. Uma mudança 

estrutural implica que a relação entre as variáveis muda ao longo do tempo. 

O Sign Bias Test foi usado para se avaliar o efeito de alavancagem nos 

resíduos padronizados. Além disso, foi realizado o teste de qualidade de ajuste de 

Pearson, que analisa a qualidade de ajuste qui-quadrado, que compara a distribuição 

empírica dos resíduos padronizados com os teóricos da densidade escolhida. 

3.3.3. Risco do portfólio 

Para a quantificação do risco de uma carteira para além do cálculo dos riscos 

individuais ponderados pela participação de cada ativo na carteira, é necessário 

estimar a covariância entre os ativos, dois a dois: 

𝜎஼
ଶ =  ෍  

௡

௜ୀଵ

෍ 𝑤𝑖𝑤𝑗𝑐𝑜𝑣(𝑟𝑖, 𝑟𝑗)

௡

௝ୀଵ
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Onde: 

𝜎஼
ଶ é a variância da carteira;  

wi é o percentual investido no ativo i;  

wj é o percentual investido no ativo j;  

𝑐𝑜𝑣(𝑟௜, 𝑟௝) é a covariância entre dois ativos individuais, i e j;  

n é o número de ativos individuais. 

Para se extrair a série temporal das matrizes de correlação e covariância 

condicional dos retornos dos ativos, fez-se uso do modelo GARCH multivariado 

ADCC, matriz essa que varia com o tempo.  

Tal modelo faz parte do segmento dos modelos de Correlação Dinâmica 

Condicional (DCC - Dynamic Conditional Correlation) com extensão quanto à captura 

dos efeitos da assimetria (ADCC - Asymmetric Dynamic Conditional Correlations). 

Para sua execução, também foi utilizado o pacote rmgarch, desenvolvido por 

Ghalanos (2014).  

O modelo foi estimado em duas etapas. A primeira consistiu na obtenção de 

um modelo GARCH mais adequado por ativo, conforme explicitado anteriormente no 

item 3.2.3. No segundo passo, os resíduos padronizados das equações da primeira 

etapa foram utilizados para estimar as covariâncias e correlações condicionais entre 

cada par de retornos dos ativos. 

Segundo SHAHZAD et al (2020), o modelo ADCC-GARCH é dado por:  

𝐻௧ = 𝐷௧𝑅௧𝐷௧ 

𝐷௧ = 𝑑𝑖𝑎𝑔(ℎଵଵ௧ ,……,

ଵ
ଶ ℎ௡௡௧ 

ଵ
ଶ ) 

𝑅௧ = ൛𝑑𝑖𝑎𝑔 (𝑄௧)ିଵ/ଶൟ𝑄௧൛𝑑𝑖𝑎𝑔 (𝑄௧)ିଵ/ଶൟ 

Onde Ht denota a matriz de covariância condicional dos retornos, Dt é a matriz 

diagonal contendo os desvios padrão condicionais derivados do modelo GARCH 

univariado da etapa 1 e Rt representa a matriz de correlação condicional variável no 

tempo.  
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Sendo: 

𝑄௧ = ൫𝑄 − 𝐴ᇱ𝑄𝐴 − 𝐵ᇱ𝑄𝐵 − 𝐺ᇱ𝑄𝐺൯ + 𝐴ᇱ𝑢௧ିଵ 𝑢
ᇱ
௧ିଵ 𝐴 + 𝐵ᇱ𝑄௧ିଵ𝐵 + 𝐺ᇱ𝑛௧ିଵ 𝑛

ᇱ
௧ିଵ 𝐺 

𝑢௧ିଵ 𝑢
ᇱ
௧ିଵ : função defasada dos resíduos padronizados. 

A equação anterior pode ser reescrita da seguinte forma: 

𝑄௧ = ൫𝑄 − 𝑎ଵ𝑄 − 𝑏ଵ𝑄 − 𝑔ଵ𝑁൯ + 𝑎ଵ𝑢௧ିଵ 𝑢
ᇱ
௧ିଵ + 𝑏ଵ𝑄௧ିଵ + 𝑔ଵ𝑛௧ିଵ 𝑛

ᇱ
௧ିଵ  

Onde 𝑎ଵ + 𝑏ଵ + 𝛿𝑔ଵ < 1 e 𝛿 é o máximo autovalor [𝑄
ି

భ

మ𝑁 𝑄
ି

భ

మ], A, B e G são as 

matrizes NxN dos parâmetros e 𝑁 = 𝐸[𝑛௧𝑛ᇱ
௧ ] é uma matriz positiva semi-definida de 

correlação incondicional e 𝑛௧ = 𝐼[𝑢௧ < 0] ⊕ 𝑢௧. 

Se g1=0, então o modelo ADCC-GARCH é reduzido a DCC-GARCH, sem efeito 

de assimetria na correlação condicional. 

 

3.3.4. Cálculo dos retornos dos portfólios 

A primeira equação fundamental do modelo de Markowitz é o retorno esperado 

da carteira, E(rc), que diz respeito à média ponderada dos retornos dos ativos 

individuais que a compõe, conforme a seguir:  

𝐸(𝑟௖)     = ෍ 𝐸(𝑟௜)

௡

௜ୀଵ

× 𝑤௜ 

Onde: 

𝐸(𝑟௖) é o retorno esperado da carteira; 

𝐸(𝑟௜) é o retorno esperado do ativo i; 

wi é o peso do ativo i na composição da carteira;  

wj é o percentual investido no ativo j;  

n é o número de ativos na carteira. 

 
3.4. Construção da Fronteira Eficiente e obtenção das carteiras 

A construção da fronteira de portfólios de variância mínima, ou fronteira 

eficiente,  é feita a partir da minimização da variância. Os dados coletados têm uma 
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base diária e para efeito de cálculo da fronteira de portfólios de variância mínima os 

valores foram anualizados.  

Utilizou-se  a linguagem R para minimizar as variâncias subjacentes às taxas 

de retorno, estando esta minimização sujeita à restrição de que somatório dos pesos 

dos ativos seja igual a 1 e não sendo permitidas operações de vendas a descoberto.  

A fronteira eficiente também permite mostrar como o risco/retorno do portfólio 

muda em se aumentando o peso das criptomoedas na carteira global, portanto, 

concluir sobre sua possível propriedade de hedge e diversificador. 

Dentro da fronteira eficiente, definida a partir de 10.000 simulações, foi obtida 

a carteira que apresentou menor variância dentre todas elas, que é carteira de 

variância mínima.  

Utilizou-se um segundo benchmark, a carteira arriscada ótima, que apresenta 

maior Índice de Sharpe entre as carteiras de ativos arriscados, determinado pela 

seguinte equação: 

𝑚𝑎𝑥𝑆௣ =
𝐸൫𝑟௣൯ − 𝑟௙

𝜎௣
 

Sendo: 

𝐸൫𝑟௣൯= valor esperado do retorno do portfólio 

𝑟௙ = retorno do ativo livre de risco (Rf) 

𝜎௣ = Risco associado ao ativo portfólio medido pela variância 

 

3.5. Cálculo do VaR da Carteira de Mínima Variância 

Definida a carteira de mínima variância, foi calculado o VaR, indicador de 

risco que estima a perda potencial máxima de um investimento para um período, com 

um determinado intervalo de confiança. 

No caso das criptomoedas, o valor em carteira por ativo é proporcional à sua 

participação no índice.   
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Identificados os fatores de riscos por ativo, foi calculada a matriz de covariância 

dos fatores, por meio do modelo ADCC-GARCH, dando mais pesos as observações 

mais recentes e captando os efeitos da assimetria. 

Foram calculados os VaR Paramétrico (como aproximação pela distribuição 

normal) e Histórico dos ativos individualmente e da carteira, para o horizonte de 1 dia 

e 30 dias, a um nível de confiança de 99%. Para o Var histórico, utilizou-se uma janela 

de 500 dados.  

O Var histórico da carteira também foi obtido segundo o método de Boudoukh, 

Richardson e Whitelaw (1998), onde são atribuídos maiores pesos para as 

observações mais recentes10. Foi também calculada a contribuição percentual de 

cada posição para o VaR total, relevante na identificação das fontes de exposição ao 

risco da carteira. 

  

 
10 fator de decaimento λ=0,94 
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4. ANÁLISE E RESULTADOS 
 
4.1. Construção do índice de criptomoedas 

Para criação de um índice representativo do mercado das criptomoedas, foram 

selecionadas as três principais criptomoedas em termos de capitalização de mercado: 

Bitcoin (BTC), Ether (ETH) e Binance Coin (BNB).  

A composição do índice de criptomoedas difere ao longo do tempo, tendo sido 

definida através de uma ponderação pela capitalização, conforme pode ser observado 

na Tabela 1 a seguir: 

Tabela 1 – Composição do Índice de Criptomoedas por período 

Período BTC ETH BNB 

2014 set-dez 100%     

2015 jan-dez 100%     

2016 jan-dez 100%     

2017 jan-dez 100%     

2018 

jan-abr 76% 24% 
 

mai-ago 70% 30% 
 

set-dez 80% 20%  

2019 

jan-abr 82% 18%  

mai-ago 82% 15% 3% 

set-dez 88% 10% 2% 

2020 

jan-abr 88% 10% 2% 

mai-ago 85% 13% 2% 

set-dez 81% 17% 2% 

2021 

jan-abr 86% 13% 1% 

mai-ago 74% 20% 6% 

set-dez 67% 27% 6% 

2022 

jan-abr 62% 32% 6% 

mai-ago 64% 30% 6% 

set-dez 63% 30% 7% 

 

4.2. Estimação das rentabilidades e riscos 

A Figura 1 a seguir apresenta os preços de fechamento dos ativos para o 

período em análise:  
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Figura 1 - Preços de Fechamento do Índice de criptomoedas, em reais, e das ETFs brasileiras (2014-2022) 

 

Observa-se um comportamento bastante similar entre os ETFs BOVA11 e 

SMAL11, que poderá ser analisado mais adiante através das correlações observadas 

ao longo do tempo. Identifica-se também um aumento acentuado do preço do índice 

de criptomoedas em 2021 seguido por uma grande queda em 2022.  

Tal comportamento é similar ao observado em diversas bolsas mundiais, mas 

sobretudo nas bolsas americanas (como pode ser observado na Figura 2) onde as 

taxas de juros baixas atreladas à redução das restrições devido à crise do COVID-19 

estimularam a tomada de risco, incorrendo na valorização das mesmas em 2021.  

Com uma maior institucionalização das criptomoedas, observou-se um 

comportamento similar ao mercado acionário americano também em 2022. O ano se 

encerrou com perdas acentuadas na esteira do aumento das taxas de juros visando 

conter a inflação - decorrente dos estímulos monetários durante a crise do COVID-19 

- bem como temores de recessão e sob efeito da guerra entre Rússia e Ucrânia. 
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Figura 2 - Cotações do Índice de Criptomoedas (em dólares) e índices Nasdaq Composite e SP&500, em 
pontos 

   

Ainda sobre o mercado americano, as criptomoedas se mostraram ainda mais 

próximas do desempenho das empresas de tecnologia, representadas pelo índice 

Nasdaq Composite11, conforme pode ser atestado na Figura 2. 

No geral, tais empresas sofrem mais com a alta dos juros, pois muitas vezes 

dependem de financiamento por dívida para alimentar seu crescimento e a sua 

expansão. Além disso, o mercado acionário acaba se desvalorizando em tais 

circunstâncias de alta de juros, uma vez que a renda fixa se torna mais atrativa.  

A Figura 3 a seguir apresenta os retornos diários logarítmicos dos ativos:   

 
11 Como as empresas da Nasdaq Composite Index estão altamente concentradas no setor de 
tecnologia, sendo as mais jovens e de crescimento mais rápido, o índice é considerado uma boa 
referência do desempenho do mercado de tecnologia. 
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Figura 3 – Log retornos diários dos ativos (set/14 a out/22) 

 

Da figura acima, pode-se observar que as séries não são estacionárias em 

variância, porém provavelmente em média, o que foi objeto de teste em seguida. 

Identifica-se também a formação de clusters de volatilidade, como pode ser 

visualizado no início de 2020 para BOVA11 e SMAL11, período marcado pela forte 

pressão da crise do coronavírus sobre as bolsas globais.  

Ao se verificar a assimetria e a curtose identificou-se que as séries são 

assimétricas negativas com caudas pesadas (ou leptocúrticas), uma vez que os 

valores de curtose são menores que 0,263, conforme pode ser atestado na Tabela 2.  

Tabela 2 – Quantis e curtose das séries temporais 
 

Indice cripto BOVA11 SMAL11 

Q3 2,3% 1,0% 0,9% 

Q1 -1,9% -0,8% -0,8% 

D9 5,3% 1,8% 1,8% 

D1 -4,7% -1,8% -1,8% 

Mediana 0,24% 0,08% 0,10% 

Curtose 0,207 0,243 0,239 
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Indice cripto BOVA11 SMAL11 

Assimetria (critério 
de Kelley) 

-0,043 -0,046 -0,058 

 

Foram aplicados os testes de Dickey-Fuller e Phillips-Perron, que apresentaram 

evidências pela estacionariedade e não existência de raiz unitária para todas as séries 

de log-retornos diários a um nível de significância de 1%. A estatística de Jarque-Bera 

demonstra a rejeição da hipótese nula de normalidade ao índice de confiança de 1%, 

também para todas as séries. 

Os resultados se encontram resumidos na Tabela 3.  

Tabela 3- Resultados dos testes da série de log-retornos diários do índice de criptomoedas, em reais 

Teste P-valor Resultado do teste 

Dickey-Fuller <0,01 Estacionariedade 

Phillips-Perron <0,01 Estacionariedade 

Jarque Bera 2,20E-16 Dados não são normalmente distribuídos 
 

4.3. Estimação das volatilidades dos ativos 

A definição do modelo mais adequado e suas distribuições foi realizada 

segundo o menor AIC, o critério de informação Akaike12. Contudo, para os casos em 

que boa parte dos parâmetros não apresentou significância ao IC de 5% ou não houve 

convergência dos modelos, fez-se a opção por modelos de AIC próximos, porém mais 

parcimoniosos.  

Os modelos selecionados segundo ativo constam na Tabela 4 a seguir: 

Tabela 4 - Modelos selecionados para cada ativo da carteira 

Ativo Modelo 
Ordem 
(p,q) 

BOVA11 

TGARCH 

1,1 

SMAL11 
1,2* ÍNDICE DE CRIPTOMEDAS (EM 

DÓLARES) 

ÍNDICE DE CRIPTOMEDAS (EM REAIS) EGARCH 1,1 

 
12 As tabelas dos respectivos valores constam no Anexo A 
*Nestes modelos, considera-se uma defasagem para a estimativa da variância (p=1) e duas defasagens 
para o quadrado dos erros (q=2) 
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Ativo Modelo 
Ordem 
(p,q) 

CÂMBIO (PTAX) 2,1 
 

As volatilidades das séries de log-retornos diários do câmbio (PTAX) e do índice 

de criptomoedas em dólares foram modeladas para fins de cálculo do VaR.  

Todos os modelos selecionados apresentaram distribuição T-student (o que era 

esperado devido as características de caudas pesadas demonstradas na análise 

descritiva) e tem a capacidade de captar assimetrias. 

4.3.1. Índice de criptomoedas  

A Figura 4 a seguir apresenta o resultado do modelo selecionado para o índice 

de criptomoedas (em reais): 

Figura 4 – Resultados dos coeficientes do modelo EGARCH 1,1 para o índice de criptomoedas, cotado 
em reais 

 

Nota-se que, com exceção de α1, todos os demais parâmetros são 

significativos. Diante disso, o modelo foi ajustado, fixando α1 em zero e apresentando 

os seguintes coeficientes ao final, conforme Figura 5:  

Figura 5 - Resultados dos coeficientes do modelo EGARCH 1,1 ajustado para o índice de criptomoedas, 
cotado em reais 

 

A Tabela 5 apresenta os resultados dos testes de aderência do modelo 

EGARCH 1,1 ajustado para o índice de criptomoedas (cotado em reais):   
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Tabela 5 - Resultados dos testes de aderência do modelo ajustado para o índice de cripto, em reais 

 Teste  Hipótese nula (H0) Resultado 

Ljung-Box - resíduos Sem autocorrelação serial Não se 
rejeita H0 

Ljung-Box  - resíduos 
ao quadrado 

Sem autocorrelação serial Não se 
rejeita H0 

ARCH LM Processo ARCH ajustado adequadamente Não se 
rejeita H0 

Estabilidade de Nyblom Coeficientes constantes, i.e, apresentando variância nula Não se 
rejeita H0 

Sign Bias  Sem efeito alavanca Não se 
rejeita H0 

Ajuste de Pearson Distribuição de frequências na amostra é consistente com a 
distribuição teórica (T-student) 

Não se 
rejeita H0 

 

Pelos resultados apresentados, é possível concluir que o modelo parece 

descrever adequadamente a variância condicional da série.  

A Figura 6 a seguir apresenta o resultado do modelo EGARCH 1,1 ajustado 

para a série de log-retornos diários do índice de criptomoedas, cotado em reais:  
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Figura 6 - Desvio padrão condicional (volatilidade) vs. módulo dos retornos do Índice de Criptos (em 
reais), em base diária 

 

A linha em azul diz respeito ao desvio padrão condicional (volatilidade) e a linha 

em cinza diz respeito ao log-retorno diário em módulo. 

A Figura 7 a seguir apresenta a densidade dos resíduos padronizados: 
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Figura 7 – Densidade empírica dos resíduos padronizados para o modelo de variância do índice de 
criptomoedas (em reais) 

 

Observa-se a não normalidade da distribuição dos resíduos padronizados e sua 

melhor aderência à distribuição T-student, conforme foi verificado no teste de ajuste 

de Pearson. Identifica-se também que a distribuição dos resíduos é leptocúrtica. 

Verificou-se também uma distância muito próxima entre a mediana (0,00037) e 

cada um dos quartis, Q1 (-0,0208) e Q3 (+0,0207), condição necessária para simetria. 

A Figura 8 apresenta uma análise da qualidade de ajuste qui-quadrado, que 

compara a distribuição empírica dos resíduos padronizados com os teóricos da 

densidade escolhida: 



 
 

39 
 

Figura 8 - Diagnóstico de diferenças entre as distribuições de probabilidade (Índice cripto, em reais) 

 

Identifica-se o ajuste da distribuição empírica dos resíduos padronizados com 

os teóricos da densidade escolhida, T-student, com exceção de alguns valores 

discrepantes, reforçando a conclusão do teste de ajuste de Pearson. 

A Figura 9 a seguir apresenta o possível impacto na variância (assimetria das 

respostas) a notícias positivas (ε>0) e negativas (ε<0):  
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Figura 9 – Curva de impacto de notícias (Índice de criptomoedas, em reais) 

 

Curvas de impacto de notícias são ferramentas úteis para visualizar a 

magnitude das mudanças de volatilidade em resposta a choques. O nome vem da 

interpretação usual de choques como notícias que influenciam os movimentos do 

mercado.  

É possível visualizar a mudança na volatilidade condicional contra choques em 

diferentes magnitudes e se atestar pela inexistência de efeitos assimétricos na 

volatilidade no caso do modelo em questão, o que vai de encontro com o resultado do 

teste Sign Bias.  

 
4.3.2. BOVA11 

Considerando apenas o critério de menor AIC, o modelo previamente escolhido 

para o ativo em questão seria o TGARCH 2,1. Contudo, ao se observar os parâmetros 

do modelo, identificou-se que alguns não são significativos para um IC de 5%, quais 

sejam: η11 e η12 .  
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Figura 10 - Resultados dos coeficientes do modelo TGARCH 2,1 para BOVA11 

 

Além disso, o modelo em questão, ajustado com valores nulos para os 

coeficientes supracitados apresentou perda de informação, incorrendo em um valor 

de AIC superior.  

Neste caso, fez-se a opção pelo modelo TGARCH 1,1, cujo valor de AIC é muito 

próximo do resultado obtido de ordem 2,1 (diferença de 0,06%) e que se mostrou mais 

parcimonioso, uma vez que apresenta menos parâmetros que o modelo anterior.  

Figura 11 - - Resultados dos coeficientes do modelo TGARCH 1,1 selecionado para BOVA11 

 

A Tabela 6 apresenta os resultados dos testes de aderência do modelo 

TGARCH 1,1, selecionado para BOVA11:   

Tabela 6 - Resultados dos testes de aderência do modelo ajustado para o índice de cripto, em reais 

 Teste  Hipótese nula (H0) Resultado 

Ljung-Box - resíduos Sem autocorrelação serial Não se 
rejeita H0 

Ljung-Box  - resíduos 
ao quadrado 

Sem autocorrelação serial Não se 
rejeita H0 

ARCH LM Processo ARCH ajustado adequadamente Não se 
rejeita H0 

Estabilidade de Nyblom Coeficientes constantes, i.e, apresentando variância nula Não se 
rejeita H0 

Sign Bias  Sem efeito alavanca Não se 
rejeita H0 
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 Teste  Hipótese nula (H0) Resultado 

Ajuste de Pearson Distribuição de frequências na amostra é consistente com a 
distribuição teórica (T-student) 

Não se 
rejeita H0 

 

Pelos resultados apresentados, é possível concluir que o modelo parece 

descrever adequadamente a variância condicional da série.  

A Figura 12 a seguir apresenta o resultado do modelo TGARCH 1,1 para a série 

de log-retornos diários de BOVA11: 

Figura 12 - Desvio padrão condicional (volatilidade) vs. módulo dos retornos de BOVA11, em base diária 

 

A Figura 13 apresenta a densidade dos resíduos padronizados: 
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Figura 13 – Densidade empírica dos resíduos padronizados para o modelo de variância de BOVA11 

        

Observa-se uma melhor aderência à distribuição T-student, se comparada com 

a normal, conforme foi verificado no teste de ajuste de Pearson.  

A Figura 14 apresenta uma análise da diferença entre as distribuições de 

probabilidades teóricas e observadas: 
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Figura 14 - Diagnóstico de diferenças entre as distribuições de probabilidade (BOVA 11) 

 

Identifica-se o ajuste da distribuição empírica dos resíduos padronizados com 

os teóricos da densidade escolhida, T-student, com exceção de alguns valores 

discrepantes, o que vai de encontro com o resultado do teste de ajuste de Pearson. 

A Figura 15 a seguir apresenta o possível impacto na variância (assimetria das 

respostas) a notícias positivas (ε>0) e negativas (ε<0):  
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Figura 15 – Curva de impacto de notícias (BOVA11) 

 

É possível visualizar a mudança na volatilidade condicional contra choques em 

diferentes magnitudes e se atestar pela existência de efeitos assimétricos na 

volatilidade no caso do modelo em questão. 

Observa-se que uma queda inesperada no preço (ε<0, más notícias) aumenta 

a volatilidade previsível mais do que um aumento inesperado no preço (boas notícias) 

de magnitude semelhante.   

 
4.3.3. SMAL11 

A Figura 16 a seguir apresenta o resultado do modelo inicialmente selecionado 

SMAL11: 

Figura 16 – Resultados dos coeficientes do modelo TGARCH 2,1 para SMAL11 
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Contudo, boa parte dos parâmetros não são significativos para um IC de 5%, 

conforme pode ser atestado pelos p-valores elevados para µ, ω e η11. Diante disso, 

tais parâmetros foram fixados em zero no ajuste do modelo. Entretanto, tal ajuste 

incorreu em perda de informação, resultado em um valor de AIC maior. 

Considerando o exposto, o modelo que se mostrou mais aderente aos testes, 

sem apresentar perdas de informação para o ativo em questão foi o TGARCH 1,2. O 

modelo foi ajustado se fixando o parâmetro β2 em zero, não significativo a um IC de 

5%.  

A Figura 17 apresenta os resultados do modelo selecionado para SMAL11: 

Figura 17 - Resultados dos coeficientes do modelo selecionado (TGARCH 1,2) para SMAL11 

 

A Tabela 7 apresenta os resultados dos testes de aderência do modelo 

TGARCH 2,1 para SMAL11 a um IC de 5%:   

Tabela 7 - Resultados dos testes de aderência do modelo escolhido para SMAL11 

 Teste  Hipótese nula (H0) Resultado 

Ljung-Box - resíduos Sem autocorrelação serial Não se 
rejeita H0 

Ljung-Box  - resíduos 
ao quadrado 

Sem autocorrelação serial Não se 
rejeita H0 

ARCH LM Processo ARCH ajustado adequadamente Não se 
rejeita H0 

Estabilidade de Nyblom Coeficientes constantes, i.e, apresentando variância nula Não se 
rejeita H0 

Sign Bias  Com efeito alavanca Se rejeita 
H0 

Ajuste de Pearson Distribuição de frequências na amostra é consistente com a 
distribuição teórica (T-student) 

Se rejeita 
H0 
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Houve rejeição da hipótese nula do ajuste de Person, que apresentou um p-

valor abaixo de 5%. Contudo, considerando todos os demais testes em conjunto, o 

modelo TGARCH 1,2 foi o que se mostrou mais  aderente. O teste Sign Bias também 

apresenta indicativos de efeito alavanca.  

A Figura 18 a seguir apresenta o resultado do modelo TGARCH 1,2 ajustado 

para a série de log-retornos diários de SMAL11:  

Figura 18 - Desvio padrão condicional (volatilidade) vs. módulo dos retornos de SMAL11, em base diária 

 

A Figura 19 a seguir apresenta a densidade dos resíduos padronizados: 
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Figura 19 – Densidade empírica dos resíduos padronizados para SMAL11 

        

 

Observa-se uma melhor aderência à distribuição T-student, se comparada com 

a normal, embora a diferença entre ambas seja pequena. Também se identifica a 

presença de assimetria negativa da distribuição, confirmada a partir da medida da 

distância entre a mediana (1,13e-04) e os quantis Q1 (-8,75e-03) e Q3(8,52 -03), onde 

se aproxima mais da última.  

A Figura 20 apresenta uma análise da qualidade de ajuste qui-quadrado, que 

compara a distribuição empírica dos resíduos padronizados com os teóricos da 

densidade escolhida: 
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Figura 20 - Diagnóstico de diferenças entre as distribuições de probabilidade para SMAL11 

 

Identifica-se, no geral, o ajuste da distribuição empírica dos resíduos 

padronizados com os teóricos da densidade escolhida, T-student, com certas 

exceções. 

A Figura 21 a seguir apresenta o possível impacto na variância (assimetria das 

respostas) a notícias positivas (ε>0) e negativas (ε<0):  
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Figura 21 - Curva de impacto de notícias (SMAL11) 

 

Identifica-se a existência de efeitos assimétricos diante de choques positivos e 

negativos, com aumento da volatilidade com uma queda inesperada no preço (más 

notícias), o que vai de encontro com o resultado do teste Sign Bias, conforme Anexo 

B.  

4.3.4. Índice de criptomoedas, cotado em dólares e câmbio (PTAX) 

Para fins de cálculo do VaR, também foram modeladas as volatilidades dos log-

retornos diários do índice de criptomoedas cotado em dólares, bem como dos log-

retornos diários do câmbio (PTAX), uma vez que são fatores de risco.  

Tais modelos foram verificados, testados e ajustados chegando aos seguintes 

parâmetros, conforme Figuras 22 e 24:  

Figura 22 - Parâmetros do modelo EGARCH 2,1 escolhido para o câmbio (PTAX) 
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Para o câmbio, o modelo EGARCH 2,1 apresentou menor AIC dentre os 

demais. Contudo, nota-se que um dos parâmetros, α2, não apresentou significância a 

um IC=5%, tendo sido o modelo ajustado.  

Tanto o modelo do câmbio quanto do índice em dólares foi objeto dos testes 

citados anteriormente, onde não foi rejeitada a hipótese nula para nenhum deles, a 

exceção do teste Ljung Box. 

Os testes Ljung Box são usados para testar a autocorrelação serial entre os 

resíduos, cuja hipótese nula é sem autocorrelação. Os resultados mostram que os 

resíduos têm autocorrelação, mas os resíduos quadrados não, conforme pode ser 

atestado no Anexo B.  

A Figura 23 apresenta a curva de impacto de notícias para o câmbio (PTAX):  

Figura 23 - Curva de impacto de notícias (câmbio) 

 

Pela Figura 23, nota-se uma diferença de comportamento referente à 

assimetria diante de choques positivos e negativos se comparado aos demais ativos, 

com aumento da volatilidade com um aumento no preço do câmbio, o que era de se 

esperar, uma vez que o mesmo costuma subir quando a notícia é negativa do ponto 

de vista local.  
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Quanto ao índice de criptomoedas, cotado em dólares, o modelo que melhor 

se ajustou foi o TGARCH 1,2, embora não tenha apresentado menor valor de AIC13. 

A Figura 25 a seguir apresenta o resultado do modelo selecionado, já se fixando 

em zero os coeficientes não significativos a um IC de 5%: 

Figura 24 - Parâmetros do modelo TGARCH 1,2 selecionado para o índice de criptomoedas cotado em 
dólares 

 

A Figura 26 apresenta a curva de impacto de notícias para o índice em dólares:  

Figura 25 – Curva de impacto das notícias (índice cripto em dólares) 

 
 

Nota-se comportamento simétrico nas volatilidades, conforme foi observado no 

índice cotado em reais, diferente do caso das ETFs e do câmbio. Ou seja, dependem 

 
13 O modelo de menor AIC foi TGARCH 1,1, porém não passou nos testes de estabilidade de Nyblom 
e Ljung -Box após eliminação dos parâmetros que não se mostraram significativos a um IC de 5%.  
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mais da magnitude da variação do preço (quão maior, mais volatilidade previsível) do 

que se a notícia é notícia positiva (ε>0) ou negativa (ε<0). 

 
4.4. Risco do portfólio 

Para a quantificação do risco das carteiras, além dos riscos individuais deve-se  

estimar a covariância entre os ativos, dois a dois. 

Para tal, fez-se uso do modelo GARCH multivariado ADCC, que foi estimado 

em duas etapas. A primeira consistiu na obtenção de um modelo GARCH mais 

adequado por ativo, conforme apresentado no item anterior. No segundo passo, os 

resíduos padronizados das equações da primeira etapa foram utilizados para estimar 

as covariâncias entre cada par de retornos dos ativos. Foram realizadas simulações 

do ADCC nas ordens (1,1) e (2,2), selecionando-se o modelo com menor valor de AIC. 

4.4.1. Estimação das covariâncias entre BOVA11 e SMAL11 

A Tabela 8 a seguir apresenta o resultado do modelo ADCC-GARCH (1,1), 

selecionado para o par BOVA11 e SMAL11: 

Tabela 8 - Parâmetros estimados do modelo ADCC-GARCH (1,1) do par BOVA11 e SMAL11 

  Estimativa 
Erro 
Padrão P-valor 

a1 0,0261 0,0116 0,0239 

b1 0,8576 0,0561 0,0000 

g1 0,0573 0,0315 0,0693 

mshape 8,2275 0,8757 0,0000 

 

Os parâmetros a1, b1 e g1 são maiores que zero, restrição que deve ser 

atendida para variância condicional seja positiva. Com exceção de g1, todos os 

demais coeficientes são estatisticamente significativos ao nível de 5% de significância, 

embora a1 seja muito pequeno (< 0,03).  

Isso mostra que a matriz Qt, apresentada no item 3.3.3, é relativamente estável, 

pois depende mais do seu estado de longo prazo, representado por b1 (>0,85). Além 

disso, a flutuação causada pelos resíduos padronizados (medida por a1) é pequena. 

A ausência de significância do parâmetro g1 exprime a inexistência de efeitos 

de assimetria.O coeficiente de forma (mshape) da distribuição t -Student é 
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relativamente alto, significando que a dependência nas caudas dos resíduos 

padronizados parece estar limitada, caso existente. 

As Figuras 26 e 27 a seguir apresentam, respectivamente, as correlações e 

covariâncias condicionais obtidas para o par BOVA11 e SMAL11: 

Figura 26 – Correlação condicional entre BOVA11 e SMAL11 

 

Observa-se que as correlações condicionais estimadas no período em estudo 

oscilaram entre 0,7 e 0,9, com alguns outliers, como pode ser observado em 2020, no 

auge da crise do COVID-19.  A média do período foi 0,82. Diante disso, observa-se 

uma forte associação linear positiva entre as taxas de retorno destes ETFs.  
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Figura 27 - Covariância condicional entre BOVA11 e SMAL11 

 

As covariâncias estimadas apresentam valores entre 0 e 0,001, com exceção 

de alguns valores mais altos durante a crise do COVID, onde apresentaram desvios 

de retornos em relação à média positivos e negativos nos mesmos momentos. 

Identifica-se que não foram observadas nas estimativas covariâncias negativas.  

4.4.2. Estimação das covariâncias entre BOVA11 o Índice de 
criptomoedas, cotado em reais 

A Tabela 9 a seguir apresenta o resultado do modelo ADCC-GARCH (1,1), 

selecionado para o par BOVA11 e o índice de criptomoedas, cotado em reais: 

Tabela 9 - Parâmetros estimados do modelo ADCC-GARCH (1,1) do par BOVA11 e Índice  

  Estimativa 
Erro 
Padrão P-valor 

a1 0,0044 0,0020 0,0265 

b1 0,9956 0,0048 0,0000 

g1 0,0000 0,0018 0,9999 

mshape 4,4340 0,2177 0,0000 

 

Apenas a1 e b1 são estatisticamente significativos ao nível de 5% de 

significância, embora a1 seja muito próximo de zero. Ambos atendem a restrição para 

variância condicional positiva. 
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Observa-se a persistência do processo de correlação condicional, com maior 

efeito de longo prazo, dado o alto valor de b1 (>0,99). Além disso, a flutuação causada 

pelos resíduos padronizados (medida por a1) é muito pequena. 

O valor zero estimado para o parâmetro g1 exprime a inexistência de efeitos de 

assimetria. O parâmetro de forma (mshape) da distribuição t -Student também é 

relativamente alto. 

As Figuras 28 e 29 apresentam, respectivamente, as correlações e 

covariâncias condicionais obtidas para o par BOVA11 e o índice de criptomoedas, 

cotado em reais: 

Figura 28 – Correlação Condicional entre BOVA11 e o índice de criptomoedas 

 

Observa-se que as correlações condicionais se apresentavam negativas até 

início de 2020. No auge da crise do COVID-19, identifica-se uma mudança abrupta 

nas correlações, que passaram a ser positivas. 

Tal constatação converge com a afirmação apresentada no item 2.8.2, de que 

em momentos de crise a correlação tende a aumentar, fazendo com que os ativos se 

tornem cada vez mais correlacionados com o mercado, o que por sua vez representa 

um aumento do risco sistêmico.  
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Porém é interessante notar que desde então as correlações tem se mostrado 

crescentes, o que pode ser creditado a uma maior institucionalização das 

criptomoedas, que vem apresentando comportamento mais próximos dos mercados 

acionários, sobretudo o americano, conforme citado no item 4.2.  

Do conceito apresentado por Baur e Lucey (2010), referenciado no item 2.4, 

pelo gráfico de correlações pode-se inferir que, se considerado o período todo, o 

índice de criptomoedas poderia ser considerado “hedge”, uma vez que apresenta 

correlação média muito próxima de zero (-0,00422). Contudo, tal comportamento 

apresentou-se divergente nos últimos 2 anos, uma vez que as correlações passaram 

a ser positivas.  

Além disso, outra discussão não levantada, porém relevante, é a inexistência 

de relação econômica entre estes ativos para que pudesse ser considerado como 

ativo de proteção (hedge). Diante disso, a nomenclatura mais adequada para o índice 

de criptomoedas e, em consonância com os autores supracitados, seria de 

“diversificador”.   

Figura 29 - Covariância Condicional entre BOVA11 e o índice de criptomoedas 
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As covariâncias estimadas apresentam valores negativos até 2020, tendo 

mudado de comportamento desde então. Observa-se valores mais altos durante a 

crise do COVID, onde apresentaram desvios dos retornos à média positivos e 

negativos nos mesmos momentos. 

Diante do exposto, observa-se que o índice de criptomoedas também não pode 

ser enquadrado como um “porto seguro” - segundo o conceito de Baur e Lucey (2010), 

um ativo não correlacionado ou correlacionado negativamente com outro em 

momentos de estresse ou turbulência no mercado.  

4.4.3. Estimação das covariâncias entre SMAL11 o Índice de 
criptomoedas, cotado em reais 

A Tabela 10 a seguir apresenta o resultado do modelo ADCC-GARCH (1,1), 

selecionado para o par SMAL11 e o índice de criptomoedas, cotado em reais: 

Tabela 10 - Parâmetros estimados do modelo ADCC-GARCH (1,1) do par SMAL11 e índice de cripto, em 
reais 

  Estimativa 
Erro 
Padrão P-valor 

a1 0,0041 0,0041 0,3177 

b1 0,9959 0,0079 0,0000 

g1 0,0000 0,0026 0,9999 

mshape 4,545 0,2323 0,0000 

 

Apenas b1 apresenta-se estatisticamente significativo ao nível de 5% de 

significância, atendendo à restrição para variância condicional positiva (>0). Observa-

se a persistência do processo de correlação condicional, com maior efeito de longo 

prazo, dado o alto valor de b1 (>0,99).  

O valor zero estimado para a1 exprime a não existência de flutuação decorrente 

de resíduos padronizados. Já a ausência do parâmetro g1 exprime a inexistência de 

efeitos de assimetria.  

O parâmetro de forma (mshape) da distribuição t -Student é relativamente alto, 

sugerindo que a dependência nas caudas dos resíduos padronizados parece estar 

limitada, se existente. 
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As Figuras 30 e 31 a seguir apresentam, respectivamente, as correlações e 

covariâncias condicionais obtidas para o par SMAL11 e o índice de criptomoedas, 

cotado em reais: 

Figura 30 – Correlação Condicional entre SMAL11 e o índice de criptomoedas 
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Figura 31 - Covariância Condicional entre SMAL11 e o índice de criptomoedas 

 

Observa-se comportamento muito similar com o par formado pelo índice e 

BOVA11, o que era de se esperar, dada a alta correlação entre os ETFs, conforme 

apresentado no item 4.4.1.  

4.5. Construção da Fronteira de Portfólios de Variância Mínima e Carteira 
Arriscada Ótima  

Para obtenção dos portfólios, foram utilizadas previsões para as médias dos 

retornos e variâncias de longo prazo, mais especificamente para um horizonte de 90 

dias, obtidas através dos modelos GARCH apresentados anteriormente. 

Considerou-se um período de 90 dias por ser o tempo definido para o próximo 

rebalanceamento do índice de criptomoedas, conforme exposto no item 3.2 

(janeiro/23).   

Os dados coletados tem uma base diária mas para efeito de cálculo da fronteira 

os valores foram anualizados. A Tabela 11 a seguir apresenta a estimativa de retornos 

médios e riscos (desvios padrão) anualizados por ativo, resultantes dos modelos 

GARCH, conforme item 4.3:  
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Tabela 11 – Previsão de retornos médios e riscos por ativo via modelos GARCH 

Ativo 
Retorno médio 
(a.a) 

Risco (a.a) Índice de Sharpe  

BOVA11 17,90% 23,26% 0,18 

SMAL11 26,52% 23,43% 0,55 

Índice de Criptomoedas (em reais) 68,31% 79,58% 0,69 

 

É possível se observar que o índice de criptomoedas apresenta média de 

retornos muito superior aos ativos tradicionais, acompanhado de uma alta volatilidade. 

Além disso, os modelos preveem uma volatilidade similar para os ETFs no 

horizonte de 90 dias. Já os retornos divergem, com SMAL11 apresentando uma 

previsão maior, o que é refletido no Índice de Sharpe.   

 As covariâncias condicionais e suas previsões foram obtidas por meio do 

modelo ADCC-GARCH, conforme exposto no item 4.4.  

A Tabela 12 a seguir apresenta as estimativas de variâncias e covariâncias 

(médias) para o horizonte supracitado: 

Tabela 12 – Matriz de variâncias e covariâncias entre os ativos, em base anual 

 BOVA11 SMAL11 
Índice 
(BRL) 

BOVA11 0,054085 0,052348 0,025422 
SMAL11  0,054900 0,014827 

Índice (BRL)   0,633280 

 

A construção da fronteira de variância mínima foi feita a partir da minimização 

da variância às taxas de retorno, estando sujeita à restrição de que somatório dos 

pesos dos ativos seja igual a 1 e não sendo permitidas operações de vendas a 

descoberto. Para tal, foi utilizada a linguagem R através do ambiente RStudio.  

Para se apurar os resultados das análises, foram utilizados dois portfólios, 

sendo (1) a carteira de variância mínima, apresentada na Tabela 13 e (2) a carteira 

que maximiza o binômio retorno/risco, apresentada na Tabela 14. 

Tabela 13 - Composição da carteira de variância mínima 

Carteira de Variância Mínima 
Sem 
cripto 

Com 
cripto 

BOVA11 (% na carteira) 58,0% 43,5% 

SMAL11 (% na carteira) 42,0% 51,2% 
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Carteira de Variância Mínima 
Sem 
cripto 

Com 
cripto 

Índice de criptomoedas (% na carteira) n/a 5,3% 

Retorno Esperado (a.a) 21,4% 24,6% 

DP (a.a) 23,1% 22,7% 

Sharpe 0,34 0,48 

 

Observa-se que a inclusão de uma pequena parcela de criptomoedas na 

carteira (5,3%) se mostrou benéfica tanto para redução do risco, embora bastante 

marginal, quanto para melhoria da relação retorno/risco, expressa pelo índice de 

Sharpe.  

Tabela 14 – Composição da carteira que maximiza retorno/risco 

Carteira Ótima de Ativos Arriscados        
Sem 
cripto 

Com 
cripto 

BOVA11 (% na carteira) 0,0% 0,0% 

SMAL11 (% na carteira) 100,0% 73,5% 

Índice de criptomoedas (% na carteira) n/a 26,5% 

Retorno Esperado (a.a) 26,5% 36,3% 

DP (a.a) 23,4% 28,1% 

Sharpe 0,55 0,80 

 

Já para a carteira ótima de ativos arriscados, o percentual do índice na carteira 

subiu para 26,5%, com reflexo no aumento do índice de Sharpe, acompanhado de um 

aumento do risco, se comparada à carteira composta apenas pelas ETFs.  

Observa-se que ambas as carteiras ótimas (com e sem criptomoedas) não 

apresentaram participação de BOVA11 para o horizonte de 90 dias, o que pode ser 

creditado à ter apresentado um risco similar ao de SMAL11, porém com previsão de 

retornos inferior (vide Índice de Sharpe na Tabela 11). 

A Figura 32 apresenta a fronteira de variância mínima, bem como os ativos, 

portfólio de mínima variância e carteira ótima de ativos arriscados:  



 
 

63 
 

Figura 32 – Fronteira eficiente das carteiras 

 

Do gráfico, observa-se que o investidor irá buscar carteiras que se encontrem 

na fronteira eficiente, ou seja, que apresentem maior retorno para um determinado 

risco. Em se aumentando o peso das criptomoedas para além do portfólio ótimo, 

observa-se menores valores de índice de Sharpe - ou seja, uma piora na relação entre 

risco e retorno, decorrentes do aumento do risco pela adição deste ativo.  

Paralelamente, uma vez que estes dados são estáticos, foi feita uma análise 

temporal com base no período da amostra visando-se obter o peso do índice que 

poderia reduzir o risco da carteira de variância mínima.  

A Figuras 33 e 34 apresentam seu peso ótimo em uma carteira com BOVA11 

e SMAL11, respectivamente:  
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Figura 33 - Peso ótimo do Índice de Criptomoedas em uma carteira com BOVA11 (base diária) 

 

Figura 34 - Peso ótimo do Índice de Criptomoedas em uma carteira com SMAL11 (base diária) 

 

Os pesos ideais foram calculados com base na equação da Teoria de 

Markowitz, apresentada no item 3.3.3, com os riscos e retornos de cada ativo 

estimados através dos modelos GARCH e as covariâncias estimadas pelo modelo 

ADCC, conforme itens 4.3 e 4.4.  
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Observa-se um comportamento bastante similar para os dois ETFs, dado a 

forte associação linear positiva entre seus retornos. 

O percentual ideal do índice de criptomoedas para cada ativo em questão, 

considerando o período completo foi, em média de 9,6% para BOVA11 e 10% para 

SMAL11.  

Se considerados apenas os últimos dois anos, onde se observou um aumento 

da correlação das criptomoedas com o mercado acionário (conforme itens 4.4.2 e 

4.4.3) esta média cai para 3,9% e 7,7% para BOVA11 e SMAL11, respectivamente. 

Relevante citar que, sendo os pesos mínimos da carteira apresentados com 

base em dados diários, é importante notar que implicariam reequilíbrios frequentes e, 

portanto, dispendiosos. 

 

4.6. Cálculo do VaR da Carteira de Mínima Variância 

Definida a carteira de variância mínima, foram estimados os VaR para o 

horizonte de um dia (07/10/2022) e um mês (06/11/22) da janela de dados, a um nível 

de confiança de 99%.  

A tabela a seguir apresenta os fatores de risco por ativo e suas respectivas 

exposições, dadas pelo peso dos ativos na carteira de variância mínima. Para fins de 

cálculo, foi considerado o valor de uma carteira hipotética de R$ 1.000.000,00.  

Tabela 15 – Fatores de riscos da carteira de variância mínima 

  

Retorno 
BOVA11 

Retorno 
SMAL11 

Retorno 
índice de 

criptomoedas 

Câmbio 
USD/BRL 

BOVA11 435.000       

SMAL11   512.000     

Índice de Criptomoedas     53.000 53.000 

     
Exposição total/fator 435.000 512.000 53.000 53.000 

 

Foram calculados os VaR paramétrico (como aproximação pela distribuição 

normal) e histórico dos ativos individualmente e da carteira.  
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A Tabela 16 apresenta os VaR paramétricos, componentes VaR e a 

contribuição percentual de cada posição para o VaR total, relevante na identificação 

das fontes de exposição ao risco da carteira: 

Tabela 16 – Resultado do cálculo de VaR paramétrico para a carteira de mínima variância 

  
VaR Paramétrico 

(1 dia)  
Componente 

VaR14  Contribuição  
VaR Paramétrico 

(30 dias) 

BOVA11 14.117 -13.773 -38,42% 77.322 

SMAL11 20.917 -20.548 -57,32% 114.567 
Índice de 
Criptomoedas 4.470 -1.624 -4,53% 24.483 

 

O VaR paramétrico para um horizonte de 1 dia estimado para os ETFs foi de 

R$ 34.572,00 (cerca de 3,46%) enquanto o da carteira foi de R$ 35.945,00 (em torno 

de 3,59%).  

A Tabela 17 a seguir apresenta os VaR histórico para os ativos e carteira de 

mínima variância: 

Tabela 17 - Resultado do cálculo de VaR histórico para a carteira de mínima variância 

Ativo  
Var Histórico 

(1 dia)  
Diferença % para o Var 

paramétrico 
Var Histórico (30 dias) 

BOVA11 15.274 +8% 83.659 

SMAL11 23.152 +11% 126.809 

Índice de Criptomoedas 7.276 +63% 39.852 

 

O Var histórico para o horizonte de 1 dia estimado para os ETFs foi de R$ 

37.038,00 (cerca de 3,7%) enquanto o da carteira foi de R$ 40.231,00 (em torno de 

4,23%).  

Uma possível justificativa para a diferença entre o VaR paramétrico e histórico 

está nos períodos dos dados, onde o VaR histórico foi calculado com uma janela dos 

últimos 500 dados, cuja volatilidade recente foi maior.  

O Var histórico da carteira também foi calculado segundo o método de 

Boudoukh, Richardson e Whitelaw (1998), onde são atribuídos maiores pesos para as 

 
14 Variação no VaR se a posição for eliminada da carteira 
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observações mais recentes, tendo-se obtido um VaR de R$ 46.631,00 para o 

horizonte de 1 dia, o que vai de encontro com o exposto acima.  

Além disso, todas as séries de retornos são assimétricas com caudas pesadas 

(sobretudo para o caso do índice de criptomoedas), portanto, assumir uma distribuição 

normal, que é o caso do VaR paramétrico, irá promover uma distorção no cálculo do 

risco para um valor abaixo do real, pois serão atribuídas probabilidades de ocorrência 

menores do que as observadas para os casos de grandes variações. 

Pelos dados supracitados, conclui-se que o índice de criptomoedas adiciona 

risco à carteira, uma vez que sua participação (embora pequena, dado seu peso de 

5,3%), incorreu no aumento do VaR, independentemente do método de cálculo.   

Para o cálculo do stress histórico da carteira (pior perda histórica diária 

simulada), foi utilizado o período completo (2000 dados), onde foi obtido um VaR de 

R$ 175.044,0015.  

Considerando-se uma janela fixa de um ano, foi construído um gráfico com a 

série temporal da variação diária da carteira, observada a posteriori, bem como a 

séries de VaR Histórico e de Volatilidade Ajustada (Método Hull-White), onde fez-se 

uso das volatilidades estimadas pelos modelos GARCH. Tal gráfico pode ser 

observado na Figura 35:  

 
15 Referente à data 12/03/20, devido à crise do COVID (índice: -37,52%; BOVA11:-14,6%; SMAL11 -
14,7%) 
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Figura 35 - Comparativo entre os modelos de VaR 

 

 
Para o cálculo das violações foi atribuído um índice de confiança de 99%. Pelo 

teste de Kupiec, onde a hipótese nula é que a proporção amostral é igual ao percentual 

de violações teórico (ou seja, 1%), não se rejeita H0 para ambos os métodos, conforme 

pode ser atestado na Tabela 18:  

Tabela 18 – Resultados do teste de Kupiec 

Método  
Tamanho da 
amostra 

Nº de 
violações 

Estatística de teste 
(pof) 

Resultado 

 Histórico  251 1 3,003 Não se rejeita H0 

Volatilidade 
Ajustada  

251 4 0,757 
Não se rejeita H0 

            

Valor limite para 99% de confiança:  6,635 (qui-quadrado com 1 grau de liberdade) 
  

 
Quanto ao teste de Cristoffersen, que analisa se as exceções ocorrem de forma 

agrupada, ou se há independência serial, os resultados são apresentados na Tabela 

19: 

Tabela 19 – Resultados do Teste de Cristoffersen 

Método  Estatística Cristoffersen Resultado 

Histórico  6,6348 Não se rejeita H0 

Volatilidade Ajustada  6,6348 Não se rejeita H0 
            

Valor limite para 99% de confiança:  6,635 (qui-quadrado com 1 grau de liberdade) 
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 Diante do exposto, tem-se que a hipótese nula não é rejeitada, ou seja, as 

exceções podem ser consideradas independentes.  

Com base na Figura 35 e nos resultados dos testes, tem-se que o VaR histórico 

apresentou menos violações, enquanto o VaR ajustado por volatilidade contou, no 

geral, com menor discrepância entre os valores observados e calculados.  
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5. CONCLUSÕES 
 

O objetivo central deste trabalho consistiu na análise do efeito da inclusão das 

criptomoedas em uma carteira de renda variável composta por ativos brasileiros, 

inspirada na extensa literatura a respeito das propriedades de hedge e diversificador 

das criptomoedas, sobretudo do Bitcoin. Para tal, fez-se uso de modelos GARCH com 

extensão quanto ao efeito de assimetria, que se mostraram aderentes na obtenção 

das volatilidades e correlações.  

A análise permitiu concluir que o foco na correlação de um ativo com outros 

pode ser contestado em um contexto de alocação de ativos se as diferenças de 

volatilidade forem muito altas. 

Identificou-se que as correlações condicionais das criptomoedas com os ETFs 

brasileiros se apresentavam negativas até início de 2020. Contudo, no auge da crise 

do COVID-19, observou-se uma mudança abrupta nas mesmas, que passaram a ser 

positivas, o que por sua vez representa um aumento do risco sistêmico.  

Além disso, constatou-se que as correlações tem se mostrado crescentes, o 

que pode ser creditado a uma maior institucionalização das criptomoedas, que vem 

apresentando comportamento mais próximos dos mercados acionários. 

Quanto aos cálculos do VaR para a carteira de variância mínima, para os 

horizontes diário e mensal (IC de 99%), conclui-se que o índice de criptomoedas 

adiciona risco à carteira, uma vez que sua participação (embora pequena, dado seu 

peso de 5,3%), incorreu no aumento do VaR, independentemente do método de 

cálculo.   

Diante do exposto, é possível inferir que os benefícios da inclusão do índice de 

criptomoedas em um portfólio vêm mais dos altos retornos esperados e da 

possibilidade de melhoria da relação risco-retorno, mas não reduzem de forma clara 

e substancial o risco.  

Portanto, em termos de nomenclatura, as criptomoedas se enquadrariam como 

diversificador, mas não poderiam ser nomeados hedge ou porto seguro, de acordo 
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com a definição de Baur e Lucey (2010), dada sua correlação positiva observada nos 

últimos anos, tanto em média quanto em períodos de turbulência no mercado.  
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ANEXO A - VALORES DE AIC OBTIDOS SEGUNDO ATIVOS E MODELOS 

Tabela 20 - Valores de AIC obtidos para o Índice de criptomoedas cotado em reais 

Modelo 
(p,q) 

SGARCH TGARCH EGARCH GJRGARCH 

1,1 -3,5448 -3,5549 -3,5566 -3,5486 

1,2 -3,5496 -3,5531 -3,5554 -3,5474 

2,1 -3,5470 -3,5521 -3,5565 -3,5477 

2,2 -3,5463 -3,5511 -3,5556 -3,5467 

 

Tabela 21 - Valores de AIC obtidos para o Índice de criptomoedas cotado em dólares 

Modelo 
(p,q) 

SGARCH TGARCH EGARCH GJRGARCH 

1,1 -3,6614 -3,6822 -3,6819 -3,6617 
1,2 -3,6601 -3,6800 -3,6804 -3,6604 
2,1 -3,6608 -3,6790 -3,6813 -3,6610 
2,2 -3,6604 -3,6780 -3,6804 -3,6600 

 

Tabela 22 - Valores de AIC obtidos para BOVA11 

Modelo 
(p,q) 

SGARCH TGARCH EGARCH GJRGARCH 

1,1 -5,6421 -5,6545 -5,6544 -5,6485 
1,2 -5,6412 -5,6532 -5,6535 -5,6474 
2,1 -5,6426 -5,6579 -5,6547 -5,6493 
2,2 -5,6420 -5,6569 -5,6540 -5,6487 

 

Tabela 23 - Valores de AIC obtidos para SMAL11 

Modelo 
(p,q) 

SGARCH TGARCH EGARCH GJRGARCH 

1,1 -5,6646 -5,6640 -5,6638 -5,6656 
1,2 -5,6086 -5,6629 -5,6628 -5,6646 
2,1 -5,6646 -5,6676 -5,6620 -5,6649 
2,2 -5,6638 -5,6668 -5,6615 -5,6642 

 

Tabela 24 - Valores de AIC obtidos para a série de câmbio (PTAX) 

Modelo 
(p,q) 

SGARCH TGARCH EGARCH GJRGARCH 

1,1 -6,2701 -6,2867 -6,2865 -6,2740 
1,2 -6,2706 -6,2872 -6,2879 -6,2747 
2,1 -6,2692 -6,2848 -6,2889 -6,2723 
2,2 -6,2696 -6,2852 -6,2879 -6,2670 
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ANEXO B - RESULTADOS DOS MODELOS SELECIONADOS 

 

Índice de criptomoedas, cotado em reais: 

Conditional Variance Dynamics   
----------------------------------- 
GARCH Model : eGARCH(1,1) 
Mean Model : ARFIMA(0,0,0) 
Distribution : std  
 
Optimal Parameters 
------------------------------------ 
        Estimate  Std. Error  t value Pr(>|t|) 
mu      0.002066    0.000628   3.2877 0.001010 
omega  -0.198060    0.046142  -4.2924 0.000018 
alpha1  0.000000          NA       NA       NA 
beta1   0.966796    0.007602 127.1803 0.000000 
gamma1  0.249416    0.036043   6.9200 0.000000 
shape   2.957152    0.222681  13.2798 0.000000 
 
Robust Standard Errors: 
        Estimate  Std. Error  t value Pr(>|t|) 
mu      0.002066    0.000550   3.7558 0.000173 
omega  -0.198060    0.035088  -5.6447 0.000000 
alpha1  0.000000          NA       NA       NA 
beta1   0.966796    0.005875 164.5555 0.000000 
gamma1  0.249416    0.035124   7.1010 0.000000 
shape   2.957152    0.207939  14.2212 0.000000 
 
LogLikelihood : 3564.743  
 
Information Criteria 
------------------------------------ 
                     
Akaike       -3.5562 
Bayes        -3.5422 
Shibata      -3.5562 
Hannan-Quinn -3.5511 
 
Weighted Ljung-Box Test on Standardized Residuals 
------------------------------------ 
                        statistic p-value 
Lag[1]                      1.873 0.17111 
Lag[2*(p+q)+(p+q)-1][2]     3.375 0.11107 
Lag[4*(p+q)+(p+q)-1][5]     6.654 0.06286 
d.o.f=0 
H0 : No serial correlation 
 
Weighted Ljung-Box Test on Standardized Squared Residuals 
------------------------------------ 
                        statistic p-value 
Lag[1]                     0.1583  0.6908 
Lag[2*(p+q)+(p+q)-1][5]    0.8631  0.8898 
Lag[4*(p+q)+(p+q)-1][9]    1.3179  0.9691 
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d.o.f=2 
 
Weighted ARCH LM Tests 
------------------------------------ 
            Statistic Shape Scale P-Value 
ARCH Lag[3]     1.003 0.500 2.000  0.3165 
ARCH Lag[5]     1.042 1.440 1.667  0.7204 
ARCH Lag[7]     1.155 2.315 1.543  0.8871 
 
Nyblom stability test 
------------------------------------ 
Joint Statistic:  1.1706 
Individual Statistics:              
mu     0.3802 
omega  0.2500 
beta1  0.2473 
gamma1 0.4030 
shape  0.1409 
 
Asymptotic Critical Values (10% 5% 1%) 
Joint Statistic:       1.28 1.47 1.88 
Individual Statistic:  0.35 0.47 0.75 
 
Sign Bias Test 
------------------------------------ 
                   t-value   prob sig 
Sign Bias           0.2633 0.7923     
Negative Sign Bias  0.5525 0.5807     
Positive Sign Bias  0.8418 0.4000     
Joint Effect        1.0323 0.7934     
 
 
Adjusted Pearson Goodness-of-Fit Test: 
------------------------------------ 
  group statistic p-value(g-1) 
1    20     25.97      0.13097 
2    30     35.96      0.17467 
3    40     53.66      0.05913 
4    50     49.40      0.45719 
 
 
BOVA11: 

Conditional Variance Dynamics   
----------------------------------- 
GARCH Model : fGARCH(1,1) 
fGARCH Sub-Model : TGARCH 
Mean Model : ARFIMA(0,0,0) 
Distribution : std  
 
Optimal Parameters 
------------------------------------ 
        Estimate  Std. Error  t value Pr(>|t|) 
mu      0.000654    0.000295   2.2188 0.026500 
omega   0.000612    0.000156   3.9113 0.000092 
alpha1  0.082716    0.014203   5.8237 0.000000 
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beta1   0.895184    0.017997  49.7419 0.000000 
eta11   0.654925    0.143964   4.5492 0.000005 
shape   7.481039    1.146052   6.5277 0.000000 
 
Robust Standard Errors: 
        Estimate  Std. Error  t value Pr(>|t|) 
mu      0.000654    0.000314   2.0836 0.037196 
omega   0.000612    0.000180   3.3906 0.000697 
alpha1  0.082716    0.020363   4.0621 0.000049 
beta1   0.895184    0.023373  38.3007 0.000000 
eta11   0.654925    0.151155   4.3328 0.000015 
shape   7.481039    1.257081   5.9511 0.000000 
 
LogLikelihood : 5666.166  
 
Information Criteria 
------------------------------------ 
                     
Akaike       -5.6545 
Bayes        -5.6377 
Shibata      -5.6545 
Hannan-Quinn -5.6483 
 
Weighted Ljung-Box Test on Standardized Residuals 
------------------------------------ 
                        statistic p-value 
Lag[1]                      3.185 0.07431 
Lag[2*(p+q)+(p+q)-1][2]     3.210 0.12313 
Lag[4*(p+q)+(p+q)-1][5]     3.404 0.33824 
d.o.f=0 
H0 : No serial correlation 
 
Weighted Ljung-Box Test on Standardized Squared Residuals 
------------------------------------ 
                        statistic p-value 
Lag[1]                     0.1936  0.6600 
Lag[2*(p+q)+(p+q)-1][5]    2.0346  0.6103 
Lag[4*(p+q)+(p+q)-1][9]    3.0209  0.7555 
d.o.f=2 
 
Weighted ARCH LM Tests 
------------------------------------ 
            Statistic Shape Scale P-Value 
ARCH Lag[3]  0.003565 0.500 2.000  0.9524 
ARCH Lag[5]  0.450934 1.440 1.667  0.8980 
ARCH Lag[7]  0.977424 2.315 1.543  0.9172 
 
Nyblom stability test 
------------------------------------ 
Joint Statistic:  1.0355 
Individual Statistics:               
mu     0.07412 
omega  0.18911 
alpha1 0.20306 
beta1  0.24670 
eta11  0.21149 
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shape  0.18176 
 
Asymptotic Critical Values (10% 5% 1%) 
Joint Statistic:       1.49 1.68 2.12 
Individual Statistic:  0.35 0.47 0.75 
 
Sign Bias Test 
------------------------------------ 
                   t-value   prob sig 
Sign Bias           0.9583 0.3380     
Negative Sign Bias  0.3689 0.7123     
Positive Sign Bias  0.6906 0.4899     
Joint Effect        1.7565 0.6245     
 
 
Adjusted Pearson Goodness-of-Fit Test: 
------------------------------------ 
  group statistic p-value(g-1) 
1    20     23.69      0.20814 
2    30     40.40      0.07764 
3    40     43.59      0.28232 
4    50     49.10      0.46916 
 

SMAL11: 

Conditional Variance Dynamics   
----------------------------------- 
GARCH Model : fGARCH(1,2) 
fGARCH Sub-Model : TGARCH 
Mean Model : ARFIMA(0,0,0) 
Distribution : std  
 
Optimal Parameters 
------------------------------------ 
        Estimate  Std. Error  t value Pr(>|t|) 
mu      0.000933    0.000283   3.3015 0.000962 
omega   0.000525    0.000148   3.5347 0.000408 
alpha1  0.106990    0.018046   5.9289 0.000000 
beta1   0.882591    0.020600  42.8433 0.000000 
beta2   0.000000          NA       NA       NA 
eta11   0.333927    0.094910   3.5183 0.000434 
shape   7.605979    1.123437   6.7703 0.000000 
 
Robust Standard Errors: 
        Estimate  Std. Error  t value Pr(>|t|) 
mu      0.000933    0.000285   3.2735 0.001062 
omega   0.000525    0.000180   2.9112 0.003600 
alpha1  0.106990    0.022455   4.7646 0.000002 
beta1   0.882591    0.026602  33.1782 0.000000 
beta2   0.000000          NA       NA       NA 
eta11   0.333927    0.095274   3.5049 0.000457 
shape   7.605979    1.393600   5.4578 0.000000 
 
LogLikelihood : 5675.612  
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Information Criteria 
------------------------------------ 
                     
Akaike       -5.6639 
Bayes        -5.6472 
Shibata      -5.6640 
Hannan-Quinn -5.6578 
 
Weighted Ljung-Box Test on Standardized Residuals 
------------------------------------ 
                        statistic p-value 
Lag[1]                    0.02974  0.8631 
Lag[2*(p+q)+(p+q)-1][2]   0.77546  0.5772 
Lag[4*(p+q)+(p+q)-1][5]   2.50345  0.5051 
d.o.f=0 
H0 : No serial correlation 
 
Weighted Ljung-Box Test on Standardized Squared Residuals 
------------------------------------ 
                         statistic p-value 
Lag[1]                     0.04938  0.8241 
Lag[2*(p+q)+(p+q)-1][8]    3.22964  0.6433 
Lag[4*(p+q)+(p+q)-1][14]   4.22178  0.8583 
d.o.f=3 
 
Weighted ARCH LM Tests 
------------------------------------ 
            Statistic Shape Scale P-Value 
ARCH Lag[4]    0.5582 0.500 2.000  0.4550 
ARCH Lag[6]    0.6573 1.461 1.711  0.8472 
ARCH Lag[8]    0.7636 2.368 1.583  0.9558 
 
Nyblom stability test 
------------------------------------ 
Joint Statistic:  1.5237 
Individual Statistics:              
mu     0.5047 
omega  0.3855 
alpha1 0.4940 
beta1  0.4482 
eta11  0.2986 
shape  0.2016 
 
Asymptotic Critical Values (10% 5% 1%) 
Joint Statistic:       1.49 1.68 2.12 
Individual Statistic:  0.35 0.47 0.75 
 
Sign Bias Test 
------------------------------------ 
                   t-value    prob sig 
Sign Bias           2.2551 0.02423  ** 
Negative Sign Bias  0.4324 0.66547     
Positive Sign Bias  1.8448 0.06522   * 
Joint Effect        5.7994 0.12179     
 
 



 
 

82 
 

Adjusted Pearson Goodness-of-Fit Test: 
------------------------------------ 
  group statistic p-value(g-1) 
1    20     34.36     0.016643 
2    30     54.96     0.002502 
3    40     60.82     0.014215 
4    50     83.46     0.001555 
 

Câmbio (PTAX): 

Conditional Variance Dynamics   
----------------------------------- 
GARCH Model : eGARCH(2,1) 
Mean Model : ARFIMA(0,0,0) 
Distribution : std  
 
Optimal Parameters 
------------------------------------ 
        Estimate  Std. Error    t value Pr(>|t|) 
mu      0.000417    0.000193     2.1619 0.030623 
omega  -0.073824    0.001497   -49.3221 0.000000 
alpha1  0.039527    0.009152     4.3189 0.000016 
alpha2  0.000000          NA         NA       NA 
beta1   0.991945    0.000055 18157.8302 0.000000 
gamma1  0.225053    0.054452     4.1330 0.000036 
gamma2 -0.149228    0.052364    -2.8498 0.004374 
shape  11.312765    2.138939     5.2890 0.000000 
 
Robust Standard Errors: 
        Estimate  Std. Error    t value Pr(>|t|) 
mu      0.000417    0.000176     2.3759 0.017504 
omega  -0.073824    0.001563   -47.2215 0.000000 
alpha1  0.039527    0.008736     4.5247 0.000006 
alpha2  0.000000          NA         NA       NA 
beta1   0.991945    0.000057 17551.5742 0.000000 
gamma1  0.225053    0.054439     4.1341 0.000036 
gamma2 -0.149228    0.053544    -2.7870 0.005320 
shape  11.312765    2.898201     3.9034 0.000095 
 
LogLikelihood : 6302.662  
 
Information Criteria 
------------------------------------ 
                     
Akaike       -6.2894 
Bayes        -6.2698 
Shibata      -6.2894 
Hannan-Quinn -6.2822 
 
Weighted Ljung-Box Test on Standardized Residuals 
------------------------------------ 
                        statistic p-value 
Lag[1]                      6.207 0.01273 
Lag[2*(p+q)+(p+q)-1][2]     6.216 0.01927 
Lag[4*(p+q)+(p+q)-1][5]     6.410 0.07192 
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d.o.f=0 
H0 : No serial correlation 
 
Weighted Ljung-Box Test on Standardized Squared Residuals 
------------------------------------ 
                         statistic p-value 
Lag[1]                      0.9744  0.3236 
Lag[2*(p+q)+(p+q)-1][8]     1.6831  0.9044 
Lag[4*(p+q)+(p+q)-1][14]    2.8705  0.9623 
d.o.f=3 
 
Weighted ARCH LM Tests 
------------------------------------ 
            Statistic Shape Scale P-Value 
ARCH Lag[4]    0.4433 0.500 2.000  0.5055 
ARCH Lag[6]    0.8383 1.461 1.711  0.7945 
ARCH Lag[8]    1.2819 2.368 1.583  0.8790 
 
Nyblom stability test 
------------------------------------ 
Joint Statistic:  1.4289 
Individual Statistics:               
mu     0.21940 
omega  0.33693 
alpha1 0.27988 
beta1  0.34489 
gamma1 0.05275 
gamma2 0.11720 
shape  0.15125 
 
Asymptotic Critical Values (10% 5% 1%) 
Joint Statistic:       1.69 1.9 2.35 
Individual Statistic:  0.35 0.47 0.75 
 
Sign Bias Test 
------------------------------------ 
                   t-value   prob sig 
Sign Bias           0.2715 0.7861     
Negative Sign Bias  0.6111 0.5412     
Positive Sign Bias  1.0059 0.3146     
Joint Effect        2.2301 0.5260     
 
 
Adjusted Pearson Goodness-of-Fit Test: 
------------------------------------ 
  group statistic p-value(g-1) 
1    20     12.03       0.8845 
2    30     24.21       0.7183 
3    40     32.49       0.7601 
4    50     38.41       0.8621 
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Índice de criptomoedas, cotado em dólares: 

 
Conditional Variance Dynamics   
----------------------------------- 
GARCH Model : fGARCH(1,2) 
fGARCH Sub-Model : TGARCH 
Mean Model : ARFIMA(0,0,0) 
Distribution : std  
 
Optimal Parameters 
------------------------------------ 
        Estimate  Std. Error  t value Pr(>|t|) 
mu      0.001736    0.000553   3.1416 0.001680 
omega   0.000908    0.000384   2.3654 0.018011 
alpha1  0.202340    0.035350   5.7238 0.000000 
beta1   0.881295    0.015616  56.4350 0.000000 
beta2   0.000000          NA       NA       NA 
eta11   0.000000          NA       NA       NA 
shape   2.496895    0.157307  15.8728 0.000000 
 
Robust Standard Errors: 
        Estimate  Std. Error  t value Pr(>|t|) 
mu      0.001736    0.000523   3.3175 0.000908 
omega   0.000908    0.000444   2.0443 0.040925 
alpha1  0.202340    0.036402   5.5584 0.000000 
beta1   0.881295    0.017108  51.5131 0.000000 
beta2   0.000000          NA       NA       NA 
eta11   0.000000          NA       NA       NA 
shape   2.496895    0.141875  17.5993 0.000000 
 
LogLikelihood : 3688.513  
 
Information Criteria 
------------------------------------ 
                     
Akaike       -3.6798 
Bayes        -3.6658 
Shibata      -3.6798 
Hannan-Quinn -3.6747 
 
Weighted Ljung-Box Test on Standardized Residuals 
------------------------------------ 
                        statistic  p-value 
Lag[1]                      5.229 0.022211 
Lag[2*(p+q)+(p+q)-1][2]     6.515 0.016045 
Lag[4*(p+q)+(p+q)-1][5]    11.199 0.004511 
d.o.f=0 
H0 : No serial correlation 
 
Weighted Ljung-Box Test on Standardized Squared Residuals 
------------------------------------ 
                         statistic p-value 
Lag[1]                      0.1098  0.7404 
Lag[2*(p+q)+(p+q)-1][8]     1.6343  0.9107 
Lag[4*(p+q)+(p+q)-1][14]    3.1893  0.9444 
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d.o.f=3 
 
Weighted ARCH LM Tests 
------------------------------------ 
            Statistic Shape Scale P-Value 
ARCH Lag[4]    0.1134 0.500 2.000  0.7363 
ARCH Lag[6]    0.2480 1.461 1.711  0.9578 
ARCH Lag[8]    0.5418 2.368 1.583  0.9784 
 
Nyblom stability test 
------------------------------------ 
Joint Statistic:  1.9487 
Individual Statistics:              
mu     0.3010 
omega  0.3860 
alpha1 0.2313 
beta1  0.4676 
shape  0.3130 
 
Asymptotic Critical Values (10% 5% 1%) 
Joint Statistic:       1.28 1.47 1.88 
Individual Statistic:  0.35 0.47 0.75 
 
Sign Bias Test 
------------------------------------ 
                   t-value   prob sig 
Sign Bias           0.2755 0.7829     
Negative Sign Bias  1.3901 0.1647     
Positive Sign Bias  1.5010 0.1335     
Joint Effect        4.4514 0.2167     
 
 
Adjusted Pearson Goodness-of-Fit Test: 
------------------------------------ 
  group statistic p-value(g-1) 
1    20     30.59     0.044782 
2    30     51.61     0.006029 
3    40     47.27     0.170611 
4    50     64.48     0.068099 
 


