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Resumo

Com o objetivo de atender as demandas de satde da populacdo, uma quantidade
enorme de publicagdes sdo geradas a cada ano. Artigos cientificos, teses e dissertagdes
tornam-se digitalmente disponiveis, mas torna-los acessiveis aos usuario exige a compreensao
do processo de indexagdo, que em geral ¢ feito manualmente.

O presente trabalho propde um experimento sobre a viabilidade de identificar
automaticamente descritores validos para documentos do campo da satde. Sdo extraidos n-
grams dos textos e, apds comparagao com termos do vocabulario Descritores em Ciéncias da
Saude (DeCS), sao identificados aqueles que podem atuar como descritores para as obras.

Acreditamos que este processo pode ser aplicado na classificagdo de conjuntos de
documentos com deficiéncias na indexacdo e, até mesmo, no apoio a processos de
reindexagdo, melhorando a precisdo e a revocacao das buscas, além da possibilidade de

estabelecer métricas de relevancia.

Palavras-chave: Processamento de Linguagem Natural, Mineracao de Textos e Descritores

em Ciéncias da Saude.



Abstract

With the objective to meet the health needs of the population, a huge amount of
publications are generated each year. Scientific papers, thesis and dissertations become
available digitally, but make them accessible to the user requires an understanding of the
indexing process, which is usually made manually.

This work proposes an experiment on the feasibility of automatically identify valid
descriptors for the documents in the field of health. Are extracted n-grams of the texts and,
after comparison with terms of vocabulary Health Sciences Descriptors (DeCS), are identified
those who can act as descriptors for the works.

We believe that this process can be applied to classification of document sets with
deficiencies in their indexing and, even, in supporting the re-indexing processes, improving
the precision and recall of the searches, and the possibility of establishing metrics of

relevance.

Keywords: Natural Language Processing, Text Mining and Health Sciences Descriptors.
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1 Introducao

Muito do conteudo produzido atualmente pela humanidade ¢ feito diretamente no
ambiente digital e em formato textual. Livros, artigos, noticias e comentarios em redes sociais
sdo apenas alguns exemplos, além disso, hd também muito conteudo oriundo da digitalizagao
dos acervos fisicos.

Este trabalho tem por objetivo a busca de métodos automatizados para a extragao de
descritores para contetdos digitais e, com isso, viabilizar novas andlises sobre estas obras.

Como um primeiro objetivo, analisaremos dissertagdes, teses e artigos cientificos
produzidos por pesquisadores e alunos da Fundacdo Oswaldo Cruz (Fiocruz) e visando a
identificacao dos principais temas de pesquisa ao longo do tempo.

Um dos grandes motivadores para este trabalho ¢ a constatacdo de que, com o volume
crescente de informagdes digitalmente disponiveis, realizar analises que requeiram a
reclassificagdo manual de um acervo com milhares, ou milhdes de itens, pode ser invidvel.
Por isso, a pesquisa de métodos que possam automatizar ou, pelo menos, gerar ferramentas de
apoio aos especialistas na classifica¢cdo de documentos ¢ fundamental para que estes acervos
sejam cada vez mais uteis.

Para que possamos entender o tamanho do desafio, tomemos como exemplo a
Biblioteca do Congresso Nacional dos Estados Unidos. Ela conta com um acervo de 162
milhdes de itens e, a cada dia de trabalho, adiciona ao seu acervo cerca de 12.000 itens'. No
Brasil, somente em fun¢do do depdsito legal®, a Biblioteca Nacional recebe cerca 100.000
itens por ano.

No entanto, os desafios ao lidar com acervos digitais nao estdo restritos ao seu
volume. Devemos também observar outros aspectos do processo de classificagdo manual.

1. E razoavel afirmar que a classificacdo de conteados ndo é uma ciéncia exata,
ou seja, podemos trabalhar com a hipotese de que profissionais distintos
possam discordar sobre quais seriam os melhores descritores para um
conteudo;

2. Mesmo nos casos em que ainda seja possivel a classificagdo manual dos
conteudos, ha um carater dindmico ligado aos descritores que ndo costuma ser
capturado. Pois, com o passar dos anos, os descritores podem ser substituidos

por termos mais especificos (caso tipico de areas de pesquisa em crescimento),

1 http://www.loc.gov/about/fascinating-facts
2 www.bn.br/sobre-bn/deposito-legal



fundidos ou mesmo alterados, em fun¢do de um novo entendimento sobre a
nomenclatura mais adequada para um tema. Capturar esse fendmeno em

ambientes onde a classificacdo ¢ feita manualmente tende a ser impraticavel;
Sobre este ultimo item, nas palavras de SOUZA (2005 p. 46), “quando o volume de
documentos no acervo atinge certo patamar, ou quando os assuntos dos documentos adquirem
certo grau de especificidade, ndo ¢ mais possivel ordena-los por meio de grandes classes de
assuntos, pois essas classes ndo sdo mais suficientemente informativas para representar
adequadamente o conteido dos documentos e discrimind-lo em relagdo a outros documentos.
Torna-se necessario entdo utilizar processos de catalogacdo e de indexagdo eficazes, de forma
que a recuperacao das informagdes que contém, de acordo com as necessidades dos usuarios,

seja a mais eficaz possivel.”

1.1 Justificativa

A Fiocruz conta 16 bibliotecas e ¢ responsdvel muitos acervos no formato de
Bibliotecas Virtuais e boa parte da classificacao dos seus itens ¢ feita de forma manual.

A pesquisa desenvolvida neste trabalho visa criar uma alternativa automatizada para a
extracao de descritores, apoiando o processo de classificagdo do acervo, ¢ melhorando a

experiéncia do usudrio no processo de recupera¢do da informacao.

1.2 Objetivo do trabalho

O objetivo deste trabalho serd realizar um experimento de extragdo automatica de
descritores para obras académicas (teses, dissertacdes e artigos cientificos) no repositorio
institucional da Fundagdo Oswaldo Cruz (Fiocruz). A partir dos descritores encontrados,
realizaremos a analise da incidéncia dos mesmos ao longo do tempo.

Neste trabalho, chamamos de descritores os termos de indexacao relativos a um
documento, usualmente palavras ou conjuntos de palavras que representem conceitos

relacionados aos assuntos principais desses documentos.

1.3 Limitac¢oes deste trabalho
Os documentos analisados pertencem ao Arca’ - repositorio institucional que tem por

objetivo principal reunir e dar visibilidade a produgdo técnico-cientifica da Fiocruz. No

3 http://www.arca.fiocruz.br/



entanto, este € um projeto em desenvolvimento, o que faz com que este trabalho se posicione
mais como uma prova de conceito do que como uma analise real da produgdo cientifica e

académica da Fiocruz, que ¢ uma institui¢do fundada no ano de 1900.

1.4 Estrutura do trabalho

No capitulo 2 apresentamos o referencial tedrico no qual iremos nos basear, no
capitulo 3 ¢ explicada a metodologia utilizada, no capitulo 4 temos os resultados do

experimento e no capitulo 5 temos a conclusao e sugestdes de trabalhos futuros.



2 Referencial tedrico
Neste capitulo sdo apresentadas as nocdes tedricas estudadas para a compreensao e

realizagdo deste trabalho.

2.1. Recuperacio da informaciao

No campo da Ciéncia da Computagcdo, Recuperagdo da Informacao (RI) ¢ a area
responsavel por prover aos usuarios o acesso facil as informagdes de seu interesse. Esta area
tinha como objetivos iniciais a indexagdo de textos € a busca por documentos uteis em uma
colecao. Atualmente, a pesquisa em RI inclui modelagem, classificacdo de textos,
arquitetura de sistemas, interface de usudrio, visualizagdo de dados, filtragem e linguagens

(BAEZA-YATES; RIBEIRO-NETO, 2013, p. 1).

2.1.1. Relevincia

“O objetivo principal de um sistema de RI € recuperar todos os
documentos que sdo relevantes a necessidade de informagdo do
usudrio e, a0 mesmo tempo, recuperar o menor numero possivel de
documentos irrelevantes.” (BAEZA-YATES; RIBEIRO-NETO, 2013)

Trabalhar este conceito ¢ complexo sob varios aspectos. Relevancia esta associada a
um certo grau de subjetividade. Ela pode, por exemplo, variar em fun¢do do tempo (obras que
hoje sao importantes, podem nao ser no futuro) e dos usuarios que buscam a informacao.

Através de entrevistas com bibliotecarios da Fiocruz foi possivel constatar que os
descritores de uma obra variam entre bibliotecas e em fun¢do de seu ptblico. O objetivo ¢ que
eles possam ser os mais relevantes no seu contexto.

Logo, € razoavel afirmar que os descritores deveriam também variar em fun¢do do
tempo, a medida em que novos itens sao adicionados ao acervo de uma biblioteca. Entretanto,
como em geral a classificagdo ¢ feita manualmente, essa tarefa se torna invidvel a medida que
0s acervos passam contar com milhares ou milhdes de itens.

Este trabalho busca métodos que permitam a descoberta automatica de descritores para
publicacdes, observando o corpus no qual estdo inseridas e mantendo-os classificados com

descritores sempre relevantes.



2.2. Precisao e Revocacao

Precis@o € o conceito que afere se um Sistema de Recuperacao de Informagdes (SRI) ¢
eficaz em ndo retornar documento que nio sejam relevantes a uma tarefa do usuario. No caso
maximo, a precisao sera igual a 1 (um) quando todos os documento relacionados forem
relevantes e a 0 (zero) se nenhum documento ¢ relevante.

Em uma colecdo de documentos C, com os subconjuntos R de documentos
identificados como relevantes para uma consulta e A a lista de documentos retornados por ela,

teremos |R| e |A| os nimeros de documentos relevantes e retornados, respectivamente.

Figura 1: Precisdo e revocagdo
C : Colecédo de documentos

“ N

: Documentos relevantes A : Documentos retornados

- /

— RN A : Documentos relevantes retomados

Fonte: BAEZA-YATES; RIBEIRO-NETO, 2013

Precisdo (P) ¢ a razdo entre os documentos relevantes retornados (JR N A|) e o total de

documento retornados.

IRNA|
pP=—
| Al

A revocagdo (Re) cresce a medida que conseguimos recuperar mais documentos
relevantes (pertencentes a R), mesmo que no subconjunto A tenhamos documentos nado

relevantes.

_|RNA]

Re
| R



Como dito na introdugdo, ha um carater dindmico ligado aos descritores que nao
costuma ser capturado, e ele influencia diretamente a revocagao.

Com o tempo, descritores podem ser substituidos por termos mais especificos,
fundidos ou mesmo alterados. Capturar esse fenomeno em ambientes onde a classificacdo ¢
feita manualmente tende a ser impraticavel, pois exigiria uma reclassificacdo constante do
acervo.

Essa reclassificagdo tem dois aspectos:

1. A obra cujo descritor foi alterado deve ser reclassificada;

2. O acervo como um todo deve ser reavaliado, uma vez que os descritores de
uma obra, pensando na recuperacao da informacgao, podem variar em funcao da
cole¢do na qual ela se encontra, além do perfil dos seus potenciais usuarios.

Em 2016 o DeCS incluiu centenas de novos descritores em seu vocabulario. Tomando
como exemplo apenas um deles (Reconhecimento Facial), isso deveria gerar nas bibliotecas
que atuam no campo da saiude a reavaliagdo dos seus acervos, com a analise de quais obras
poderiam ser associadas a ele. Obviamente, este processo deveria ser repetido centenas de
vezes, 0 que ¢ impraticavel quando feito manualmente e em acervos com milhdes de itens.

Por outro lado, com o passar dos anos, sem a reclassificacdo nos acervos, teremos

impactos claros sobre a recuperacao da informacao, especialmente na revocagao.

2.3. Representacio de documentos

Com o objetivo de extrair informagdes de documentos, permitindo a classificagao e
uma busca eficiente em um corpus, ¢ necessaria a discussdo das estratégias de representagdo
dos documentos.

Neste trabalho utilizamos uma abordagem em que os documentos sdo representados

por expressoes (n-grams e descritores) extraidos automaticamente.

2.3.1. Modelagem em Recuperac¢io da Informacao (RI)

Modelagem em RI é um processo complexo que envolve as tarefas de criar uma
representacdo para documentos e consultas, além do desenvolvimento de uma estrutura
ranqueamento da similaridade entre uma consulta e um cada um dos documentos de uma
colecao.

Em geral, a representagdo dos documentos ¢ feita a partir de termos de indexagao,
também conhecidos como palavras-chave. Estes termos, podem ser palavras do préprio

documento ou oriundas de vocabularios especializados.



A dificuldade na constru¢ao de sistemas de RI eficazes, reside na recuperacdo dos
documentos que um usudrio considera relevantes para uma consulta. Esta tarefa, obviamente,
inclui uma grande grau de subjetividade, pois usuarios diferentes podem discordar sobre quais
documentos sdo relevantes para uma dada consulta. Além do mais, a percep¢ao de relevancia
pode mudar ao longo do tempo.

Para tentar tratar essa questao, os sistemas de RI utilizam algoritmos de ranqueamento
para predizer quais documentos tém maior similaridade com uma consulta e, com isso,
estabelecem uma ordem de relevancia entre os documentos recuperados.

A representagdo de documentos e consultas, além da escolha de qual algoritmo sera
utilizado para o ranqueamento, representam a visao de relevancia implementada pelo sistema.

Neste trabalho, utilizaremos como uma fun¢do de ranqueamento baseada no modelo

Frequéncia de termo - Frequéncia Inversa de Documento (TF-IDF).

2.3.2. Frequéncia de termo - Frequéncia Inversa de Documento (TF-IDF)

Frequéncia de Termo (TF, Term Frequency)

Dentro do campo da Recuperacao da Informacao, Frequéncia de Termo refere-se a ao
numero de vezes que um termo aparece em um documento. H. P. Luhn observa que termos
com alta frequéncia sdo importantes na definicdo dos descritores de um documento e afirma
que o valor ou o peso de um termo em um documento é proporcional a sua frequéncia
(LUHN, 1957).

Em 1958, H. P. Luhn propde que ha palavras que, apesar da grande frequéncia em um
documento, ndo possuem grande valor semantico para descrevé-lo (LUHN, 1958). Dentre

elas encontram-se os artigos, preposicdes e pronomes.



Figura 2: H. P. Kuhn - Expressividade associada as palavras de um
texto

A

Limite superior Limite inferior

Expressividade

Palavras pouco
frequentes e com
pouca expressividade

Palavras muito frequentes
e pouco expressivas

¥>

Frequéncia

Fonte: Adaptado de BLANCHARD, 2007

Ha varias abordagens sobre como medir a frequéncia de termos (TF).
A mais imediata é a formulacdo em que a frequéncia do termo i no documento j é dada

pela sua contagem simples (frequéncia bruta).

tfij = fiy

Uma outra abordagem muito comum € a usar logaritmo para amenizar o peso da
repeticdo de termos nos textos. Esta abordagem também é util por tornar o TF diretamente

comparavel ao a variante IDF que utilizaremos neste trabalho.

tfi,j 1 +logf, ,selogfij>0
0 , Caso contrario

Frequéncia Inversa de Documento (IDF, Inverse Document Frequency)

Em 1972, Karen Spérck Jones publica o artigo “A statistical interpretation of term
specificity and its application in retrieval” (SPARCK JONES, 1972) onde, a partir dos ja
conhecidos conceitos de exaustividade e especificidade, ela desenvolve uma interpretagcdo
estatistica do conceito conhecido como especificidade. Este trabalho deu origem ao conceito

de Frequéncia Inversa de Documento (IDF).



“Exaustividade ¢ uma propriedade das descricdes dos
documentos e especificidade ¢ uma propriedade dos termos de
indexacdo. A exaustividade da descrigdo de um documento ¢
interpretada como a abrangéncia que ela prové para os topicos
principais de um documento. A especificidade de um termo de
indexagdo ¢ interpretada como qudo bem um termo descreve o
topico de um documento.” (BAEZA-YATES; RIBEIRO-NETO,
2013, p.36)

De forma simplificada, para uma exaustividade maxima, poderiamos indexar um
documento utilizando todas as palavras contidas nele. Esta solugdo aumenta enormemente a
possibilidade de um documento ser recuperado em uma busca. Entretanto, ao mesmo tempo,
aumenta o numero de documentos nao relevantes recuperados. Deriva desta questdo a ideia de
exaustividade otima, conceito que refere-se a um niimero 6timo de termos de indexacao.

Para tratar melhor essa questdo, passamos a utilizar o conceito de especificidade, que €
uma propriedade semantica do termo. Utilizando o exemplo apresentado por SPARCK
JONES, o termo “bebida” ¢ menos especifico que “chd” ou “café”, logo, espera-se que mais
documentos sejam indexados com a palavra “bebida” do que com a palavra “chd” ou “café”.

Com essa interpretagdo da especificidade de um termo, podemos afirmar que algumas
palavras possuem maior qualidade para descrever um documento.

A abordagem estatistica feita por SPARCK JONES define que a exaustividade pode
ser quantificada como o nimero de termos utilizados na indexacdo de um documento. A
especificidade como uma funcao do inverso do numero de documentos nos quais ele ocorre.

Como exemplo, se a palavra “cha” aparece em todos os documentos de uma colegdo, a
sua especificidade sera minima, pois este termo ndo sera util para a recuperagao de
informacgdes, ou seja, um mesmo termo pode ter maior ou menor especificidade em fungdo da
cole¢do em que um documento se encontra. Esta constatacdo leva a uma ideia de ponderacao
de termos por especificidade.

A Frequéncia Inversa de Documento pode ser ponderada de diversas formas. As mais
comuns sao:

1. Unéria: o peso IDF recebe 1 (um) para cada documento em ele esteja presente;

)

2. Frequéncia inversa: log( , onde N ¢ o nimero de documentos de uma colegao e

1



n; o nimeros de documentos distintos em que o termo i aparece, ou seja, a medida que

n; se aproxima de N, o valor do IDF para o termo i se aproxima de zero;

A N o .
3. Frequéncia inversa suave: log(1+—) , similar a variante anterior, mas soma 1 (um)
n.

1
a fragdo para suavizar o efeito de valores extremos de n;;

max;n;

4. Frequéncia inversa maxima: log(1+ ) , nesta variante, o numero de

documentos da colegdo (N) ¢é substituido pelo termo de maior frequéncia de

documentos.

As combinagdes entre as variantes TF e IDF geram valores distintos para os pesos TF-
IDF. Neste trabalho, o peso TF-IDF de cada termo i no documento j (wi;) € calculado da

seguinte forma:

Wij, = ( 1+10g(fi:j) ) : log(%)

1

Onde f;;¢ a frequéncia do termo i no documento j.

2.3.3. Normalizac¢ao pelo tamanho dos documentos

Os textos analisados neste trabalho variam muito em extensdo. O niimero de paginas
pode variar de dez a trezentas (artigos e teses, respectivamente). Como consequéncia, 0
simples fato de possuir mais palavras, tende a tornar um documento maior mais facil de ser
encontrado, diminuindo a relevancia dos documentos menores.

Para tentar contornar esse efeito, ao calcular o TF-IDF dos documentos utilizaremos
um o processo chamado de normaliza¢do do tamanho de documentos.

Este processo consiste em dividirmos uma representacio do documento pelo seu
tamanho. O tamanho pode ser calculado em bytes, palavras ou em fungdo dos pesos das
palavras contidas nele. Neste trabalho, para normalizagdo dos documentos, utilizamos a
representacdo em pesos.

Nela, as n palavras (p.) de um texto sdo representadas como vetores em um espago
ortonormal n-dimensional. Cada vetor terd como modulo a frequéncia da palavra no texto e o
documento (d;) serd representado pelo vetor resultante da soma vetorial dos vetores que

representam as palavras. Por fim, os vetores de palavras sdo normalizados pela norma do



vetor resultante d;

Figura 3: Representagdo vetorial de documento

p, 4

-~ ¥
v

=]

Fonte: Elaborado pelo autor

2.34. Pré-processamento de documentos

Analise léxica do texto

A andlise Iéxica do texto ¢ o ponto de partida para a identificacdo dos termos de
indexagdo. E a partir dela que definimos as estratégias para o tratamento dos diversos
elementos que compdem o texto, dentre outros, espacos repetidos, pontuagdo, palavras com
hifens, nimeros e datas.

Como veremos a seguir, se por um lado as operagdes necessarias nao sao
computacionalmente complexas, por outro lado, definir a estratégia de analise 1éxica exige
uma analise bastante cuidadosa para adequa-la ao corpus e aos provaveis objetivos dos
usuarios.

Algumas das consideragdes que devemos fazer ao tratar os elementos do texto sdo:

* Espacos repetidos podem ser reduzidos a apenas um;

* Numeros em geral ndo sdo bons termos para a indexagao, pois tornam-se vagos
quando retirados do seu contexto (BAEZA-YATES; RIBEIRO-NETO, 2013),
logo, ¢ comum desconsidera-los no processo de indexacdo. Entretanto, ha
casos em que eles sdo fundamentais, como na féormula quimica do acido

sulfurico (H.SO4) ou em termos como /-Butanol. Outra situagdo importante é



quando um numero representa um numero de telefone ou de um documento
como o CPF;

* O tratamento do hifen nos obriga a decidir entre manté-los ou ndo. Em muitos
casos, a remoc¢ao nao tras uma perda significativa do ponto de vista semantico,
como em “estado-da-arte”, que passaria a ser tratado como “estado da arte”.
Porém, ha casos em que o ha perda ou mudanga no significado. Por exemplo,
“pé-de-moleque” ¢ um doce e possui significado diferente de “pé de moleque™.
O mesmo acontece em palavras como “pds-graduagao’;

* Em geral, a pontuagdo ¢ removida. No entanto, preservar frases e paragrafos,
durante pelo menos uma parte da andlise léxica, pode ser importante para
entender o contexto em que determinada palavra aparece. Além disso, casos
como quando lidamos com codigos de programacao, que fazem uso intensivo
de simbolos de pontuacdo, podem gerar resultados inesperados na recuperagao
da informagdo, pois a pontuacdo, além de ter um papel na sintaxe da
linguagem, costuma determinar a sua semantica.

Sem muito esforco, podemos fazer muitas outras consideracdes sobre os elemento
citados. Podemos também, citar outros elementos que também merecem atengdo especial
(tratamento de maitsculas e minusculas, por exemplo). Por isso, ¢ possivel concluir cada
decisdo, para cada um desses elemento, pode ter impacto profundo na qualidade final do
processo de recuperagao da informagao.

Além de tratar esses elementos, e ainda em uma fase anterior ao ranqueamento de
documentos, precisamos definir também a estratégia de como lidar com as palavras

conhecidas com stopwords.

Eliminacao de stopwords

Sdo chamadas stopwords as palavras com baixo valor semantico para descrever um
documento. £ muito comum que nas tarefas de analise de textos elas sejam descartadas.
Dentre as palavras que sao comumente consideradas stopwords estdao os artigos e preposicoes.

Neste trabalho, consideramos stopwords expressdes do latim como “et al”, além das

stopwords definidas pela biblioteca Python NLTK®* para o portugués, inglés e espanhol,
idiomas que predominantes em algumas das obras

Na tabela a seguir podemos ver algumas das stopwords definidas na NLTK.

4 http.//www.nltk.org/
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Quadro 1: Stopwords em portugués, inglés e espanhol

Idioma

Exemplos de stopwords

Portugués

de, a, o, que, e, do, da, em, um, para, com, ndo, uma, 0s, no, se, na, por, mais,
as, dos, como, mas, ao, ele, das, a, seu, sua, ou, quando, muito, nos, ja, eu,
também, so, pelo, pela, até, isso, ela, entre, depois, sem, mesmo, aos, seus,
quem, nas, me, esse, eles, vocé, essa, minhas, teu, tua, teus, tuas, nosso, nossa,
nossos, nossas, dela, delas, seriam, tenho, tem, temos, tém, tinha, tinhamos,
tinham, tive, teve, tivemos, tiveram, tivera, tivéramos, tenha, tenhamos,
tenham, tivesse, tivéssemos, tivessem, tiver, tivermos, tiverem, terei, tera,
teremos, terdo, teria, teriamos, teriam

Inglés

1, me, my, myself, we, our, ours, ourselves, you, your, yours, yourself,
yourselves, he, him, his, himself, she, her, hers, was, were, be, been, being,
have, has, had, having, do, does, did, doing, a, an, the, and, but, if, or, because,
as, until, while, of, at, by, for, with, about, against, between, into, there, when,
where, why, how, all, any, both, each, few, more, most, other, some, such, no,
nor, not, only, own, same, so, than, too, very, s, t, can, will, just, don, should,
now

Espanhol

de, la, que, el, en, vy, a, los, del, se, las, por, un, para, con, no, una, su, al, lo,
como, mas, pero, sus, le, ya, o, este, si, porque, esta, entre, cuando, muy, sin,
sobre, también, me, hasta, hay, donde, quien, desde, todo, nos, habian,
hubiésemos, hubieseis, hubiesen, habiendo, habido, habida, habidos, seré,
seras, sera, seremos, seréis, seran, seria, serias, seriamos, seriais, tuvierais,
tuvieran, tuviese, tuvieses, tuviésemos, tuvieseis, tuviesen, teniendo, tenido,
tenida, tenidos, tenidas, tened

Fonte: Adaptado pelo autor a partir da lista de stopwords do Python NLTK 3.0

2.3.5.

Stemming

Hé palavras com grafias ligeiramente diferentes, mas que conduzem a uma mesma

ideia quando estamos em busca de descritores para um texto. Essa diferenga pode vir de

flexdes quanto ao nimero, o tempo e o género da palavra. Por exemplo, um texto em que o

método TF-IDF sugere como relevantes as palavras 'Deficiente’, 'Deficientes' e 'Deficiéncia’,

nos permite pensar que elas possam ser agrupadas e tratadas como uma so, em funcao de uma

certa similaridade semantica.

Para tratar este tipo de situagdo, podemos utiliza a técnica conhecida como stemming.

Nela, cada palavra ¢ reduzida ao seu radical, o que facilita a tarefa de encontrar palavras

similares.

A partir do nosso exemplo, utilizando o stemming RSLP’, podemos reunir as palavras

no radical “defic1”:

5 http://www.inf.ufrgs.br/~viviane/rslp/
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Figura 4: Stemmer RSLP

Deficiente — Aplicacdo do

stemmer RSLP
Deficientes > Defici
Deficiéncia ——

Fonte: Elaborado pelo autor

2.3.6. N-Grams

N-gram € o termo genérico que define uma sequéncia continua com n termos de um
texto. Unigramas, bigramas e trigramas sao os nomes dados aos n-grams com uma, duas e trés
palavras, respectivamente.

Neste trabalho, quando utilizamos o método TF-IDF, buscamos n-grams com até trés

palavras que possam atuar como descritores para um documento.

Medidas de associacao para bigramas e trigramas

O processo de identificagdo de bigramas e trigramas para descrever os temas
envolvidos em um documento leva em consideracdo a sua frequéncia. Além disso, boa parte
dos métodos mais comuns para esta tarefa criam estimativas sobre a estabilidade de uma
expressao multipalavras. A estabilidade neste caso deve ser entendida como uma medida do
quao independentes sdo duas ou mais palavras em um contexto. Por exemplo, para o bigrama
“febre amarela”, além da sua frequéncia, sdo também analisadas as probabilidade das palavras
“febre” e “amarela” formarem bigramas relevantes com outras palavras.

A seguir, descrevemos alguns dos métodos mais comuns que medem a estabilidade de
um n-grams.

* Raw frequency
Esta medida de associagdo leva em consideragdao simplesmente a frequéncia bruta de

um n-gram, ou seja, aparecerao melhor ranqueados os que forem mais frequentes.

* Log likelihood ratio

Esta medida visa detectar se uma determinada combinacao de palavras ¢ simplesmente
ocasional. Para isso, ¢ feito um teste de hipoteses em que a hipdtese nula (4,) afirma que a
ocorréncia de k; ¢ independente de k. (DA SILVA CONRADO et al., 2014). A hipotese

alternativa (/) afirma o contrario.



h,: P(k1|k2):P(k1|_‘k2)
h,: P(k1|k2)7&P(k1|_‘k2)

Quando £, é satisfeita, supondo que P(ki|k;)> P(k,|=k,) , temos a formalizacdo da

dependéncia de k; em relagdo a k: e este n-gram pode ser considerado de interesse.

*  Pointwise mutual information (mi)

Pointwise mutual information mede a probabilidade de duas palavras estarem juntas
ou separadas em um texto, ajudando a identificar a estabilidade de expressdes. Formalmente,
o método ¢ calculado através da expressao a seguir:

P(k;,k;)
P(ki).P(k.))

J

mi(k,, k;)=log,(

2]

P(k) e P(k;) sao probabilidades obtidas pela contagem da ocorréncia das palavras k; e

ki em um corpus no corpus.

* Dice's coefficient (dice)

Este método ¢ similar ao anterior. A diferenca reside no fato de nao ser levado em

consideracdo o tamanho do corpus, somente a frequéncia das palavras analisadas.

fkk
dice(k,k )=2 x ——
! fi*fx,

e Teste t de Student

Esta medida verifica o qudo provavel ou improvéavel ¢ uma combinagdo de palavras.
Baseia-se em um teste de hipotese com o uso da distribui¢ao t-Student.

t:)_(__u
2

Js_

N

Neste trabalho, para a extracdo de bigramas e trigramas utilizamos a biblioteca Python

NLTK®. Nela, sdo implementadas onze medidas de associagdo para bigramas e oito para
trigramas.
ApoOs a diversos testes empiricos, a medida de associagao que apresentou melhores

resultados para os nossos dados foi a de teste ¢ de Student.

6 http://www.nltk.org/



2.3.7. Descritores
Dado um texto e o corpus no qual ele esta inserido, aplicamos métodos como o TF-
IDF para identificar quais unigramas, bigramas e trigramas sdo mais relevante para descrevé-

lo. Utilizamos estes n-grams para definir descritores extraidos do texto.

24. Sistemas de organizacio do Conhecimento (SOC)

Para facilitar a compreensao de uma colecdo de documentos, a humanidade passou a
classifica-la em classes ou tipos. Esta pratica esta presente na origem das bibliotecas e sem ela
seria muito mais dificil localizar um documento pertinente e relevante. H4 duas técnicas
principais para isso: Taxonomias e, mais recentemente, Folksonomias.

Outra técnica importante, quando conjugada com as anteriores, para que a busca em

um acervo possa ter o seu escopo ampliado € o uso de tesauros.

2.4.1. Tesauros

Um tesauro € composto por uma lista de palavras importantes em um determinado
dominio e, para cada uma delas, uma lista de palavras relacionadas, que em geral, mas nao
necessariamente, sao sindbnimos naquele dominio.

Tomemos como exemplo o termo neoplasias no campo da saude. No DeCS, este ¢
nome adotado para o que ¢ popularmente chamado de cancer. Esta entrada ¢ representada da

seguinte forma:

Neoplasias
1. Cancer
Cancro (Tumor Maligno)
Neoplasmas

Tumor

Neoplasia

2

3

4

5. Tumores
6

7. Neoplasia Benigna
8

Neoplasia Maligna



Contar com um tesauro permite que ampliemos a busca pela entrada Neoplasias.

2.4.2. Taxonomia

A técnica da taxonomia organiza os objetos de forma hierarquica. Esta técnica permite
que possamos criar abstragdes de conceitos mais gerais aos mais especificos.

“Taxonomias fazem mais sentido quando construidas para um dominio especifico de
conhecimento” (BAEZA-YATES; RIBEIRO-NETO, 2013), como ¢ o caso do campo da saude
em que podemos contar com a taxonomia presente no DeCS (Descritores em Ciéncias da
Saude).

A seguir podemos ver como o DeCS organiza a hierarquia de classes até a classe “Dor

lombar”.

Figura 5: Exemplo de Taxonomia

DOEMNCAS
Doencas do Sistema MNervoso
Manifestactes Neurologicas
Dor
Dor Abdominal +

Dor Aguda

Artralgia +
Dor nas Costas
Sindrome Pds-Laminectomia

Dor Lombar &

Dor Irruptiva
Dor no Peito +
Dor Crénica
Dor de Orelha
Dor Ocular

Fonte: Imagem capturada pelo autor a partir do site
do DeCS (http.//decs.bvs.br)

2.4.3. Folksonomias

Em diversos casos ndo existem taxonomias disponiveis para a classificagdo de um
conjunto de obras. Em outros, queremos que os usudrios possam escolher livremente as
palavras que eles julgam mais naturais para descrever uma obra.

A folksonomia permite que cada usudrio escolha livremente as palavras-chave ao
cadastrar uma obra, normalmente chamadas de etiquetas (zags). O conjunto de etiquetas gera

uma estrutura plana, nao hierarquica, na qual podemos nos basear para busca os documentos



classificados (BAEZA-YATES; RIBEIRO-NETO, 2013).
A forma mais comum de representagdo desta estrutura sdo as nuvens de palavras

(word clouds).

Figura 6: Folksonomia - Nuvem de palavras

gente iy aids
pra

Fonte: Elaborado pelo autor

2.4.4. DeCS - Descritores em Ciéncias da Saiade

“O vocabulario estruturado e trilingue DeCS - Descritores em
Ciéncias da Satude foi criado pela BIREME para servir como
uma linguagem unica na indexagdo de artigos de revistas
cientificas, livros, anais de congressos, relatorios técnicos, e
outros tipos de materiais, assim como para ser usado na pesquisa
e recuperagdo de assuntos da literatura cientifica nas fontes de
informacao disponiveis na Biblioteca Virtual em Saude (BVS)
como LILACS, MEDLINE e outras.” (“DeCS — Introdugdo™)

O DeCS ¢ possui uma estrutura hierdrquica e ¢ a base para a classificacdo
bibliografica na Fiocruz. Todos os termos contam com versdes em portugués, inglés e
espanhol, o que torna o DeCS um valioso dicionario especializado para a classificacdo de
obras para o nosso idioma. Neste trabalho, utilizamos esta caracteristica para atribuir
descritores em portugués para obras cujo idioma principal seja inglés e espanhol.

O DeCS passa por revisdes anuais em que novos termos podem ser incluidos,

excluidos ou alterados. Este trabalho utiliza a versdao 2016 do DeCS.



2.5. Selecio de caracteristicas

Este trabalho tem como objetivo selecionar termos que funcionem como descritores
para os documentos de uma colecdo. Os descritores podem ser palavras do proprio texto, ou
oriundas de vocabularios controlados que possam ser relacionadas a elas. E o caso de
“AIDS”, que tem como forma adotada “Sindrome de Imunodeficiéncia Adquirida”.

Cada termo adotado para a representagdo de um documento (descritor) ¢ uma
caracteristica. Sob este aspecto, a representacdo de um documento estd relacionada ao seu
tamanho, o que pode gerar um espaco de caracteristicas muito grande e pode trazer impacto
no tempo de execugao do algoritmo de classificacao.

Para minimizar este problema, podemos limitar o tamanho do espaco de caracteristicas
através do processo de selecdo de caracteristicas. Com ele reduzimos a representacdo dos
documentos que sera processada pelo classificador.

A seguir, apresentamos dois métodos para a selegdo de caracteristicas.

2.5.1. Frequéncia de documentos de um termo

O procedimento mais simples para selecdo de caracteristicas ¢ definir um limite
inferior para a frequéncia de documentos de um termo, ou seja, dado um termo i e o limite K,
o termo sera descartado caso a sua frequéncia de documentos n; (nimero de documento aos

quais i pertence) seja inferior a k.

2.5.2. Pesos TF-IDF
Podemos utilizar termos TF-IDF de duas formas para selecionar caracteristicas:
* A primeira ¢ utilizar um valor de corte em fungdo dos pesos TF-IDF (wij).
Por exemplo, na tabela abaixo poderiamos definir que serdo descartados todos

termos com peso inferior a 0,1 (w;;<0,1).

Quadro 2: Lista de pesos e termos gerados com TF-IDF

Termo Peso (wij)
deficiéncia 0,735
conferéncias 0,219
acessibilidade 0,111
strda— 0,087
direitos 0,081

Fonte: Elaborado pelo autor



* A segunda forma ¢ limitar o nimero de termos que serdo considerados,

definindo um valor k de termos para cada documento.

E importante destacar que, com relagdo & selecio de caracteristicas, os métodos
frequéncia de documentos ou pesos TF-IDF tendem a eliminar termos com frequéncia muito
baixa. Entretanto, quando analisamos termos com alta frequéncia de documentos, pelo
método TF-IDF eles tendem a receber pesos muito baixo e, consequentemente, tornam-se
candidatos a eliminagdo. O oposto ocorre com a sele¢c@o pela frequéncia de documento.

Além dos dois métodos citados anteriormente, para a redu¢do de dimensionalidade por
selecdo de caracteristicas, existem diversos outros que utilizam métricas diferentes.
Destacamos aqui os métodos Informacao Mutua (Mutual information), Ganho de Informagao
(Information Gain) e Chi-quadrado (Chi-Square).

Neste trabalho, a selecdo de caracteristicas ¢ feita através da limitacdo do nimero de

termos a partir de pesos TF-IDF.

2.6. Métricas de avaliacao

O processo de avaliagdo ¢ muito importante para a validacdo da eficidcia de um
classificador de textos. A partir de um conjunto de documentos previamente classificados
(conjunto de treino), podemos testar o classificador e comparar a sua eficacia através de
diversas métricas.

Abordaremos as medidas de acurécia e erro, precisao e revocagdo ¢ medidas-F e F,

mas antes discutiremos uso da tabela de contingéncia que serve de base a todas as métricas.

2.6.1. Tabela de contingéncia

As métricas de avaliagdo descritas a seguir baseiam-se em uma tabela de contingéncia.
Nela temos uma relagdo entre os documentos e as classes (no nosso caso descritores) as quais
eles podem estar associados, de forma correta ou nao.

Para o conjunto de treino, imaginemos que os documentos sdo divididos em dois
grupos: os que pertencem a classe x e outro grupo os que ndo pertencem a esta classe. Para a

nossa tabela de contingéncia teriamos as seguintes variaveis:

D — Coleg¢ao de documentos

D, — Documentos de treinamento



N, — Numero de documentos em D,
n, — Numero de documentos da classe x no conjunto de treinamento
n, - Numero de documentos identificados pelo classificador como pertencentes a classe x

n; — Numero de documentos atribuidos a classe x no conjunto de treinamento e pelo

classificador
Tabela 1: Tabela de contingéncia
Conjunto de treino (D))
Caso 5 Total
Pertencem a c, | Nado pertencem a c,
S
S Pertencem a c, e Hy- Ngy ny
g
=
I
= | Nao pertencem a c, ne - Ny N; - ng-n, +ny N, - ny
@,
n; ]\It (7 Nt
Fonte: Adaptado de BAEZA-YATES; RIBEIRO-NETO, 2013
2.6.2. Acuracia e Erro

A acuracia de um classificador ¢ a fragdo dos documento de treino classificados
corretamente. Erro ¢ a fragdo dos documentos classificados incorretamente. Formalmente,

acurdcia, erro e a relagdo entre eles podem ser definidos como vemos a seguir:

N,—n;—n+n;, )
N

Acu(x):nf’[+(

t

(nf_nf,t)"'(nt_nf,t)
N

Err(x)=

t

Acu(x)+Err(x)=1

Como exemplo, suponhamos um conjunto de treino com 1.000 documentos, sendo 20
pertencentes a classe x. Um classificador ndo consiga identificar nenhum documento como
corretamente pertencentes a esta classe, terd uma acuracia de 98% e um erro de 2%. Para este

exemplo, teriamos a seguinte tabela de contingéncia:



Tabela 2: Acurdacia e Evro - Exemplo 1

Conjunto de treino (D))

Caso Total
Pertencem a c, | Ndo pertencem a c,
g Pertencem a c, 0 0 0
g
b=
& | Nao pertencem a c, 20 980 1.000
Q
20 980 1.000

Fonte: Adaptado de BAEZA-YATES; RIBEIRO-NETO, 2013

BAEZA-YATES e RIBEIRO-NETO afirmam devidamente que acuricia e erro podem
ndo expressar devidamente a diferenca entre classificadores, especialmente quando o nimero

de documento de uma categoria € muito pequena em relagado ao total de documentos.

Eles sugerem mais um exemplo, similar ao anterior, mas neste caso o classificador
acerta 50% dos documento pertencentes a classe x, ou seja, ele identifica dez dos vinte

documentos pertencentes a classe x.

Tabela 3: Acurdcia e Erro - Exemplo 2

Conjunto de treino (D))

Caso Total
Pertencem a c, | Nao pertencem a c,
E Pertencem a c, 10 0 10
g
b=
& | Nio pertencem a c, 10 980 990
Q
20 980 1.000

Fonte: Adaptado de BAEZA-YATES, RIBEIRO-NETO, 2013

Utilizando as definicdes, encontramos uma acurdcia de 99% e um erro 1%.
Comparando com o exemplo anterior, vemos que a diferenca na acuracia foi de apenas 1% (de
98% para 99%), o que sugere que os classificadores tém desempenho muito proximo, o que é

um engano.

2.6.3.

Precisdo (P) e revocagdo (R) surgiram originalmente como medidas de qualidade para

Precisao e revocacao




classificadores textuais ¢ podem minimizar alguns dos problemas ligados a acuracia
(BAEZA-YATES; RIBEIRO-NETO, 2013).

FElas sdo definidas como:

A precisdo mede o quanto o classificador ¢ eficaz em identificar somente documentos
que pertencam a classe x. A revocagdo preocupa-se em aferir a por¢do dos documentos
pertencentes a classe x que foram recuperados. No exemplo anterior, onde o classificador

identifica dez dos vinte documentos pertencentes a classe x, teriamos os seguintes valores:

10 10
P(x)=—=100% e R(x)====50%
X)=10 ° (X)=35=50%
No primeiro exemplo, consideramos um classificador que ndo conseguiu identificar
nenhum documento corretamente. Neste caso, ele teria precisdo e revocacao igual a zero, o

que evidenciaria a diferenca na eficacia com relagao ao segundo classificador.

2.6.4. Medidas-F e F,
Medida-F e F, combinam os valores de precisdo e revocagdo em uma Unica medida,
permitindo que possamos atribuir diferentes pesos a elas.

A definicdo formal ¢ vista a seguir:

_(0{2+1).P(x).R(x)
T

O valor de a define a importancia relativa de precisdo e revocagdo. Se 0=0, Somente
precisdo ¢ considerada. Quando o = oo, somente a revocagao sera considerada.
Para a medida-F;, consideramos a = 1. Com este valor, precisdo e revocagdo tém pesos

iguais.

2.7. A Fiocruz

A Fundagdo Oswaldo Cruz (Fiocruz) é a maior institui¢do brasileira voltada para em
saude publica. Ela conta com 32 programas de pds-graduagdo stricto sensu, uma escola de
nivel técnico e varios programas lato sensu.”’

Foi fundada no ano de 1900 e desde entdo conta com uma produgdo cientifica
reconhecida internacionalmente. S3o mais de 12.000 profissionais, sendo mais de 1.000

doutores.

7 http://portal.fiocruz.br/pt-br/content/pesquisa-e-ensino



A Fiocruz ¢ dividida em unidades técnico-cientificas e escritorios.

Figura 7: Organograma da Fiocruz

UNIDADES TECNICO-CIENTIFICAS ESCRITORIOS
IFF IcC ENSP BIO-MANGUINHOS FIOCRUZ CEARA
FIOCRUZ MATO
INI 1AM EPSJY FARMANGUINHOS A

10C IRR coc INCQS FIOCRUZ PIAUI
ILMD F[OCR_UI
[z RONDOMNIA
IGM CECAL FIOCRUZ AFRICA

Fonte: hitps://portal fiocruz.br/pt-br/content/organograma

2.8. O repositorio ARCA

O repositorio digital Arca da Fiocruz foi desenvolvido com o objetivo de disseminar e
preservar a producdo intelectual da instituigdo. Dentre outros objetos digitais, no Arca estdo
depositados artigos cientificos de seus pesquisadores, além de teses e dissertagdes de alunos
dos seus cursos de pos-graduacao.

Na figura a seguir, podemos ver de forma resumida a estrutura utilizada para a

organizagdo da informacdo no Arca.

Figura 8: Organizagdo da informagdo no repositorio Arca
Comunidade

Unidade técnico-cientifica

Colecao
Tipo de objeto (artigo/tese/...)
Objeto digital
O anigo, a tese, ...

Fonte: Elaborado pelo autor



O Arca é baseado no DSpace®, projeto que nasceu de um esfor¢o conjunto entre MIT
Libraries e a Hewlett-Packard Company. Hoje, mais de duas mil institui¢des pelo mundo’

possuem repositdrios institucionais baseados no DSpace.

8 http://www.dspace.org
9 http://registry.duraspace.org/registry/dspace



3 Metodologia
Neste capitulo sdo apresentadas as etapas necessarias a realizagdo do experimento. Da

obtencdo do corpus a identificagdo de descritores validos para os documentos.

3.1 Etapas do experimento
Este trabalho visa a extragdo automatica de descritores para dissertagdes, teses e
artigos cientificos depositados no repositério ARCA.
A seguir sdo listadas as etapas envolvidas no processo de extragdo de descritores.
* Obtencao do Corpus
*  Pré-processamento dos documentos
o Extracdo de dados dos arquivos PDF
©o Remocdo de stopwords e de pontuagdo
o Uso de stemming
o Identificacdo de n-grams relevantes
* Captura de dados do vocabulario Descritores em Ciéncias da Saude (DeCS)
* Cruzamento entre n-grams e o DeCS para a identificagdao de descritores para os

documentos

3.2 Obtencao do corpus

Para este trabalho, o corpus foi obtido junto a equipe que mantém o repositério Arca.
A extracdo dos dados foi feita a partir de uma funcionalidade presente no Dspace (exportagdo
dos objetos digitais). Este processo gera uma estrutura em que cada objeto fica disponivel em

um diretorio. Os objetos digitais estardo agrupados por comunidade/colecdo a que pertencem.



Figura 9: Arca: Objetos digitais - Estrutura de diretorios apos
exportagdo

ICICT__ Dissertacoes_de_Mestrado Comunidade: ICICT

Cole¢do: Dissertagdes de mestrado
— 1
Dissertagdes
—» 2
L
Comunidade: ICICT
ICICT__ Teses_de_Doutorado Colegao: Teses de doutorado
—» 1
Teses
F—» 2

Fonte: Elaborado pelo autor

Dentre outro arquivos, a cada diretorio dos objetos digitais exportados, no caso dos

documentos (teses e dissertacdes, por exemplo), além do arquivo PDF com o contetdo,

encontramos também um arquivo XML' com os metadados do objeto em formato

DublinCore'".

A imagem a seguir exibe o conteudo tipico de um arquivo dublincore.xml. No caso,

uma dissertacdo de mestrado defendida em 2012, na unidade técnico-cientifica Instituto de

Comunicag¢ao e Informagdo Cientifica e Tecnoldgica em Saude.

Figura 10: Exemplo de conteiido do arquivo dublincore.xml com os metadados do
objeto digital

—<dublin_core schema="dc">
<dcvalue element="contributor" qualifier="advisor">0liveira, Valdir de Castro</dcvalue>
<dcvalue element="contributor" qualifier="author">Silva, Marina Maria Ribeiro Gomes da</dcvalue>
+ <dcvalue element="identifler" qualifier="citation"></dcvalue>
<dcvalue element="identifier" qualifier="uri">http://arca.icict.fiocruz.br/handleficict/5805</dcvalue>
+ <dcvalue element="description" qualifier="abstract" language="pt BR"></dcvalue>
<dcvalue element="language" qualifier="iso" language="pt BR">pt_BR</dcvalue>
<dcvalue element="subject" qualifier="other" language="pt BR">Comunica¢do em Satude</dcvalue>
<dcvalue element="subject" qualifier="other">Rio de Janeiro</dcvalue>
+ <dcvalue element="title" qualifier="none" language="pt_BR"></dcvalue>
<dcvalue element="type" qualifier="none" language="pt BR">Dissertation</dcvalue>
<dcvalue element="rights" qualifier="holder" language="pt BR">Marina Maria Ribeiro Gomes da Silva</dcvalue>
<dcvalue element="degree" qualifier="date">2012</dcvalue>
— <dcvalue element="degree" qualifier="department" language="pt BR">
Instituto de Comunicacdo e Informacao Cientifica e Tecnoldgica em Satde
</dcvalue>
—<dcvalue element="degree" qualifier="grantor" language="pt BR">
Fundagdo Oswaldo Cruz. Instituto de Comunicacao e Informacgéo Cientifica e Tecnoldgica em Satde
</dcvalue>
<dcvalue element="degree" qualifier="level" language="pt BR">Mestrado Académico</dcvalue>
<dcvalue element="degree" qualifier="local" language="pt BR">Rio de Janeiro / R]</dcvalue>
+ <dcvalue element="degree" qualifier="program" language="pt BR"></dcvalue>
+ <dcvalue element="description" qualifier="abstracten" language="pt BR"></dcvalue>
<dcvalue element="contributor" qualifier="member">0Oliveira, Valdir de Castro</dcvalue>
<dcvalue element="contributor" qualifier="member">Guizardi, Francini Lube</dcvalue>
<dcvalue element="contributor" qualifier="member">Lerner, Katia</dcvalue>
<dcvalue element="subject" qualifier="decs" language="pt_BR">Conferéncias de Satde</dcvalue>
<dcvalue element="subject" qualifier="decs" language="pt BR">Defesa das Pessoas com Deficiéncia</dcvalue>
<dcvalue element="subject" qualifier="decs" language="pt BR">Brasil</dcvalue>
<dcvalue element="subject" qualifier="decs">Direitos Humanos</dcvalue=>
<dcvalue element="date" qualifier="issued">2012</dcvalue>
</dublin_core>

Fonte: Elaborado pelo autor

10 https://pt.wikipedia.org/wiki/ XML
11 http://dublincore.org/ e http://wiki.bireme.org/pt/index.php/Categoria:Dublin_Core



Neste trabalho, além do texto extraido do objeto digital, em alguns momentos

utilizamos informagdes extraidas dos metadados para agrupar ou comparar informacdes.

33 Pré-processamento dos documentos

3.3.1 Extrac¢ao de dados do PDF

Os objetos de estudo deste trabalho sdo textos, originalmente em formato PDF e, para
que possam ser analisados, os documentos serdo convertidos para o formato de texto puro.

Esta ¢ uma tarefa repleta de imperfei¢des, pois muitos dos arquivos em formato PDF
apresentam elementos como tabelas e formatagdes especiais, que tornam impossivel obtermos
o melhor resultado para todos os casos.

Avaliamos para esta tarefa ferramentas como PDFMiner'?, PDF2Text” e Apache
Tika'. Apds inimeros testes, a ferramenta que apresentou melhor desempenho e qualidade foi
a Apache Tika. Como adotamos a linguagem de programacao Python para os experimentos e
o Apache Tika ¢ escrito na linguagem Java, foi necessaria a instalacdo da biblioteca tika-
python".

Infelizmente, ndo ¢ um processo trivial a extragdo de dados com qualidade de arquivos

em PDF. A seguir, fazemos algumas consideragdes sobre os desafios encontrados.

Consideracoes sobre preservacio e formatos digitais

Quando pensamos em tornar documentos acessiveis por um longo periodo, discutir os
formatos digitais nos quais eles sdo armazenados ¢ importante. Normalmente, conteudos
textuais ndo sdo produzidos em um editor PDF, mais sim convertidos para este formato
depois de prontos. A adogdo desta solugdo deve-se ao sucesso do PDF em preservar o layout
original do documento, mesmo em plataformas diferentes. Entretanto, existem varias
especificagdes diferentes para arquivos PDF'® e alguns elementos podem dificultar a
legibilidade por maquina (DIETRICH, 2014), etapa fundamental para esta dissertacdo e para
futuras analises que envolvam a extracao de texto automatica.

Cabe destacar que o DSpace gera uma versao em texto puro de cada documento PDF
depositado. No entanto, encontramos alguns arquivos com erros na acentuacdo de palavras em

portugués e, em muitos casos, em funcdo da formatacdo do arquivo original, baixa qualidade

12 https://pypi.python.org/pypi/pdfminer/

13 http://www.pdf2text.com/

14 https://tika.apache.org/

15 https://github.com/chrismattmann/tika-python
16 https://en.wikipedia.org/wiki/PDF/A



no texto extraido. Por isso, optamos por desenvolver o nosso proprio processo de extragao de
textos, como descrito no inicio desta se¢ao.
No corpus analisado, alguns dos problemas que encontramos foram:
* Arquivos com senhas contra copia de parte do conteudo;
* Fontes embutidas, sem similar no computador em que foi analisado;
» Textos digitalizados como imagens;
* Conjuntos de caracteres embutidos ndo reconheciveis.

Assim, quando encontramos alguns dos problemas acima, isso quase sempre
significava que seria impossivel fazer a extragdo automatica dos textos. Foi o que ocorreu
com 255 documentos, total ou parcialmente. Porém, muitos outros documentos tiveram uma
qualidade ruim no texto extraido, quase sempre em fun¢do de elementos da formatagdo
(cabegalhos, rodapés e tabelas).

Por isso, pensando na preservacao a longo prazo e na possibilidade de realizar
pesquisas futuras, ¢ fundamental que os formatos armazenados sejam legiveis por maquina

(HITCHCOCK, 2008).

3.3.2 Uso de stemming para a escolha de termos representantes

Neste trabalho, quando utilizamos o método TF-IDF, escolhemos como roétulos para
grupos de palavras de mesmo radical a que tiver a maior relevancia de acordo com o método,
em seguida, retornamos ao texto, substituimos todas as palavras derivadas pelo rétulo
escolhido e recalculamos o TF-IDF.

No exemplo a seguir, como os trés termos em destaque (*) possuem o mesmo radical
pelo stemmer RSLP (defici), os termos “deficiente” e “deficiéncias” sdo substituidos

“deficiéncia”.



Quadro 3: Lista de termos e pesos atribuidos pelo TF-IDF

Ordem Termo Score
1 deficiéncia * 0,635
2 delegados 0,258
3 movimentagoes 0,184
4 deficiéncias * 0,166
5 conferéncias 0,153
6 acessibilidade 0,149
7 conferéncia 0,109
8 conselhos 0,107
9 delegado 0,098
10 deficiente * 0,098

Fonte: Elaborado pelo autor

Com o texto alterado, executamos novamente o método TF-IDF e obtemos os valores

a seguir:
Quadro 4: Lista de termos e pesos atribuidos pelo TF-IDF apds o uso do stemmer
RSLP
Ordem Termo Score
1 deficiéncia 0,659
2 delegados 0,379
3 conferéncias 0,251
4 movimentagoes 0,157
5 conselhos 0,135
6 acessibilidade 0,127
7 reivindicacoes 0,119
8 cega 0,099
9 surda 0,089
10 direitos 0,086
Fonte: Elaborado pelo autor
34 Obtencao de n-grams

Os n-grams extraidos dos documentos sdo obtidos com o uso das bibliotecas Gensim'’

17 https://radimrehurek.com/gensim/



e NLTK'® da linguagem Python.

A biblioteca Gensim ¢ uma biblioteca de coédigo aberto que implementa varios
algoritmos para a criagdo de modelos baseados em textos. Nela, dentre outros, encontramos
implementagdes de algoritmos para TF-IDF, Word2Vec, Latent Semantic Analysis (LSA) e
Latent Dirichlet Allocation (LDA).

A NLTK ¢ uma plataforma para o processamento de linguagem natural. O seu foco é
voltado para funcionalidades ligadas ao processamento de textos, com destaque para

classificacdo, tokenizacdo, stemming, parsing e a identificacdo de entidades nomeadas.

Identificacio de unigramas
Para a identifica¢do dos unigramas, ¢ extraido o texto de cada documento no formato
PDF e gerado um arquivo chamado texto.txt. Em seguida, fazemos a remog¢ao das stopwords e
da pontuagdo e gravamos o resultado em um novo arquivo (texto limpo.txt). Como ultimo
passo de preparagdo para a execucgao do algoritmo TF-IDF, fazemos um ajuste substituindo as
palavras que possuam o mesmo radical pela de maior frequéncia (se¢do 2.3.5). O resultado
deste processo ¢ gravado em um novo arquivo chamado (texto_limpo_ajustado.txt).
Com o ultimo arquivo, aplicamos o algoritmo TF-IDF do Gensim e selecionamos os
vinte termos com melhor escore. Eles sdo gravados em um novo arquivo chamado /-gram.xt.
O processo de identificagdo dos unigramas € resumido na figura a seguir:
Figura 11: Identifica¢do de unigramas

PDF ‘ ‘ 1-gram.txt ‘
A

Extracéo de dados
Usa-se o TF-IDF

Y do Gensim para
texto.txt Substituicdo de gerar unigramas
Remover §topwords palavras com o uso
& pontuagao de stemming

texto_limpo.txt }—»{ texto_limpo_ajustado.txt

Fonte: Elaborado pelo autor

Identificacio de bigramas e trigramas

Bigramas e Trigramas sao identificados com a aplicacao de medidas de associagdo. O
objetivo ¢ identificar os n-grams com maior estabilidade em cada texto.

Para o nosso conjunto de documentos, identificamos que a medida que apresentava os
melhores resultados do a baseada no teste t-Student. Aplicamos um filtro que, ao analisar um
documento, desconsiderava n-grams com frequéncia inferior a trés.

Selecionamos os vinte bigramas melhor ranqueados e os gravamos no arquivo 2-

18 http://www.nltk.org/



gram.txt. Executamos um procedimento similar para os trigramas e os salvamos no arquivo 3-
gram.xt.

O processo ¢ resumido na figura a seguir:

Figura 12: Identificagdo de bigramas e trigramas

Remover stopwords

Extracéo de dados e pontuagao :
texto.txt texto_limpo.txt

Usa-se o NLTK para gerar
bigramas e trigramas

2-gram.txt
3-gram.txt

Fonte: Elaborado pelo autor

3.5 Captura de dados do site do DeCS
Para utilizar os descritores do DeCS neste trabalho, optamos por capturar os dados
diretamente do site, utilizando um script que desenvolvido na linguagem de programagao
Python.
Os descritores da edicao 2016 sdo agrupados pela primeira letra e podem ser acessados

a partir do link http://decs.bvs.br/P/DeCS2016 Alfab.htm.

Para a captura automatica dos dados seguimos os seguintes passos:
1. Para cada idioma e letra do alfabeto, o script acessa a respectiva pagina e salva
os dados em um arquivo (por exemplo, portugués/A.txt);

2. Em seguida, para cada idioma, criamos o arquivo /ista_decs.csv unindo os
arquivos capturados no passo anterior. Neste ponto temos um arquivo em que
cada linha ou ¢ um termo adotado pelo DeCS (Brain Chemistry), ou um termo
e a sua remissiva (Brain Cancer — Brain Neoplasms )

3. Como o DeCS ¢é um vocabulario trilingue, capturamos também as versdes em
portugués, inglés e espanhol para cada descritor adotado. Para isso, tomando
como exemplo o descritor Brain Chemistry, o script acessa o link' a partir do
qual ¢ possivel capturar as versdes em portugués, inglés e espanhol. Os dados
sd0 salvos por idioma no arquivo lista_decs _idiomas.csv;

No quadro a seguir, vemos o nimero de descritores capturados:

19 http://decs.bvs.br/cgi-bin/wxis1660.exe/decsserver/?IsisScript=../cgi-
bin/decsserver/decsserver.xis&task=exact term&previous page=homepage&interface language=i&search lang
uage=i&search_exp=Brain%20Neoplasms


http://decs.bvs.br/P/DeCS2016_Alfab.htm

Quadro 5: Numero de descritores capturados do DeCS 2016

Descritores DeCS 2016
Idioma Numero de descritores
Portugués 81.669
Inglés 63.380
Espanhol 74.178
Total 219.227

Fonte: Elaborado pelo autor

3.6 Identificacio de novos descritores e traducio baseada no DeCS

Baseado no vocabulario DeCS e utilizando os n-grams extraidos dos textos, criamos

uma nova lista de descritores (em portugués) com termos amplamente utilizados pelos

pesquisadores do campo da Saude.

O método consiste em identificar n-grams extraidos que sejam ao mesmo tempo

descritores no DeCS. A comparagdo ¢ feita apds a remocao das stopwords dos descritores

DeCS, uma vez que para a extracao dos n-grams ja foram desconsiderados as stopwords.

Em resumo, o método segue os seguintes passos:

1.

Extracio de n-grams: cada obra ¢ associada a vinte unigramas, vinte
bigramas e vinte trigramas;

Carga dos vocabularios: Nesta fase sdo lidos os arquivos com os
vocabulérios compilados por idioma (portugués, inglés e espanhol) a partir dos
dados capturados no site do DeCS. Em cada um deles, temos uma estrutura
[termo]->[termo adotado em portugués]. Por exemplo, [Dor de cabeca]->
[Cefaléia].

Identificacdo do idioma principal: utilizamos a biblioteca langdetect™® do
Python para verificar qual ¢ o idioma utilizado na obra;

Cruzamento entre n-grams, idioma e vocabulario: para cada obra, sdo
comparados 0s seus sessenta n-grams com os descritores listados no
vocabulario? de mesmo idioma. Com isso, cria-se uma lista com descritores do

DeCS que sao associados a obra e salvos no arquivo descritores decs.txt.

No quadro a seguir vemos alguns exemplos de descritores extraidos automaticamente.

20 https://pypi.python.org/pypi/langdetect
21 Portugués: 81.669 descritores; Inglés: 63.380 descritores; Espanhol: 74.178 descritores



Nele podemos ver que esse processo permite que termos que guardam certa similaridade,

definida pelo DeCS, sejam agrupados. E o caso do termo Neoplasias.

Quadro 6: Exemplos de descritores identificados automaticamente e remissivas baseadas no
vocabuldrio DeCS

N-gram Descritor DeCS identificado (portugués)
AIDS Sindrome de Imunodeficiéncia em Satde
Programa Saude Familia Estratégia Saude da Familia

Tumor Neoplasias

Neoplasms [inglés] Neoplasias

Cancer Neoplasias

Doenca Chagas Doencga de Chagas

Fonte: Elaborado pelo autor

Utilizando o fato do DeCS ser trilingue, identificamos descritores em portugués para
as obras que estdo em inglés e espanhol. Com isso, aumentamos a revocagiao nas pesquisas
feitas em portugués. De forma similar, poderiamos fazer o mesmo para as buscas em inglés e

espanhol.

Lista de exclusoes

Ao longo do trabalho identificamos que algumas palavras geram erros quando
avaliadas individualmente, ao desprezamos o seu contexto. Como exemplo, apos a aplicagdo
do método TF-IDF, em seis obras que citam o ex-presidente Luis Inacio Lula da Silva foi
identificada a palavra lula como relevante. Para esta palavra, o DeCS possui uma remissiva
para Decapodiformes, que refere-se a moluscos cefalopodes.

Para este trabalho, criamos uma pequena lista de palavras e expressdes a serem
ignoradas, mas acreditamos que a solu¢do mais sofisticada e eficaz seja analisar o contexto
das palavras antes de atribuir um novo descritor.

No quadro a seguir vemos alguns exemplos n-grams excluidos.



Quadro 7: Exemplos de termos ignorados no processo de identificagdo de descritores

Lista de exclusoes
N-gram Descritor DeCS identificado | Significado alternativo
Estigmas Cristianismo Estigma social
Drogas Preparagdes Farmacéuticas Drogas ilicitas
Lula Decapodiformes Pres. Luis Inacio Lula da Silva
PGE Prostaglandinas E Proc. Geral do Estado
Celulares Telefones Celulares Organismos celulares

Fonte: Elaborado pelo autor

Em muitos casos, estas exclusdes ndo representam perda na construcao da lista de

descritores, pois € comum encontramos bigramas e trigramas que retomam o tema abordado

na obra.

4 Resultados

4.1 Dados analisados

Para este trabalho analisamos dissertagdes, teses e artigos em periddicos relacionados
a profissionais da Fiocruz. Os dados foram obtidos no inicio do segundo semestre de 2015 e

contam com obras a partir de 1987. O grafico a seguir mostra como as 4.707 obras se

distribuem ao longo dos anos.

Grdfico 1: Distribugdo das obras analisadas por ano

Total

Ano

Fonte: Elaborado pelo autor




Como podemos ver,

discrepancia ao longo dos anos. Isso ¢ em funcao do Arca ser um produto em construgao, com
apenas uma pequena parte da producdo cientifica da Fiocruz. Por isso, dada a incompletude
dos acervos depositados, fizemos um recorte no qual utilizaremos apenas as obras depositadas

por 6 unidades®, mesmo assim, os resultados aqui presentes ndo podem ser entendidos como

o volume de documentos analisados apresenta grande

representativos da totalidade da de sua producao académica.

Tabela 4: Niimero de obras analisadas por unidade e tipo

Unidade Tipo Totais
Artigo 2
cocC Dissertagao 70 98
Tese 26
Artigo 1201
CPqGM Dissertacao 186 1468
Tese 81
Artigo 723
CPqRR Dissertacao 103 885
Tese 59
ENSP Dissertagao 941 1265
Tese 324
Artigo 678
ICICT Dissertagao 39 722
Tese 5
Artigo 82
INCQS Dissertagao 133 269
Tese 54
Total de obras 4.707

Fonte: Elaborado pelo autor

A principio, toda obra cadastrada deveria ser associada a descritores, que podem ser de
dois grupos: os fornecidos pelo autor ou responséavel pelo cadastramento (subject-keyword) e
descritores oriundos do DeCS (subject-decs). Estes ultimos sdo selecionados em fungao dos
fornecidos no primeiro grupo. No entanto, em funcdo de algumas inconsisténcias no inicio da

operagdo do Arca, encontramos muitos documentos com descritores insuficientes.

22 ICICT, INCQS, ENSP, CpgRR, CpgGM e COC




Na tabela a seguir vemos um resumo sobre os documentos analisados.

Tabela 5: Niimero de documentos com e sem descritores atribuidos manualmente

Documentos Subject-keyword | Subject-decs

Com descritores 84% (3957) 38% (1805)

Sem descritores 16% (750) 62% (2902)
100% (4.707) 100% (4.707)

Fonte: Elaborado pelo autor

Neste trabalho, temos como objetivo principal analisar a viabilidade da automatizagdo
do processo de extragdo de descritores. Inicialmente, imaginamos que o maior ganho possa se
dar em grandes colecdes de documentos sobre os quais sabemos muito pouco, mas pelos
nimeros apresentados anteriormente, parece haver um papel a ser desempenhado por métodos

automatizados no apoio do processo de indexacdo, ou mesmo reindexacao.

4.2 Melhora na revocacao
Na figura a seguir vemos uma parte dos termos que sdo agrupados sob o descritor
Neoplasias. Com isso, reunimos obras correlacionadas e de idiomas diferentes sob um unico

termo.

Figura 13: Remissivas em trés idiomas para um descritor em portugués

Espanhol Inglés
Cancer
Cancer
Tumors
Neoplasms

Portugués

NeP‘;;I.asia NeopIaSIaS

Cancer NeOplasle_ldBenlgna
Tumores
Tumor Neoplasia Maligna

A~ Neoplasmas
Cancro (Tumor Maligno) R

Fonte: Elaborado pelo autor



Das 4.707 obras analisadas, 63 tiveram o unigrama cdncer identificado como
relevante, mas uma busca pelo descritor Neoplasias retorna 103 obras. Um aumento de mais
de 60% no nimero de obras recuperadas. Este efeito ¢ possivel graga a combinagdo entre
termos extraidos automaticamente e o uso de um vocabulario especializado.

Um outro caso importante ¢ o termo AIDS. No DeCS ele ¢ uma remissiva para
“Sindrome de Imunodeficiéncia Adquirida” e sob este nome reune varios termos distintos de

1diomas diferentes.

Figura 14: Agrupamento de descritores a partir de remissivas DeCS

Portugués
Sindrome ds Dsfieizncia Ifunolggica Adguirida [p]
SIDA [p) Sihdrome da Defisigneia Inuncldgica Adquirida [p]
Sindrome da ImunodefMERE Adguirida [p]
i AIBS [p]
Sindrome de | eiéncia Adquirida
Inglés / \ Espanhol
Acquired Immunoﬁggciency Syndrome B \Hmu/ . ..
o Sindrome de Qo_d ficiencia Adquirida

Immunologic DeﬁclenQ,Syndrnme‘ Acquired [i]
. Sindrome de Deﬂmenm@munnlﬁglca Adquirida [g]
Immunodeficiency Sﬁdlume‘ Acquired [|]°‘|DS)['] S\l\jf\’[e]

Sindrome de la Inmunfu.agﬁclencla Adquirida [e]

Fonte: Elaborado pelo autor

Analisaremos a seguir, em maior detalhe, a revocagdo na busca pelo descritor
Estratégia Saude da Familia (ESF), que era anteriormente conhecido como Programa Saude
da Familia (PSF). Aos poucos, como serd visto na secao 4.4.2, gradualmente as publicagdes
tém adotado a palavra Estratégia no lugar de Programa, mas muitas obras ainda utilizam o
nome antigo, ou mesmo as duas formas.

Para esta analise, faremos uma comparagdo entre uma busca feita sobre em descritores
extraidos automaticamente, com outra baseada nos descritores cadastrados manualmente.

A partir das 4.707 obras analisadas, executamos a seguinte busca nos descritores do
DeCS identificados automaticamente (descritores-decs):

[descritores-decs: "Estratégia Saude da Familia"]
Com esta busca, encontramos 88 documentos.
Para realizar a mesma tarefa nos descritores cadastrados manualmente utilizamos dois

grupos de termos:



1. Os fornecidos pelo autor ou responsavel pelo deposito (subject-keyword);

2. Os fornecidos pelos bibliotecarios responsaveis (subject-decs).

Para tentar a maior revocacdo possivel, levando em consideracdo que muitas obras
podem estar associadas somente a PSF ou Programa Saude da Familia, utilizamos a seguinte
expressao:

[subject-decs:"Programa Saude da Familia”" OR subject-keyword:"Programa
Saude da Familia" OR subject-decs:"Estratégia Saude da Familia" OR
subject-keyword. "Estratégia Saude da Familia" OR subject-decs:"PSF" OR
subject-keyword:"PSF" OR subject-decs:"ESF" OR subject-keyword:"ESF"]

ApOs a busca, recuperamos 20 obras.

A imagem a seguir destaca como ficaram distribuidas essas obras.

Figura 15: Comparagdo entre descritores identificados automaticamente
e manualmente

-

Identificados automaticamente (I1A)

Busca pelo descritor Estratégia Satde da Familia

~

Cadastrados manualmente (CM

\ IA: 88 obras CM: 20 obras IANCM : 14 obras /

Fonte: Elaborado pelo autor

Analisando as obras encontradas pelas duas pesquisas, identificamos sete obras
cadastradas manualmente e que ndo seriam encontradas pelo método automatico. Cinco das
seis obras ndo foram encontradas por ndo haver, dentre os dados capturados, um descritor no
DeCS para PSF que remeta para “Estratégia Satide da Familia”. Para contornar essa questao,
poderiamos expandir o script de captura de dados, incluindo a coleta das remissivas de
abreviaturas.

“A construcdo da intersetorialidade no Programa Bolsa Familia em Manguinhos, no
Rio de Janeiro™* foi a tnica obra que foi manualmente classificada com o descritor Programa

Saude da Familia, mas que ndo foi recuperada na busca com descritores extraidos

23 http://arca.icict.fiocruz.br/handle/icict/2504



automaticamente.

Para esta obra, o algoritimo aplicado para a extracao de descritores ndo identificou

PSF como um termo relevante.

Nos quadros a seguir temos as seguintes informagdes:

1. Descritores identificados automaticamente;

2. Descritores cadastrados manualmente.

1. Descritores automaticamente extraidos

N-grams

1.

pbf, condicionalidades, mds, smas, intersetorialidade, bolsa, familias,
senarc, manguinhos, igd, csegsf, intergestor, cras, cadastro, cap,
beneficiarias, cre, gat, fome, sme

bolsa familias, rio janeiro, assisténcia social, programa bolsa,
condicionalidades saude, acompanhamento condicionalidades, politicas
sociais, secretaria municipal, cad unico, transferéncia renda, governo
federal, combate fome, programas sociais, regido manguinhos, cadastro
Unico, dessa forma, saude educacéo, politicas publicas, instrugédo
operacional, cidade rio

programa bolsa familias, cidade rio janeiro, acompanhamento
condicionalidades saude, social combate fome, programas transferéncia
renda, desenvolvimento social combate, ministério desenvolvimento
social, instrugdo operacional senarc, municipal assisténcia social, Unico
programas sociais, operacional senarc mds, municipio rio janeiro,
cadastro unico programas, cap iii tabela, secretaria municipal
assisténcia, manguinhos rio janeiro, bolsa familias pbf, seguranca
alimentar nutricional, indice gestdo descentralizado, politicas sociais
brasil

Descritores DeCS

Acao Intersetorial, Conhecimentos, Atitudes e Pratica em Saude, Politicas
Publicas, Fome, Seguranga Alimentar e Nutricional, Assisténcia Social, Governo
Federal, Imunoglobulina D, Cadastro

2. Descritores manualmente cadastrados

Autor

Acéo Intersetorial, Programas e Politicas de Nutricdo e Alimentagdo, Programa
Saude da Familia, Descentralizagéo, Politica Social, Pobreza, -Estudos de
Casos, Brasil, Politicas Publicas

Bibliotecario

Acao intersetorial, Programas e Politicas de Nutricdo e Alimentacédo, Programa
Saude da Familia, Descentralizagao, Politica Social, Pobreza, Estudos de
Casos, Brasil, Public policy, Social policy, Intersectoral action

Olhando para os termos extraidos automaticamente, fica claro que o algoritmo

identificou como mais relevantes os temas “Programa Bolsa familia (PBF)” e “Seguranca

Alimentar”.



4.3 Principais temas identificados

Apds o processo de cruzamento entre n-grams extraidos e o vocabulario DeCS
capturado, foi possivel criar uma relacao dos principais temas identificados nos documentos.

O mais citado, “Satde Publica”, marca o principal foco da institui¢ao.

Quadro 8: Principais descritores identificados automaticamente na cole¢do

DeCS Total de obras em
que aparecem
Satide Publica 902
Leishmania 309
Pacientes 305
HIV 300
Servicos de Saude 285
Células 271
Leishmaniose 253
Camundongos 243
Doencga de Chagas 193
Trypanosoma cruzi 183

Fonte: Elaborado pelo autor

Uma outra forma de visualizar os descritores mais relevantes no corpus analisado ¢
através de uma nuvem de palavras. Ela nos apresenta uma espécie de fotografia dos temas
mais relevantes em uma colegao.

A nuvem a seguir exibe dados levando em conta as 4.707 obras analisadas.

Figura 16: Nuvem de palavras do DeCS para a Fiocruz

Saude Publica

Fonte: Elaborado pelo autor



No entanto, a Fiocruz conta com dezesseis unidades técnico-cientificas e cada uma
delas tem foco em alguns aspectos especificos da satde publica.

Utilizando as nuvens de palavras podemos ver os principais temas abordados por
unidade e, com isso, identificar diferencas entre suas areas de atuagao.

Por exemplo, o Instituto Nacional de Controle de Qualidade em Saude (INCQS) é uma

unidade que tem na sua missdo** uma forte compromisso com a vigilancia sanitaria.

Figura 17: Nuvem de palavras do DeCS para o INCQS

Vigilancia Sanitaria
Controle de Qualidade

Fonte: Elaborado pelo autor

Ja o Instituto de Comunicacdo e Informacdao Cientifica e Tecnologica em Saude
(ICICT), aborda temas ligados a Comunicagdo e Informacdo em Saude. Os principais temas

identificados foram:

Figura 18: Nuvem de palavras do DeCS para o ICICT

HIV
Saude Publica

Fonte: Elaborado pelo autor

24 “Contribuir para a promogao ¢ recuperacdo da satde e prevengdo de doengas, atuando como referéncia
nacional para as questdes cientificas e tecnoldgicas relativas ao controle da qualidade de produtos, ambientes e
servicos vinculados a vigilancia sanitaria”



O uso das nuvens de palavras mostrou-se interessante para a exploragdo visual da

diferenca de termos abordados entre as unidades.

4.4 Linha do tempo de temas abordados

A partir de uma cole¢do de documentos devidamente indexada, podemos entender
como se dd a cobertura de temas importantes ao longo do tempo. Com isso, podemos
identificar a adesdo a novos termos, como ¢ o caso das doencas venéreas que passaram a ser
tratadas como doengas sexualmente transmissiveis, ¢ também acompanhar a cobertura de
temas que deixam de ser relevantes, ou passam a ser negligenciados.

Doengas negligenciadas (tuberculose, por exemplo) trazem enorme impacto na saude

publica.

4.4.1 DeCS — Inclusao, exclusao e alteracio de descritores

Ao longo do tempo, em fun¢do do aspecto dinamico do campo da Saude, o DeCS
inclui, exclui e altera descritores. Como exemplo, o Programa Saude da Familia (PSF)
passou a se chamar Estratégia Saude da Familia (ESF). Essa mudanga ocorreu no DeCS em
2013 e passou a reunir todas as obras que citem PSF ou ESF sob um unico descritor:
Estratégia Saude da Familia.

A Estratégia Saude da Familia (ESF) visa a reorganiza¢do da atencgdo basica no Pais.
Ela foi criada em 1994 com o nome de Programa Satde da Familia (PSF). Essa mudanga na
nomenclatura vem do entendimento de que, por defini¢ao, programa ¢ algo com inicio, meio e
fim, o que ndo seria o caso para a ESF.

Na figura a seguir podemos ver como se distribuem, ao longo do tempo, as obras

identificadas como relacionadas a Estratégia Saude da Familia:

Grdfico 2: Total de obras associadas a Estratégia Satide da Familia (ESF)
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Fonte: Elaborado pelo autor



4.4.2 Analise temporal da utilizacdo de termos (PSF x ESF)

Aos poucos, os profissionais que trabalham e estudam a Aten¢do Basica em Saude tém
passado a adotar o novo nome para o antigo Programa Satide da Familia (PSF), mas como
isso tem se acontecido na Fiocruz?

Como descrito no item anterior, ndo ¢ possivel acompanhar a ado¢do do novo termo
através dos descritores do DeCS identificados automaticamente neste trabalho, pois, desde
2013, PSF tornou-se apenas uma remissiva para ESF e, com isso, as obras anteriores a este
ano ficam reunidas sob o novo termo “Estratégias Satide da Familia”. Logo, recorremos aos

n-grams extraidos automaticamente (ESF e PSF).

Grdfico 3: Total de obras que abordam PSF ou ESF

Fonte: Elaborado pelo autor

Pela imagem, podemos observar que 2010 ¢ o ano em que o termo ESF passa a ser
mais citado que PSF. Boa parte das obras cita os dois termos (PSF e ESF), mas com o passar

do tempo podemos ver que a ESF passa a ter maior relevancia dentro das obras.

4.5 Comparacio entre descritores cadastrados manualmente e automaticamente
identificados

Infelizmente, para este trabalho, ndo foi possivel contar com um conjunto de
documentos previamente classificados e validados para o treino e teste dos algoritmos
utilizados. Por isso, nesta se¢do fazemos uma comparagdo entre os descritores identificados
de forma automatica com os que foram manualmente cadastrados, supondo que estes ultimos

estejam proximos de que se poderia considerar ideal.



Entretanto, para fazer essa comparacdo, analisamos os dados cadastrados
manualmente”. Como podemos ver no grafico a seguir, foi necessario descartar deste

procedimento cerca de 75% dos documentos, por ndo possuirem descritores cadastrados.

Grdfico 4: Numero de documentos sem descritores
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Fonte: Elaborado pelo autor

No passo seguinte, para cada documento, comparamos os descritores cadastrados
manualmente com os identificados automaticamente. Consideramos similares expressoes
como: “sindrome de imunodeficiéncia adquirida/epidemiologia” e “sindrome de

imunodeficiéncia adquirida”.

Caso 1:

Somente sao considerados os documentos que contenham valores para os campos de
descritores DeCS preenchidos, manual e automaticamente. Dos 1.733 documentos, 85%
continham pelo menos um descritor identificado automaticamente igual ao que foi cadastrado

manualmente por um bibliotecério.

25 Palavras-chave e descritores baseados no DeCS



Grdfico 5: Caso 1 - Documentos com descritores em comum

NUmero de documentos
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Fonte: Elaborado pelo autor

No grafico a seguir, podemos ver quantos descritores foram identificados por
documento. Por exemplo, dos 1.471 documentos, 116 possuem quatro descritores

identificados automaticamente, em comum entre os digitados manualmente.

Grdfico 6: Caso 1 - Total de descritores em comum
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Fonte: Elaborado pelo autor

Um exemplo de documento com quatro descritores em comum ¢ detalhado a seguir:



Quadro 9: Descritores em comum entre os cadastrados manualmente e automaticamente

Titulo Vigilancia em saude dos trabalhadores: potencialidades da matriz FPEEEA
Cadastrados atengdo primaria a satde, saude do trabalhador, mineragdo, matrix, brasil,
manualmente mining, worker’s health surveillance, -indicadores, matriz, worker’s health,
] vigilancia em saude do trabalhador
1
:g Identificados atengdo primaria a satde, saude do trabalhador, mineragéo, vigilancia em
2 . saude publica, trabalhadores, silicose, técnicas de planejamento, vigilancia
$ | automaticamente ,
a em saude do trabalhador
Em comum vigilancia em saude do trabalhador, satde do trabalhador, mineragao,
atencdo primaria a saude

Fonte: Elaborado pelo autor

E importante destacar que os niimeros poderiam ser ainda melhores se estivéssemos
considerando, por exemplo, “Hepatite C” similar a “Hepatite”. Entretanto, com casos mais
complexos precisariamos da avaliacdo de especialistas, o que estava fora do escopo deste

trabalho, optamos por nao considera-los.

Caso 2:

Para esta segunda andlise, consideramos somente os 1.179 documentos que possuam
valores em todos os campos destinados ao armazenamento de descritores. Eles se dividem em
dois grupos:

1. Preenchimento manual: palavras-chave e descritores DeCS;
2. Preenchimento automatico: n-grams e descritores DeCS.
Neste caso, apenas 6% dos documentos ndo tiveram descritores em comum com 0S

1dentificados automaticamente.

Grdfico 7: Total de descritores em comum
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O grafico a seguir mostra a distribui¢do da quantidade de descritores em comum para

os documentos.

Grdfico 8: Distribui¢do do ntimero de descritores em comum entre os cadastrados manualmente e os
identificados automaticamente
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Mesmo com a evolugdo nos niimeros entre os casos, acreditamos que os resultados
poderiam ser ainda melhores se pudéssemos contar com a avaliagdo de especialistas. Também
temos motivos para afirmar que o aperfeicoamento do processo de extragdo de informagdes
dos arquivos em formato PDF pode trazer avangos significativos.

Neste ultimo caso, optamos por incluir os n-grams na comparagdo apds constatarmos
que alguns termos utilizados como palavras-chaves ndo sao tipicos do campo da satde, por

isso ndo poderiam ser encontrados no vocabulario DeCS.



5 Conclusao

O presente trabalho propés um experimento sobre a viabilidade de identificar
automaticamente descritores validos para documentos ligados ao campo da saude. Os
resultados sdo obtidos a partir da execugdo de algoritmos para a andlise léxica do texto,
extracdo de grupos de n-grams relevantes e o cruzamento destes com um vocabulario
especializado do campo da Saude (DeCS).

Acreditamos que este processo pode ser util para cole¢des de documentos que ndo
tenham sido devidamente indexados, ou até mesmo para apoiar o processo que reindexagao,
que discutimos como importante para um campo dindmico como a saude. Uma outra questao
relevante ¢ que a indexacao automatica mantém a consisténcia das decisdes para todos os
documentos analisados. O que tende a ndo se verdade quando o processo € feito por pessoas
diferentes, ou por um periodo prolongado. Além disso, com a infraestrutura adequada,
reindexar milhares de documentos pode levar apenas algumas horas.

No entanto, destacamos dentre os desafios para este trabalho as limitagdes que
encontramos na extragdo de texto dos arquivos PDF (sessdo 3.3.1). O armazenamento de
documentos neste formato merece atengdo por parte dos gestores de repositorios de
preservacao de acervos digitais.

Acreditamos haver muitas possibilidades de melhoria, especialmente com o aumento
do niimero de obras depositadas, testes comparativos com outros algoritmos e métricas de

associacdo, além da colaboracdo com os especialistas em ciéncias da informagao.

5.1 Trabalhos futuros
No decorrer do experimento identificamos pontos que podem contribuir para a

melhoria dos resultados. Registramos aqui como sugestoes para trabalhos futuros.

Corpus maior

Nos baseamos em um corpus de 4.707 documentos da produgdo cientifica da Fiocruz,
0 que ¢ uma parte infima do total de obras. Em menos de um ano o acervo do repositorio Arca
dobrou de tamanho. Sdo agora 12.000 itens, incluindo textos e outros objetos digitais.
Certamente, nos proximos anos teremos acesso a uma parcela mais representativa da

producdo desta instituicdo centendria, o que abrird espaco a novos experimentos.



Extracao de texto a partir de arquivos em formato PDF

Para este trabalho, muito do tempo foi gasto tentando conseguir uma qualidade
adequada para o texto extraido dos documentos em formato PDF. Como sugestdo, este
processo pode ser aperfeicoado através de um tratamento adequado de elementos presentes
em tabelas, cabecalhos e rodapés. Analisar a formatagdo do texto (tamanho da fonte, negrito
ou italico) também pode fornecer informagdes sobre a importancia de alguns termos dentro do

texto.

Mensuracao da qualidade a partir de um subconjunto de treino

Infelizmente, ndo foi possivel contar com um conjunto de documentos previamente
validados para treino e teste dos algoritmos. A criagdo deste conjunto exigiria uma trabalho
manual que envolveria bibliotecérios e especialistas de diversas areas. Entretanto, acreditamos
que com ele poderiamos obter resultados melhores, além de mensurdveis de forma

automatica.
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